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摘    要 

随着在线社交网络平台的爆炸式增长，比如国内的微博、微信，国外的 Twitter、

Facebook 等社交网络平台，人们越来越倾向于在社交网络平台上发表自己的观点，表达

情感态度。与此同时，社交网络平台产生了海量的蕴含了用户的情感倾向、观点态度的

文本数据。挖掘这些信息分析其情感倾向性，对优化个性化推荐，更好地进行舆情监控

等都有很重要的价值和意义。 

然而，社交网络文本以其口语化、时效性强以及网络化等特点，给传统的情感分析

等任务带来了巨大的挑战。众所周知，除了文本，转发等行为关系数据也是社交网络文

本的一大特点。针对此特点，本文结合图排序模型，利用用户的行为关系数据来分析微

博的情感。然而，在对社交网络文本进行情感分析时，也会存在一些其他的问题，其中

一个最显著的问题就是语料分布的不平衡。针对此问题，本文做了进一步研究，提出了

一种基于情感关键句抽取的跨领域情感分析方法。 

一方面，本文针对社交网络文本自身的特点，提出了一种基于图排序模型的微博情

感分析方法。该方法首先利用微博中含有的丰富的表情符号，基于表情符号进行无监督

的语料标注，在一定程度上弥补了语料分布不平衡的问题；然后，鉴于微博等社交网络

文本的特征的稀疏性，利用受限波尔兹曼机进行新特征抽取；最后，利用微博的转发关

系以及同一用户发表的不同微博之间的关系，构建了微博邻接关系图，并结合图排序模

型对微博进行情感分析。该方法充分利用社交网络文本的文本数据的同时结合行为关系

数据，较好地实现了微博的情感分析。 

另一方面，针对社交网络文本在情感分析过程中，易出现语料分布不平衡的问题，

提出了一种基于情感关键句抽取的跨领域情感分析方法。该方法首先基于文档中不同句

子具有不同的情感贡献度的思想提出了情感关键句的概念，构造抽取情感关键句的启发

式规则，并与机器学习算法相结合来抽取网络评论的情感关键句；然后基于抽取的情感

关键句，将数据划分为 key和 detail两个视图；最后利用视图集成策略将两视图有效融

合，实现了跨领域的情感分析，进而在一定程度上解决了随着社交网络的飞速发展，文

本数据分布变化带来的语料分布不平衡的问题。 

 

关键词：社交网络文本；情感分析；图排序；跨领域；情感关键句 
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Research on Sentiment Analysis Methods of Social Network Text 

 

Abstract 

With the explosive proliferation of online social network platform, such as domestic 

Weibo and Wechat, foreign Twitter and Facebook, more and more people are increasingly 

inclined to share their opinions and emotions on the social network platform. At the same 

time, social network platform generates a massive amount of sentiment-carrying social 

network text. Mining and analyzing the sentiment of these social network text, can gain 

valuable insight into the opinions of individuals, which are very important significance for 

optimizing personalized recommendation, and better monitoring public opinion. 

However, social network text with colloquial, time-sensitive and networking features, 

brings tremendous challenges to the traditional opinion mining, sentiment analysis and so on. 

In addition to social context, retweet behavior relationship data is also marked feature of 

social network text. So, this paper combined with graph ranking model and made use of 

behavior relationship data to analyze sentiment of microblog. But, analyzing the sentiment of 

social network text, there are also some other problems, in which most significant problem is 

distribution imbalance of corpus. So, this paper made further research, and then proposed a 

cross-domain sentiment analysis method based on extraction of sentiment key sentence. 

On the one hand, according to those typical features of social network text, this paper 

presented a sentiment analysis method based on graph ranking for microblog. First, this 

method utilized rich emoticons in microblog to unsupervised annotate a part of corpus, which 

could make up distribution imbalance of corpus; Then, for the sparse features of social 

network text such as microblog, this paper proposed a feature extraction method based 

restricted Boltzmann machine; At last, taking advantage of context relationship which are 

retweet and different microblog published by the same user, construct microblog relationship 

graph and combine graph ranking model to analyze microblog sentiment. This model made 

full use of the text and non-text behavior relationship data, could analyze microblog sentiment 

well. 

On the other hand, considering the distribution imbalance of social network text, this 

paper proposed a cross-domain sentiment analysis method based on extraction of sentiment 

key sentence. At first, based on the observation that not every part of the text is equally 

informative for inferring the sentiment orientation of the whole text, the concept of sentiment 

key sentence was defined. Then construct heuristic rules and combine with machine learning 

to extract sentiment key sentence of web review. Naturally the data is divided into key and 
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detail views. Finally, utilize ensemble learning to integration these two views effectively, and 

then to some extent, solve the problem distribution imbalance of corpus bought by the 

changes of social network text in period of rapid development of social network. 

 

Key Words：Social Network Text; Sentiment Analysis; Graph Ranking; Cross-domain; 

Sentiment Key Sentence 
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1  绪论 

1.1  研究背景 

近几年，互联网的蓬勃发展，催生了“互联网+”时代的到来，使得在线社交网络

平台改变着人们生活的方方面面。微博、微信等新型在线社交网络平台的流行以及淘宝、

京东等在线网络购物平台的兴起，使人们从单纯的信息接收者转变为信息的制造者。越

来越多的人倾向于在网络平台上发表自己的观点或看法等，并在这些社交网络平台中产

生大量的数据。而挖掘这些数据蕴含的情感或者潜在的观点，具有很重要的商业价值及

科学意义。比如：拥有庞大用户群的微博，作为国内目前主要的在线社交网络平台之一，

给用户提供了便捷的沟通方式和新鲜的新闻资讯，使得更多的人喜欢在微博上表达情

感、与朋友互动交流、关注时事等。因此，这些社交平台上每天都产生着蕴含丰富情感

的数据。识别这些数据的情感不仅可以了解个人的观点倾向进行个性化的推荐等，还可

以分析大众的情感趋势，这对网络舆情分析等研究提供了重要的理论支撑。 

近些年，情感分析已然吸引了海内外学者们的研究热情，并取得了众多的学术成果。

但其主要的研究对象多为传统的规范化文本。而微博作为一种实时、快速的情感表达方

式，与传统的规范化文本不同，主要有以下几个特点：①丰富的表情符号。平台上丰富

的表情符号使得人们更倾向于使用形象生动的表情符号传递情感。例如：“ ”、“ ”

等；②数据稀疏。传统文本一般有足够多的文字使用户充分表达自己的情感，而微博受

140 个中文字符的限制，促使用户的表达更加简短，数据分布更加稀疏；③省略主题。

微博平台具有的转发回复功能，使得用户在发表新微博时承接源微博自然地省略具体的

主题，直接表达情感；④数据的时效性强。比如：现在网络常用语“高大上”（“高端、

大气、上档次”的缩写）、“城会玩”（“你们城里人真会玩”的缩写）。这些词语是

伴随着社交网络发展而形成的，更新速度快，并具有独特的含义，因此微博等社交网络

文本具有很强的时效性。以上特点使得微博的情感分析任务更加复杂，如何更好地分析

微博的情感成为社交网络文本分析中充满挑战性的任务。 

情感分析旨在判断一个文本的语义倾向性属于哪个情感类别，如正向、负向等。在

该研究问题上传统的机器学习算法已经表现出了有效性并具有很大的前景。然而，这些

研究大都基于一个假设条件，即训练集和测试集的数据满足独立同分布。在互联网高速

发展的今天，社交网络平台的数据不断发生变化，而且伴随着新兴领域产业不断涌现，

使得大量的社交网络文本具有很强的时效性，数据分布不断发生变化，伴随而来的语料

分布不平衡的现象日益凸显。在这样的背景下，若利用在原有训练数据上得到的模型来
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预测新数据的情感，常常达不到理想的效果。为解决此问题，跨领域情感分析应运而生，

并渐渐成为众多学者们的一个研究热点。跨领域情感分析，目的在于利用一个领域的训

练数据，对另一领域的测试样本进行情感分析。其在一定程度上解决了因社交网络文本

数据的时效性引起的训练数据与测试数据分布不一致而导致的模型分类效果降低的问

题，对研究社交网络文本的情感开辟了全新的视角，具有重要的研究价值和实际意义。 

1.2  研究现状 

1.2.1  文本情感分析 

文本情感分析又常被称为情感倾向性分析，主要用于分析预测带有情感倾向的文本

所属的情感类别，一般为正向、负向或者正向、负向和中性。依据研究对象的大小粒度

的差别，粗略地将情感分析分为如下几个层次：词语级、句子级和篇章级情感分析。本

文将从这三个层次进行阐述。 

(1) 词语级情感分析 

情感分析在初期的主要研究内容多为词语级的情感，主要用的研究方法基本分为两

类：基于词典的分析方法以及基于语料库的分析方法。 

基于词典的分析方法主要是利用已有的词典中的同、反义等词语之间的语义关系来

分析词语的情感，经常使用的词典主要有 HowNet、WordNet 等。比如：Turney 等[1]利

用点对互信息法，选择 good 和 bad 两个词语为基准词，分别计算 WordNet 中的形容词

与基准词之间的互信息的差，以此来计算分析词语的情感类别。Andreevskaia 等[2]基于

模糊逻辑提出了 STEP 算法，该算法基于 WordNet 对形容词进行模糊情感类别的标注，

通过计算净覆盖得分，得到情感类别确定的核心形容词以及模糊不确定的边缘形容词。

Kim 等[3]基于这样一个思想：互为同义词的词语的情感很可能一致，而互为反义词往往

反向，然后基于 WordNet 中标识出的同义、反义的关系，利用种子词的情感来识别未登

录词的情感，从而实现了词语级的情感分析。 

基于语料库的分析方法主要是通过对已有的语料库进行统计分析，来识别词语的情

感倾向性。例如：早在 1997 年，Hazivassiloglou 和 McKeown 等[4]就提出了情感一致性

的理论，利用语料库中的连接词，分析由不同连接词蕴含的潜在语义关系，挖掘出词语

的语义情感。Lu 等[5]为解决情感词的上下文依赖性，利用已有的语料库来抽取出情感词

和情感对象，从而形成了情感搭配对；然后利用启发式算法识别出情感搭配对的情感，

最后构造了一个情感搭配词典，在一定程度上解决了情感词的领域依赖问题。 

(2) 句子级情感分析 



大连理工大学硕士学位论文 

- 3 - 

句子级情感分析主要以句子为单位，研究其对应的情感类别，一般多为正向、负向

二元分类。句子级情感分析的研究相对成熟，主要使用的方法大体分为两种，一种是基

于语义的情感分析方法，另一种是基于统计的情感分析方法。 

基于语义的情感分析方法多借助于情感词典，找出出现在句子中的情感词，然后利

用其对应的极性或强度来分析句子整体的情感。Heerschop 等[6]首先利用修辞结构理论

RST 将句子划分为不同的文本元素块，并对其分配不同的权重来区分对文档整体的情感

的重要程度，最后通过加权求得句子的情感得分进行情感预测。同样，Taboada 等[7]基

于形容词、名词、动词等词语的特性，结合使用程度副词、否定词等上下文情感强度转

换信息，构建了稳定、可靠的词典；最后利用构建的词典来预测句子的情感。王志涛等
[8]首先以中文微博作为语料数据集，针对其特点，利用统计和 PMI 点互信息法挖掘新词，

并结合表情符号作为已有传统情感词典的补充；然后通过构建句型、句间以及词语多元

组等规则，结合构建的新词典进行情感分析，取得了不错的实验结果。总体基于语义的

情感分析方法相对简单，但是大多依赖于已有的情感词典等外部资源或人工制定的规

则，因此可扩展性不是特别理想。 

基于统计的情感分析方法通常借助于机器学习的一些算法，利用标注数据进行训练

得到一个模型，然后利用该模型对待预测文本进行情感分析。早在 2002 年，Pang 等[9]

利用 SVM、NB 以及 ME 对电影评论进行正、负二元情感分析，取得了不错的效果，为

后续的众多利用机器学习统计算法解决情感分析任务的研究奠定了基础。类似地，

Agarwal 等[10]利用机器学习算法(NB 和 ME)对构建的由词性标签、特殊的关键词、否定

词、表情符号以及正负向情感词的个数等组成的特征向量对推特进行情感分类，实验再

次证实机器学习算法在处理情感分析任务的鲁棒性及高效性。另外，伴随着深度学习的

研究热潮，对应的模型比如 CNN，RNN 等也被用于处理情感分析的问题。比如，Socher

等[11]利用递归神经网络对词向量和短语向量进行组合，将其作为分类器的特征进行情感

分析，最后在正负二元情感分析任务上准确率从 80%提高到 85.4%，实验证明了方法的

有效性。 

(3) 篇章级情感分析 

篇章级情感分析主要研究篇章级文本比如新闻、博客等的整体情感。主要的研究方

法同样有基于语义资源的情感分析方法。如 Whitelaw 等[12]首先分析了篇章级文本中出

现的评价短语词组的情感倾向性，半自动地构建了一个情感词典，然后将其作为特征用

来分析篇章的整体情感。而基于机器学习的统计分析方法则更为普遍。例如 Mullen 等[13]

利用支持向量机这一经典机器学习分类模型，同时融合情感词、短语等各种资源，构建

了篇章级情感分类模型。另外，Li 等[14]将篇章级文本划分为多个句子，并利用 ME 对每
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一个句子进行情感分析；然后将上一步的结果与句子的位置、句式等特征结合一并作为

整个篇章的特征；最后利用 SVM 对篇章预测最终的情感，结果比 baseline 提高了 2.5%。

李爱萍等[15]利用关联词来区分复杂句和简单句，并将复杂句分为转折、条件等八种句式；

针对复杂句提出了新的规则匹配算法，而针对简单句则利用经典的朴素贝叶斯进行情感

分析；最后通过为每个句子分配不同的权重，进行加权求和来分析篇章的情感，实验也

证明了提出方法的可行性。 

总之，近些年针对文本的情感倾向性的研究已吸引了国内外学者们的关注，并且已

取得了很多成果并逐渐成为一个成熟的研究方向。随着“互联网+”的到来，呈现出更

多具有时代特征的社交网络文本，那么如何更好的结合这些新特征进行情感分析的相关

研究很可能是未来的一个需求。 

1.2.2  微博情感分析 

作为情感分析任务之一，微博情感分析已经受到了许多的研究者的广泛关注，并进

行了深入的分析研究，而传统的情感分析方法也常常被用来分析微博的情感。其中一类

是基于词典的分析方法[16]。Kiritchenko 等[17]基于表情符号和包含情感的主题标签构建情

感词典，然后结合词典的相关特征，以及一些其他的特征训练情感分类系统，最后在

SenEval-2013 评测任务中取得第一名的成绩，证明了该方法的有效性。另外，Thelwall

等[18]将基于词典并结合语言信息和规则的分类算法 SentiStrength
[19]应用于社交网络文

本，其中包括 Twitter、YouTube 等数据，实验证明了 SentiStrength 算法在分析多种不同

的社交网络文本时的有效性和鲁棒性。另一类被广泛使用的方法则是基于统计机器学习

模型的分析方法。早在 2009 年，为了给用户在购买物品前提供产品的情感支持，或者

为企业模拟公众对他们的品牌的情感倾向，Go 等[20]使用机器学习算法朴素贝叶斯

（Naïve Bayes），支持向量机（SVM）和最大熵模型（Maximum Entropy）对 Twitter

语料进行分类，取得了 80%的准确率，说明在处理微博情感分析问题时机器学习模型的

适用性。同样，Liu 等[21]考虑到大量的标注数据不易获取，另外虽然利用推特中的表情

符号或者标签易获取类别标签，但也容易引入噪音标签，因此提出了一个 ESLAM 模型，

该模型首先基于已有的标注的数据训练得到一个概率模型，然后利用带噪音的表情符号

数据对该模型进行修饰，将这两种数据整合到同一个概率框架中，从而实现了对推特的

情感分析。 

另外，由于微博属于社交网络文本数据，除了文本内容，还包括丰富的非文本行为

关系数据，比如用户之间的关注关系，微博之间的转发、回复等行为关系数据。而以上

传统的分析方法主要是基于微博文本内容，并没有充分利用这些非文本行为关系数据。
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目前已有不少学者在这方面进行了相关研究。Hu 等[22]首先分析了社交网络中关系数据

是否对 Twitter 的情感分类有利，然后基于社交网络中的情感一致与情绪传染理论，抽

取了 Twitter 中的情感关系并对行为关系数据建模，最后利用这些行为关系数据来弥补

传统情感分析方法在处理不规则、噪音大的 Twitter 数据时的不足。Tan 等[23]基于具有

关注关系的两个用户很有可能持有相同观点的思想，提出将社交网络的行为关系数据应

用于用户级的情感分析任务中。最终实验表明利用社交关系数据比仅仅基于文本内容的

SVM 方法效果更好。以上研究中不仅利用了社交网络文本内容，同时也充分利用了社

交网络中的非文本行为关系数据，从不同的角度对短文本进行分析，并且都取得了不错

的效果。受此启发，本文在分析微博的情感时，利用微博的上下文关系构建了邻接关系

图，并有效地结合图排序模型，最终实现了对微博的情感分析。 

1.2.3  跨领域情感分析 

情感分析，目的在于探测一段文本的语义倾向属于正向或者负向等情感类别。在该

研究问题上，传统的机器学习算法已经表现出了有效性并具有很大的前景[24,25]。然而这

些研究都是基于一个假设，即训练集与测试集的数据具有相同的分布。然而，在如今信

息爆炸的时代，社交网络平台飞速发展，伴随而来的新兴领域不断涌现，而新领域的标

注数据很难快速获取，人工标注数据既费时又耗力，用已有的标注数据来预测新领域的

未标注数据进行情感分析成为一个迫切的需求，跨领域情感分析应运而生。 

但是，实际问题中，来自两个不同领域的数据很难符合同一分布，即使是在同一领

域，由于网络用语、新词的不断产生也会导致数据分布不断变化，数据时效性较强。比

如， “晦涩” 、“中肯”等词经常用来描述书，而且具有强烈的情感，但在针对酒店

的评论中几乎不会出现。再比如，现在的网络流行语“狗带”(go die 的谐音)，“DUANG”

(加特效，很好的意思)，这些网络流行语在以前的文本中是很难见到的，但如今它们已

经不容忽视。因此，解决由数据分布不一致带来的模型分类效果降低的问题，是跨领域

情感分析的一个核心任务。近年来，国内外学者在跨领域情感分析方面取得了众多研究

成果。使用的方法可以大致分为三类[26]：基于特征层次的分析方法、基于样本层面的分

析方法以及基于参数的分析方法。 

基于特征层次的分析方法中最具代表性的算法是 SCL（Structure Correspondence 

Learning），Blitzer 等[27]通过选取枢纽特征，利用枢纽特征词与两个领域的非枢纽特征

词的关系，将训练集与测试集中具有领域依赖性的非枢纽特征词对应起来，减小了源领

域和目标领域的数据分布差异，提出了经典的结构对应学习算法 SCL，该算法为跨领域

情感分析的相关研究奠定了必要的基础。同样基于特征层次的算法还有 SST(Sentiment 
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Sensitive Thesaurus)，Bollegala 等[28]利用源领域的标注数据以及源领域和目标领域中的

未标注数据构建情感敏感词库，然后利用词库与其他特征词之间的相关性，将文档特征

向量进行扩充，解决了跨领域情感分析中特征不匹配的问题，并通过实验证明了其提出

的方法的优势。 

基于样本层面的相关研究中，吴琼等[29]将图排序算法用于文本的跨领域情感分析

中，利用邻域的思想以及训练样本的准确标签和待分类样本的伪标签进行跨领域情感分

类。在此基础上，为进一步提高情感分类的准确率，将利用图排序算法得到的分类结果

中置信度较高的待分类样本作为“种子”样本加入到训练集中，最后通过半监督学习形

式结合 EM 算法得到最终结果，从而完成了跨领域情感分析任务。类似地，Tan 等[30]

首先利用源领域的训练集得到一个原始分类模型，直接对目标领域测试样本预测得到初

步结果，再根据置信度高低选取前 k 个样本，作为“种子”添加到源领域的训练集，以

此重新训练，如此进行多次迭代直到得到分类结束。实验证明了该方法较好地解决跨领

域情感分析准确率较低的问题。 

基于参数的分析方法主要通过寻找源领域以及目标领域之间的共性，得到两个领域

的共享参数或一些相似的信息知识来解决跨领域情感分析问题。Zhou 等[31]提出不同的

领域之间不仅存在领域特定性的主题，同时也存在公共的主题。通过在优化目标函数的

过程中自动地发现公共主题并基于这些主题进行跨领域情感分类，实验证明了方法的有

效性。Xia 等[32]通过研究分析发现，在不同的领域中，一般副词和形容词的差异性较小，

但名词则存在很大的差异。基于此发现，针对每种词性分别进行训练各得到对应的分类

器，然后赋予每一个分类器不同的权重进行集成，提出了 POS-based 的跨领域情感分析

方法。类似的工作还有 Li 等[33]将文本划分为 personal和 impersonal两个互补视图，利

用 personal视图的领域独立性以及 impersonal视图的领域依赖性，最后利用视图集成技

术对两个视图进行融合，赋予两个视图不同的权重，对跨领域文本进行有效地分类，取

得了不错的效果。受此启发，本文通过分析发现，情感关键句的领域依赖性较小，通过

抽取情感关键句将语料分为两个互补的视图，最后利用视图集成策略进行跨领域情感分

析，能较好地应对社交网络文本易出现的语料分布不平衡的现象。 

1.3  本文工作 

社交网络平台的流行，激发了人们在互联网上与人交流、发表言论的兴趣。越来越

多的人倾向于在网络平台上发表自己的观点，对热点事件的情感态度或者对产品的评

论、使用心得等等观点信息。对这些社交网络文本进行情感分析不仅有很重要的科学意
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义，而且拥有潜在的商业价值。本文的主要工作主要从两方面对社交网络文本进行情感

分析的研究，一方面结合微博的非文本行为关系数据，构造邻接关系图，利用图排序算

法迭代地对微博的情感标签进行更新，实现了对不规范的社交网络文本的情感分析；另

一方面针对社交网络文本中出现的语料分布不平衡现象，提出一种基于情感关键句抽取

的跨领域情感分析方法，在一定程度上解决了语料分布不平衡所带来的问题。 

微博作为一种典型的社交网络文本，除了最基本的文本数据之外，还有丰富的行为

关系数据，比如回复、转发关系等等。已有研究者通过相关的研究显示利用这些行为关

系数据在一定程度上可以提高情感分析的准确率[22]。受此启发，本文利用微博中的转发

关系，并抽取出同一用户发表的不同微博，构造待预测微博的邻接关系图，再结合图排

序算法对微博的情感进行迭代更新。图排序算法的主要思想是邻域思想：如果一条微博

与一些具有正向（负向或中性）的情感的微博相邻接，那么这条微博的情感倾向很有可

能也为正向（负向或者中性）。该方法在基于逻辑回归模型得到的初步分类结果的基础

上，利用微博的行为关系数据，结合图排序算法对结果进行迭代更新，不仅利用了文本

数据，也将社交网络文本的行为关系数据充分考虑进来，在一定程度上弥补了社交网络

文本的不规范的特点给情感分析带来的困难。 

另外，本文针对社交网络文本语料分布不平衡的特点，提出了一种基于情感关键句

抽取的跨领域情感分析方法。通过对人们语言习惯的分析，首先提出影响情感关键句的

三个主要因素，构造情感关键句抽取的启发式规则；进一步结合机器学习算法抽取社交

网络评论文本的情感关键句，然后由情感关键句构成 key视图，其他的句子构成 detail

视图。根据两视图的领域独立性的差异，赋予具有较高领域独立性的 key视图较大的权

重，而 detail视图由于领域依赖性更高被赋予较小的权重，最终利用视图集成策略进行

融合得到最终的分类器，这在一定程度上缩小了领域间的分布差异。最后实验结果显示

该方法在解决社交网络文本容易出现的语料分布不平衡的问题上的有效性。 

1.4  本文结构 

本文基于社交网络文本的情感分析进行相关探究，具体的内容从以下两方面开展：

如何更好地结合社交网络文本的特点进行情感分析以及如何解决社交网络文本中出现

的语料分布不平衡的问题。本文从四个章节来进行详细地阐述对应的解决方案，各个章

节的具体安排如下： 

第一章是绪论，主要围绕社交网络文本的情感分析这一主题，针对两个主要的问题

进行研究背景的阐述，以及对文本、微博以及跨领域的情感分析的研究现状进行描述。

另外，对本文的整体内容以及结构做了简要说明。 
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第二章是相关技术，主要针对本文在研究社交网络文本的情感时，对所用到的算法

或模型予以详细地介绍，具体包括 LR、SVM、RBM，最后对视图集成策略进行详细介

绍。 

第三章主要介绍基于图排序模型的微博情感分析方法。包括如何利用表情符号对训

练语料进行补充来解决语料分布不平衡的问题、如何构建微博的邻接关系图以及图排序

模型是如何用在微博的情感分析过程中的。 

第四章则针对在进行社交网络文本的情感分析中出现的语料分布不平衡的问题，详

细介绍了基于情感关键句抽取的跨领域情感分析方法。比如影响情感关键句的因素有哪

些、如何将不同的视图进行有效集成以及集成过程中参数的选择问题都将在本章中进行

详尽地阐述。 

最后对本文所有工作做出了总结，并且针对本文研究中出现的一些问题对下一步研

究方向给予了说明。 
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2  相关技术 

2.1  逻辑回归模型 

2.1.1  二项逻辑回归模型 

逻辑回归模型是一种典型的分类算法模型，一般由条件概率分布 P(Y|X)表示文本 X

属于类别 Y 的概率。最常用的为二项逻辑回归模型，此时类别 Y 一般利用 0 和 1 来表

示。每个类别对应的条件概率分布具体表示如下： 

 
exp( )

( 1| )
1 exp( )

w x b
P Y x

w x b

Ö +
= =

+ Ö +
 （2.1） 

 
1

( 0 | )
1 exp( )

P Y x
w x b

= =
+ Ö +

 （2.2） 

其中， nx RÍ 表示输入，即样本的特征向量， {0,1}YÍ 表示输出，即类别， nw RÍ 是

权重向量，b RÍ 表示偏置， w 和b 统称为模型的参数。 

有时为了简化公式和表示方便，习惯将样本的特征向量 x 和权重向量 w 扩充，即
(1) (2) ( ){ , ,... ,1}n Tx x x x= ， (1) (2) ( ){ , ,... , }n Tw w w w b= ，那么此时该模型的条件概率分布变为： 
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给定训练集 1 1 2 2{( , ),( , ),...( , )}m mT x y x y x y= ，利用 MLE(Maximum Likelihood Estimate) 

估计模型的参数，具体的似然函数如下： 

 
1
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一般习惯将连乘转化为累加，因此取对数操作得到： 

 
1

( ) [ log ( 1| ) (1 ) log(1 ( 1| ))]
m

i i i i

i

L w y P Y x y P Y x
=

= = + - - =ä  （2.6） 

最终，求模型参数的问题转化为以似然函数为目标函数的最优化问题，一般利用梯

度下降等参数优化方法求得模型的参数。假设模型最后的参数为 ŵ ，那么选择测试集中

的任意样本 x ，求得其属于某个类别的后验概率，取后验来进行预测。 
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2.1.2  多项逻辑回归模型 

当遇到多分类问题时，可以自然地将二项逻辑回归推广到多项逻辑回归模型。假设

类别 {1,2,... }Y KÍ ，则模型的条件概率分布变为： 

 1

1

exp( )
( | ) , 1, 2,..., 1

1 exp( )
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w x
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w x
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其中 1, n

kw x R+Í 。此时参数的估计方法与上文所述类似，不再赘述。 

2.2  受限玻尔兹曼机 

2.2.1  模型简介 

受限玻尔兹曼机(Restricted Boltzmann Machine, RBM)
[34]是 Smolensky 于 1986 年基

于玻尔兹曼机(Boltzmann Machine, BM)提出的一种可以用随机神经网络来解释的概率

图模型。受限玻尔兹曼机模型的网络结构如下图 2.1 所示： 

 

 

图 2.1  受限玻尔兹曼机网络结构图 

Fig. 2.1  The structure of RBM 

 

受限玻尔兹曼机的网络结构由两层组成，下层称作可视层，本质就是输入层；上面

一层为隐藏层，一般也称之为特征提取层。层与层之间是全连接，层内则无任何连接。

其中 Wm×n 是连接两层的权重矩阵，此外可视层的神经单元的偏置向量为 b={b1, b2,é, 
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bn}，隐藏层的神经元的偏置向量为 c={c1, c2,é, cm}，这些参数决定了该网络是怎样将输

入 n维的文本编码成为新的 m维的文本向量表示。这也是受限玻尔兹曼机的主要用途之

一，即利用该网络对数据样本进行编码，抽取文档的新的特征表示，然后利用机器学习

等算法进行分类或回归分析。 

众所周知，受限玻尔兹曼机是一个能量模型，而能量与概率紧密相连，受限玻尔兹

曼机网络就是通过最小化能量函数，实际上等价于进行样本的极大似然估计，来更新网

络的参数，最终达到优化目标函数，也就是最小化能量函数的目的。能量函数的具体公

式如下所示： 

 
1 1 1 1

( , )
n m m n

ij i j j j i i

i j j i

E v h w h v b v c h
= = = =

=- - -ää ä ä （2.9） 

其中，v 为可视层各个神经元的状态，h 为隐藏层各个神经元的状态， =(W,b,c)q 为

网络结构参数。从网络结构可知，已知可视层的各个神经元节点的状态，那么隐藏层的

各个神经元之间是独立的，且对应的条件概率分布用公式表示为如下： 

 
1

( 1| ) ( )
n

j i ji i

i

p h v sigmoid c w v
=

= = +ä  （2.10） 

 同理，已知隐藏层的各个神经元的状态，则可视层的各个神经元之间是独立的，且

对应的条件概率分布为： 

 
1

( 1| ) ( )
m

i i ji j

j

p v h sigmoid b w h
=

= = +ä  （2.11） 

其中，vi 和 hj 分别表示可见层的第 i 个神经元和隐藏层的第 j 个神经元的状态。假

设受限玻尔兹曼机网络的参数已经被优化得到最优解，那么，根据输入 vi 以及条件概率

分布的公式，隐藏层的各个神经元的状态通过采样很容易就可以获得，反之，如果已知

网络参数和隐藏层，那么可视层则很容易被重构。因此，如何优化目标函数来得到网络

参数是关键。 

2.2.2  对比散度算法 

受限玻尔兹曼机的网络参数同样是通过 MLE，利用梯度下降进行优化。但在计算

梯度的近似值时，可以利用经典的吉布斯采样得到。但是吉布斯采样的一个缺点是一般

需要进行足够多的采样步数才能得到服从网络定义的分布的近似值，往往这一过程是很

耗时的，使得整个网络的训练太耗时，尤其遇到样本特征维数很高的时候。 

然而，Hinton 于 2002 年提出了对比散度算法(Contrastive Divergence)
[35]，其可以快

速学习该网络参数。该算法在训练开始时，将可视层的输入设置为训练集中的一个样本，
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这样的设置使得一般只需要 1 步采样，就可以得到实际样本分布的近似值。与吉布斯采

样中的随机设置输入可视层的值的做法相比，效率大大提高。具体的更新过程如下： 

 

( )
( )

( )

,

,

.

ij i j i jdata recon

i i idata recon

j i idata recon

W v h v h

b v v

c h h

e

e

e

D = -

D = -

D = -

 （2.12） 

其中，e表示学习率，
recon
Ö 表示被重构后的分布。 

2.3  集成学习 

在解决一个实际问题时，当训练得到不止一个分类器的时候，那么就会产生如何将

这些分类器集成到一个最终的决策规则中的问题。因此，研究者提出了集成学习

(Ensemble Learning)的概念，主要用来研究利用一定的规则，将具有独立决策能力的多

个分类器联合起来，使得最终的分类器比基分类器具备更强的决策能力[36]。 

早在 1990 年，Hansen 等[37]将 Voting Rule 用在对神经网络实验的集成，发现得到的

最终效果甚至比其中最优的那个网络都好。这一结果使得研究学者开始重视集成学习。

经过这些年的不断发展，集成学习俨然成了机器学习领域一个热点的研究方向。集成学

习的集成规则多种多样，大致可以将这些规则分为两类 [38]：一类是固定规则(Fixed 

combining rules)，比如 Product Rule、Maximum Rule和 Sum Rule
[39]等等；另一类是训练

规则(Trained combining rules)，例如 Weighted Sum Rule
[40]和 Meta-learning

[41]等。本文分

别以 Product Rule和 Weighted Sum Rule为例对两种规则进行介绍。 

Product Rule是通过计算所有基分类器的后验概率的乘积，选择最大的乘积值对应

的类别来预测并作为样本的情感类别。 

 1
( | )

n

i f if
s p c x

=
=Ô  （2.13） 

 arg max i
i

y s=  （2.14） 

其中，n代表基分类器的数目，pf (ci | x)代表基分类器 f 将样本 x预测为类别 ci 的后

验概率，ci 则代表对应的待预测情感类别。 

Weighted Sum Rule是对 Sum Rule的改进，不是通过直接加和，而是给各个基分类

器分配不同的权重，代表着基分类器在决策过程中的重要程度，通过计算所有基分类器

的后验概率的加权和，利用加权和的值的大小来预测样本的标签。 
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n

i f f if
s w p c x

=
=ä  （2.15） 

 arg max i
i

y s=  （2.16） 

其中， wf 代表基分类器 f 的权重，其他字母同上解释。 

从公式中可以发现，Weighted Sum Rule可以通过权重来决定基分类器在最终的决策

中所起的作用。对具有不同决策能力的基分类器，有针对性地赋予有更好决策能力的基

分类器更大的权重，利用权重加以区分，可以使最终的分类器有更强大的决策能力。 

2.4  支持向量机 

支持向量机(Support Vector Machines, 简称 SVM)是一个最经典的二元机器学习分

类模型。最早由 Cortes 等[42]提出了 Linear SVM，目的在于寻找一个间隔最大的分离超

平面，不单要把两个类别准确无误地区分，同时还需以最大的间隔进行区分。这也是支

持向量机不同于感知机的最本质的特点。支持向量机的学习方法大体归为三种：线性可

分支持向量机，线性支持向量机以及非线性支持向量机。 

当数据是线性可分时，那么一定存在一个分离超平面，以最大间隔将数据分开，此

时的学习方法就是线性可分支持向量机；表述为如下的带约束的最优化问题： 

 

2

,

1
min || ||

2

. . ( ) 1 0, 1, 2,...,

w b

i i

w

s t y w x b i NÖ + - ² =
            （2.17） 

其中，w 代表分离超平面的法向量，b 则代表其分割截距；利用学习的对偶算法，

再结合拉格朗日乘子法，得到最终的约束最优化问题，表示如下： 
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最终，求得最优解 ( )* * * *

1 2, ,..., Na a a a= ，则分类决策函数
* *

1

1

( )
N

i i

i

f x sign y x x ba
=

å õ
= Ö +æ ö

ç ÷
ä 。 

当数据线性不可分时，也就是说大部分的样本都可以准确无误地被分类，却总存在

少量的样本无法将其正确分类，也称之为特异点，此时对每一个样本都引入一个松弛变

量，具体的约束最优化函数如下所示： 
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其中，C 是针对松弛变量而引入的惩罚因子。 

当数据属于非线性可分时，引入了核技巧，通过核函数隐式地将样本从原始空间映

射到未知的特征空间之中，使得样本在未知的新特征空间中是线性可分的，最后通过线

性支持向量机的方式进行学习模型。在此过程中并不需要知道具体是如何映射的，只需

要定义如何计算映射后样本之间的特征向量的内积即可，因此映射实际上是隐式的，此

时的学习算法被称为非线性支持向量机。具体的约束最优化函数如下所示： 
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 （2.20） 

其中， ( )i jK x xÖ 是正定核函数，C 同样是惩罚因子。 

支持向量机作为机器学习算法中的典型模型，其具有的较强的泛化能力，准确率高

以及解决高维样本等复杂问题的能力，使得支持向量机已经被广泛应用于各种任务中，

并且已经衍生出针对具体任务的不同版本，比如 C-SVM
[43]等等。本文使用的则是台湾

大学开发的 Lib-SVM
[44]作为分类工具，核函数选择线性核函数，其他参数设置为默认值。 

2.5  本章小结 

本章内容详细介绍了整篇文章相关的研究中使用的具体的算法模型，主要包括 LR、

RBM、集成学习以及 SVM。为下文的模型分析提供必要的基础。 
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3  基于图排序模型的微博情感分析 

3.1  问题引出 

近几年，飞速变革的互联网带来的变化逐渐渗透在世界的每一个角落，微博、微信

等新型社交网络平台的出现，使人们从单纯的信息接受者转变为信息的制造者。而微博，

作为目前国内主要的在线社交平台之一，给用户提供了便捷的沟通方式与丰富的信息资

讯，而且越来越多的人喜欢在微博上发表自己的观点、与朋友互动交流等，因此这样的

社交网络平台上每时每刻都在产生着蕴含丰富信息的资源。分析这些社交网络文本的情

感，不仅可以了解用户的情感倾向，还有助于分析大众的观点趋势，对个性化推荐、舆

情分析等研究提供了必要的基础。 

然而，具有口语化、时效性强等显著特征的微博等社交网络文本，给情感分析研究

带来了全新的挑战；同时，微博不仅仅具有最基本的文本数据之外，同时拥有大量的行

为关系数据，例如回复、转发关系等。因此为更好地研究微博的情感，本文提出了一种

基于图排序模型的微博情感分析方法。首先利用布尔模型表示文本向量，并用 LR 对其

分类以获得伪标签；然后利用上下文关系构建微博邻接关系图，并基于 RBM 抽取文本

的新特征表示；最后，基于图排序模型分析微博的情感。根据实验结果发现，该模型方

法能有效地分析微博的情感。 

3.2  算法设计 

3.2.1  基于表情符号的语料标注方法 

众所周知，丰富的表情符号资源是微博等社交网络平台的显著特点之一。特别是在

年轻人中，表情符号更加受欢迎。主要原因可能在于：表情符号形象生动，具有明显的

情感倾向，可以提供一个直接的方式表达出用语言难以准确表达的情绪状态。已有研究

表明，表情符号可以传递强烈的观点态度，表达用户真实的情绪状态[45]。如果能够有效

利用表情符号对微博进行情感类别的标注，那么不仅可以大幅降低语料标注的时间、人

工成本，而且足够的训练集可以增加模型的泛化能力。目前，已有研究者利用表情符号

通过制定一定的规则等方式来标注微博的情感，以此获取训练集[46]。受此启发，为了进

一步扩大训练集，本文提出了一种基于表情符号的无监督语料标注方法。 

由于新浪微博平台提供的表情符号众多，有些有明显的情感，但是有些对应的情感

则不是很明显甚至存在歧义。因此，针对以上问题，本文首先统计了出现在语料中的所
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有表情符号，人工选择 170 个带有明显情感倾向的表情符号。其中 100 个表示正向，63

个表示负向，7 个表示代表中性，表 1 给出了每种类别具有代表性的表情符号。 

 

表 3.1  每种情感类别的典型表情符号举例 

Tab. 3.1  The typical emoticons in each sentiment class 

情感倾向 典型的表情符号 

正向 
  

 

负向 
 

 

中性  

 

具体的标注规则定义如下： 

假如某条微博中仅含有一个表情符号，则直接利用此表情符号代表的情感来决定该

条微博的情感；但是假如某条微博中有多个表情符号，本文利用以下规则确定微博情感

类别： 

(1) 如果多个表情符号的情感是一致的，则由它们共同的情感作为该条微博最终的

情感类别； 

(2) 如果多个表情符号的情感是不同的，则由投票表决的方式来决定该条微博的情

感类别。具体做法为：赋予正向情感的表情符号+1 权重，赋予负向情感的表情

符号-2 的权重，中性观点的表情符号权重为 0。 

这样，通过加权求和的方式，如果最终的得分大于 0，则标注为正向情感；得分小

于 0，标注为负向情感；等于 0 则标注为中性情感。通过此规则，获取了额外的带标签

的标注数据，以此对训练集进行了自动扩充。 

3.2.2  基于上下文关系构建邻接关系图 

正如前文分析，微博等社交网络文本不同于传统文本，具有随意、稀疏、省略主题

等特点。在很多场景下，仅仅基于文本内容分析微博的情感并不能得到理想的效果。然

而，作为社交网络文本的代表，微博除了基本的文本数据之外，还有丰富的行为关系数

据，因此在本小节中，将具体描述如何基于微博的行为关系数据来构建邻接关系图的详

细过程。其中，主要基于两种关系作为微博的上下文关系，以此来构建微博邻接关系图。 

(1) 转发关系 
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转发在微博等社交网络平台中是一种很常见的行为，相较于回复、评论等行为，转

发行为更能体现用户对原始微博的情感观点的认同态度。即使不赞同原始微博的观点或

者情感倾向，依然可以对原始微博进行评论，发表自己的观点进行互相的交流，但是这

种情况下很少转发。因此，基于转发关系而联系起来的不同微博的情感更有可能是一致

的，这在 Jiang 等[47]的研究中已经有所体现。 

(2) 同一用户发布的微博 

已有学者研究发现，在社交网络中存在情感一致理论[48]。情感一致理论揭示了这样

一种现象：比起随机选择的两条微博，同一用户发表的两条不同微博的情感更有可能是

一致的。尽管同一用户针对不同的事件或话题所持有的态度很有可能是不同的，但是对

于同一个事件的态度或者情感基本是保持不变的。因此，同一用户针对同一个事件或话

题发表的不同微博所表达的情感基本是一致的。 

基于以上两种关系，构建微博的邻接关系图，具体表示如下图所示。 

 

 

图 3.1  微博邻接关系图 

Fig. 3.1  A adjacency relationship graph of a microblog 

 

图中，笑脸图案代表同一个人关于一个事件或者话题发布的不同的微博，其中粗线

条的笑脸表示待预测情感的微博，称之为“中心微博”；其他细线条的笑脸代表同一用

户针对同一事件或话题发表的其他微博；云图代表与虚线连接的原始微博互为转发关系

的微博；wi 表示由实线或者虚线连接的两条微博之间的相似度，即称之为“权重”。实

线连接的是同一用户关于同一话题发表的不同微博，而虚线连接的则是转发微博与原始

微博。整个邻接关系图中，除了“中心微博”，其他都被统称为“邻居微博”。 

构建好微博的邻接关系图，利用“邻居微博”的准确情感标签或者伪标签，对“中

心微博”的情感进行分析。具体采用如下公式进行更新计算。 

 ( | , ) ( )
i i

i i

m l

p c m G I y c w= =äÔ  （3.1） 

 arg max ( | , )m
c

y p c m G=  （3.2） 
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其中，m表示“中心微博”，即待预测情感的微博；ym表示为 m预测的情感倾向；

G表示 m的邻接关系图；mi 代表图 G中除微博 m以外的其他所有微博，即“邻居微博”；

l i 代表从微博 mi 到微博 m 的路径；I(*)是指示函数，当且仅当括号内的条件成立时值为

1，否则为 0。 

3.2.3  基于 RBM 抽取特征表示的方法 

由 3.2.2 小节可以发现，要想计算微博的情感，必须先计算“中心微博”与对应的

“邻居微博”之间的相似度，即权重。本章节中，微博文本向量的表示方法采用的是布

尔模型，即假如某个特征词在文档中出现，那么在对应的维度上特征权重为 1，否则为

0。由于受字数等因素的影响，微博等社交网络文本的简短、稀疏等特点，使得两个明

明互为上下文关系的微博文本却没有公共的特征，从而使得两微博的相似度值为 0。这

样的场景下，即使想通过构建邻接关系图来充分利用其“邻居微博”关系，但由于计算

得到两者之间的相似度为 0 使得这种上下文关系没有得到充分利用。例如：原始微博“这

个人的演技太烂了。”，转发微博为“同感！”，这两条微博虽然没有公共的特征，但

两者具有上下文关系，而且很明显两者的情感是一致的。如果两者的相似度不为 0，那

么彼此在更新迭代的过程中会相互影响对方。因此，在计算相似度时不能因为二者表面

没有公共的特征而将两者的相似度权重设为 0。为解决此问题，本文基于 RBM，来抽取

微博新特征向量表示。 

特征工程一直是处理数据挖掘的核心问题[49]。之前很多研究都是基于文本内容人工

构造一些浅层特征，利用这些浅层特征来表示文本，这种做法的一个缺点在于文本深层

的特征或者模式不能被很好的利用。近几年，随着深度学习逐渐在文本挖掘方面的广泛

应用，其在表示文本深层次的特征方面已经表现出了足够的优势，成为研究者们关注的

焦点。在本文，利用受限玻尔兹曼机对微博抽取深层次的新特征，来更好地表示微博文

本向量，以此来计算微博之间的相似度。 

根据 2.3 小节的介绍，利用对比散度算法对网络的目标函数进行优化，获得 RBM

的网络参数，那么对于每一个可视层的输入向量，都可以计算得到隐藏层的每一个神经

元的激活概率，将激活概率作为新抽取的特征的权重，即得到了每一个输入文本向量的

新特征表示。这样在一定程度上解决了前文提到的“布尔模型表示的微博向量由于没有

公共特征而导致明明互为上下文关系的两条微博的相似度为 0”的问题，同时利用 RBM

抽取的特征来表示微博在一定程度上更能表达微博的内在结构特点。 

最后，基于新的微博文本向量，即可根据以下公式计算对应的余弦相似度。如果两

个微博文本向量为 d1、d2，则相似度计算公式如下： 
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d d
d d

Ö
=  （3.3） 

其中，·表示两个向量的内积运算，| |表示向量的模。如此通过计算相似度，得到

邻接关系图中边的权重。 

3.2.4  基于图排序模型的情感分析方法 

图排序模型的主要算法思想为邻域思想：如果一条微博与一些具有正向（负向或中

性）情感的微博相似，那么这条微博的情感倾向很有可能也为正向（负向或中性）情感。

在 3.2.1、3.2.2 以及 3.2.3 小节的基础上，基于图排序模型的情感分析方法的主要流程如

下表所示： 

 

表 3.2  基于图排序模型的情感分析算法流程 

Tab. 3.2  The procedure of sentiment analysis based on graph ranking 

输入：所有语料数据 

输出：测试集中所有微博的情感 

算法流程：对每一个话题，循环如下步骤： 

1. 对数据进行预处理； 

2. 基于表情符号标注的部分微博加入训练集； 

3. 人工标注 fold0 数据加入到训练集； 

4. 利用 LR 训练模型分类器 f； 

5. 利用 f对测试集未被标注情感标签的微博分类得到伪标签； 

6. 基于定义的上下文关系构建微博邻接关系图 G； 

7. 利用 RBM 抽取微博的新特征得到新的特征向量表示； 

8. 基于 G，利用公式迭代更新微博情感倾向直至收敛。 

 

这样，依据这个算法流程，对微博进行情感分析，在利用逻辑回归获得微博的伪标

签的基础上，基于图排序模型，迭代地更新微博的情感标签直到迭代停止，获得最终的

情感标签。 

3.3  实验结果及分析 

3.3.1  数据集与预处理 

本节所用数据语料来自 COAE2015 中文评测任务 2.1 发布的数据，总共约 15000 条

微博，每条微博包括用户名、所属话题号、文档号、线程号、父节点号、孩子节点号、
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微博内容以及对应的标签，其中训练集有对应的情感标签，但是测试集没有对应的情感

标签，数据的预处理过程如下表所示： 

 

表 3.3  数据预处理流程 

Tab. 3.3  The procedure of data pre-processing 

输入：所有语料数据 

输出：预处理结果 

算法流程： 

对每一条微博，循环如下步骤： 

1. 对数据进行转码； 

2. 利用分词工具 NLPIR(http://ictclas.nlpir.org/)对微博文本进行

中文分词； 

3. 利用布尔模型表示微博文本向量； 

 

预处理流程说明：由于微博语言的自由随意，使得在普通文本中没有实际意义的词

有可能在微博中却表达出某种强烈的情感，因此，不进行停用词的过滤工作。 

3.3.2  实验设置 

为了与逻辑回归算法在处理微博等社交网络文本的效果形成对比，本文另设置了一

组利用 SVM 作为分类器算法的对比实验—SVM，权重计算方法采用 TF-IDF，并采用信

息增益进行特征选择。另外，使用台湾大学开发的 Lib-SVM
[44]作为分类工具，核函数使

用线性核函数，其他参数设置为默认值。另外，为了验证使用表情符号标注训练集是否

能提高模型效果，还设置了一组加入表情符号标注的微博作为训练集，利用逻辑回归作

为分类器的对比实验—LR+。 

3.3.3  实验结果分析 

 

表 3.4  各个方法在数据集上的结果比较 

Tab. 3.4  The result comparison of different methods 

model totalA totalF1 posP neuP NegP posR neuR negR posF1 neuF1 negF1 

proposed 0.66 0.656 0.688 0.642 0.645 0.711 0.645 0.609 0.699 0.643 0.627 

LR+ 0.576 0.567 0.56 0.639 0.535 0.739 0.465 0.517 0.637 0.538 0.526 

SVM 0.42 0.283 0.381 0.837 0.524 0.97 0.179 0.003 0.548 0.295 0.007 

Max 0.66 0.656 0.688 0.837 0.645 0.97 0.686 0.609 0.699 0.643 0.627 

Median 0.544 0. 515 0.554 0.579 0.536 0.649 0.574 0.345 0.574 0.552 0.403 
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图 3.2  各方法的精确度和 F值比较 

Fig. 3.2  Proposed method vs. others 

 

其中，proposed 表示本节提出的算法；totalA 代表 total accuracy；posP 代表 postive 

precision；posR 代表 postive recall；相似地，neuP 代表 neural precision；negP 代表 negative 

precision；其他以此类推。 

从上表中可以看出，与其他提交的模型效果相比，本节提出的方法无论是在整体的

准确率，还是整体的 F 值，都是最高的，说明本文提出的方法在微博情感分析任务上是

有效的。另外，对于每一种类别的情感，本文提出的方法无论是在精确率、召回率还是

F 值上都相对更平衡更稳定，说明了本文提出的算法有较强的鲁棒性。分析其可能的原

因，主要有以下几点： 

首先，本文利用表情符号进行了无监督的语料标注，更多的相对准确的训练集使得

分类器在训练时可以学习到更多的知识，得到的分类器具有更好的预测能力以及泛化能

力，这为后续的基于图排序模型来迭代地更新微博的情感倾向打下坚实的基础；同时也

表明了本章提出的基于表情符号的无监督语料标注方法用在微博情感分析问题上，具有

一定的可行性。 

其次，本文构建了微博的邻接关系图，通过利用与“邻居微博”的关系，利用其对

应的伪标签来进行迭代更新。在分析微博的情感时，不仅仅利用了微博文本，同时也利

用了社交网络文本中的行为关系数据，从实验结果看，这样的行为关系数据对分析微博

等社交网络文本的情感起到很重要的作用。 

另外，本文在计算微博之间的相似度时，并非直接利用布尔模型表征的向量进行计

算，而是利用了 RBM 进一步抽取微博的新特征表示，对微博文本进行二次表达，不仅
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解决了具有上下文关系的微博之间相似度可能为 0 的问题，同时在计算相似度时提供足

够的特征，计算得到的相似度权重值更准确，对后续的基于图排序的情感分析方法提供

更精确的参数。 

对于 LR+算法，通过图表发现，虽然与最好的模型效果相比有一定的差距，但是与

提交的所有模型的平均值 Median 相比，整体的准确率高出 3.2%，F 值比平均值高出约

5.2%，说明该算法在分析微博情感时有一定的优势。究其原因，一方面可能是因为逻辑

回归在处理更具稀疏性的社交网络文本时的有效性；另一方面也说明了向训练集中加入

一部分利用微博中的表情符号标注的数据，更多的标注数据使得在训练分类器时，能学

习到更多的对分类有用的知识，得到的模型也会具有更好的预测能力以及模型泛化能

力，同时也再次验证了基于表情符号来标注微博情感的可行性。 

通过上表发现，作为机器学习经典的分类算法的 SVM 模型，在此数据集上的效果

并不理想，整体的 F 值以及 Accuracy 还未达到平均值的水平，表现出来的效果整体偏

低。分析其中可能的原因，可能一点是由于微博等社交网络文本比较稀疏，SVM 在处

理稀疏的数据时并不能表现出来足够的优势；另外一点可能是由于在进行特征选择的过

程中，可能会忽略掉一些具有强烈情感倾向且对分类有足够信息量的一些词。这也说明

了针对微博等社交网络文本的情感分析任务时，根据语料的特点有针对性地做一些分析

及调整，比如特征选择并不是在任何时候都可以提升模型的效果，而相反保留其完整的

特征可能对任务更加有力。 

综上可知，对于微博等社交网络文本，在进行情感分析时，除了充分利用文本信息

之外，挖掘其特有的行为关系数据在分析情感时所起的作用，在一定程度上可以弥补传

统的情感分析方法在处理微博等社交网络文本等数据上的不足。 

3.4  本章小结 

由于微博等社交网络文本的口语化、稀疏等特点，传统的情感分析方法在分析微博

等社交网络文本时的效果往往并不理想。针对此问题，本节提出了一种基于图排序模型

的微博情感分析方法。该方法不仅利用了微博的文本数据，同时还充分利用了微博等社

交网络文本所具有的转发等行为关系数据来进行微博的情感分析工作。 

首先由于给定的训练数据太少，同时也为了减少人工标注数据的代价，利用微博中

含有的丰富的表情符号资源标注了部分微博数据加入到训练集中来训练模型；然后利用

逻辑回归算法训练得到分类器，然后对测试数据情感分析，得到对应的伪标签；最后利

用微博的上下文关系构建微博的邻接关系图，基于图排序的思想对得到的微博的伪标签
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进行不断迭代更新，得到最终的情感倾向。实验结果显示，本节提出的方法能有效地分

析微博等社交网络文本的情感。 

然而根据前文分析容易看出，像微博等社交网络文本，其数据量大、时效性强，而

且不断涌现出新的领域，有些领域的训练数据难以获取，而有些领域的数据分布由于网

络用语的不断变化而发生变化，而即使是同一领域的数据也常会出现数据分布不一致的

现象。因此针对社交网络文本情感分析中经常出现的语料分布不平衡的问题，下一章节

利用跨领域情感分析的方法进行了进一步的研究。 
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4  基于情感关键句抽取的跨领域情感分析 

4.1  问题引出 

互联网的蓬勃发展以及社交网络平台的崛起，越来越多的人选择在网络上发表自己

的情感态度或者观点等。随之而来地在社交网络平台上涌现出了大量的具有潜在价值的

文本数据，挖掘这些社交网络文本所具有的情感或者潜在的观点，具有很重要的商业价

值与科学意义。因此，情感分析已经成为近几年海内外学者们的一个热点研究方向。情

感分析旨在判断一个文本的语义倾向属于哪一个情感类别，一般比如正向或者负向（正

向、负向以及中性）。传统的机器学习算法已经被广泛应用于情感分析任务并且取得了

众多的研究成果[22,23]。然而，这些研究都是基于一个最基本的条件假设，即训练集和测

试集的数据分布是一致的。但是，在如今信息化加速的时代，新兴领域不断涌现，新领

域的标注数据有时很难快速获取，而且即使是同一个领域，信息的变化很容易造成原有

的标注数据与新产生的数据在分布上也会存在差异。因此，如何解决由于数据分布不一

致带来的情感分析效果降低的问题，是分析社交网络文本情感的一个关键问题。 

本章节选择产品评论为社交网络文本的代表，通过分析人们的语言习惯，提出一种

基于情感关键句抽取的跨领域情感分析方法，以解决数据分布不一致所带来的一系列问

题。首先，构建抽取情感关键句的规则，并与机器学习算法相结合抽取产品评论的情感

关键句，将语料划分为 key和 detail视图。然后，利用视图集成策略进行视图融合分析，

实现跨领域情感分析。最后通过与其他的解决相同问题的方法进行比较，结果证实了该

方法的有效性。 

4.2  算法设计 

4.2.1  相关概念介绍 

为后文叙述方便以及易于理解，本小节对后续算法中涉及的相关概念进行介绍。 

领域独立性词：如果在两个不同的领域中都多次出现某些词，并且这些词在这两个

不同的领域中的情感是一致的，那么我们称这种词具有领域独立性。比如：“值得”、

“郁闷”等等。 

领域特定性词：如果在一个领域中经常出现某一个词，但是这个词在另外一个领域

中很少甚至不出现，或者某一个词在两个不同的领域中的情感不同，那么我们称这种词

具有领域特定性。例如：“晦涩”、“中肯”等。 
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情感贡献度：一篇文档的情感是由文档中的每个子句的情感相互作用产生的。但是

不同的子句对于文档的整体情感所起作用的程度是不同的，即这里的作用程度即为该子

句的情感贡献度。本文基于下文介绍的算法衡量每个子句的情感贡献度。 

情感关键句：情感关键句简称关键句，主要是指对所在文档的情感倾向贡献度较大，

可以基本代表文档所表达的整体情感倾向的句子。其特点主要为无情感歧义，简洁明了

且有判别性。 

细节描述句：细节描述句简称细节句，主要是指对所在文档的情感倾向性贡献度较

小，多为事件经过、物品属性等的详细细节描述。其特点主要为情感表达复杂多样，易

出现情感歧义，判别性较差。 

4.2.2  情感关键句抽取算法 

情感分析，作为文本分类的一种特殊任务，近几年受到了众多学者的广泛关注与研

究。然而由于人们表达的自由、随意性，旨在判别文本情感倾向的情感分析却比普通的

文本分类任务复杂的多。究其原因，最主要的原因是大部分的文本中所表达的情感多样

化，文本中的不同子句所表达的情感不同，而这无疑增加了判断文本整体情感的难度。

以当当网的书籍评论为例，如下表所示。 

 

表 4.1  包含混合情感的书籍评论 

Tab. 4.1  Book reviews with mixture sentiments 

文档情感 子句内容 子句情感 

 

 

 

正向 

<s1>故事里，孙波，小浪，画家，每个人都辛苦的活着，

就像我们这个社会，好多人苟延残喘，总有些无奈。</s1> 

负向 

<s2>小浪的死，画家杀了妻子，孙波最后疯掉，每个人仿

佛都在逃避苦难，每个人有都好像得到解脱，殊不知，身

边的人更加受伤。</s2> 

负向 

<s3>故事一直以不同身份的人在讲述，送每个人的角度出

发，却都有着悲伤的口吻，也许你看过这本书会觉得很压

抑，但是这就是生活。</s3> 

负向 

<s4>每个人欣赏角度不同，总之我很喜欢这本书！</s4> 正向 

 

这段有关书籍的评论中，除了最后一句话，很明显其他句子都是负向情感，从词语

“无奈”、“逃避”、“压抑”等可以看出。但是最后一句话却用正向的情感总结了作

者喜欢这本书，而且与前面三个子句相比，这句话长度较短、情感单一、使用了总结性
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的词语“总之”，且位于文档的结尾部分，对整个评论的整体情感起着决定性的作用，

即其情感贡献度明显比其他子句的大。因此，文档整体为正向情感。但是，如果把整个

文档中所有子句等情感贡献度来对待，那么文本中大量的负向词语有可能很容易使得分

类器判别整个文档的情感为负向，从而导致误分类的发生。 

为了解决这一问题，有学者研究发现，在判断文档的情感时，不同的子句具有不同

的情感贡献度[50]。虽然不同的子句表达的情感有可能不同，但是找出那些对文本的整体

情感有更大的情感贡献度的子句，把它们作为情感关键句，其他情感贡献度较小的子句

作为细节描述句，利用情感贡献度的大小将不同的子句区分开来，对判断文本的整体情

感有很大的帮助，同时也会降低跨领域情感分析的复杂性。受此启发，本文提出一种启

发式规则与机器学习算法相结合的两阶段情感关键句抽取算法。第一阶段：利用启发式

规则构建 key view和 detail view的初始训练集；第二阶段：利用第一阶段构建的初始训

练集，基于机器学习算法对余下文档抽取对应的情感关键句。 

首先，第一个阶段的启发式规则主要考虑影响文档中子句情感贡献度大小的三个因

素：情感纯净度、关键词特性以及位置特性。 

(1) 情感纯净度 

情感关键句表达的是文档的整体情感，蕴含的情感相对单一。因此，定义情感纯净

度作为子句情感单一程度的度量。情感纯净度越高，子句的情感单一程度越高，其情感

贡献度越大，作为情感关键句的可能性越大。情感纯净度得分函数具体如下公式所示： 

 

( )

| |
( )

w si

i

polarity w

s

isentiPurity s e

Íä

=  （4.1） 

其中，|si|是子句 si 的单词个数；polarity(w)表示的含义如下：如果 w在情感词典中，

w 的情感为正向，则 polarity(w)=1；如果情感为负向，则 polarity(w)=-1；否则，

polarity(w)=0。 

本文利用大连理工大学发布的情感词汇本体库[51]作为识别一个词是否是情感词的

根据。从上面的公式中可以发现，情感纯净度与子句的长度成反比，说明越简短明了的

子句越有可能是情感关键句；另外，子句的情感表达越单一，则说明|∑polarity(w)| 的

值相对越大，得分越高，说明情感单一的子句是情感关键句的可能性越高，这与人们的

表达习惯基本一致。因为，从人们的表达习惯看，一般在描述细节时的情感相对复杂，

而在总结性的表述时的情感基调相对单一，简洁明了地将观点、所持的情感态度表达出

来。 

(2) 关键词特性 
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受人们语言习惯的启发，情感关键句作为奠定文档整体情感基调的子句，大多使用

具有概括性的词语，例如“总而言之”、“总体”等关键性的词。因此，概括性的词也

是抽取情感关键句的一个核心因素。本文用到的关键词主要是通过对语料中的第一句话

以及最后一句话进行统计词频分析，选取前 15 个作为关键词集。具体的关键词特性得

分函数定义如下公式所示： 

 ( ) ( )
i

i Kw s
keyWordNum s I w

Í
=ä  （4.2） 

其中，K 是关键词集，K={总体、不错、好、喜欢、推荐、值得、整体、总的、总

结、总的来说、失望、垃圾、总而言之、因此、所以}；IK(w)为指示函数，当 w∈K 时，

函数值为 1，否则值为 0。 

(3) 位置特性 

通过观察发现，人们在表达时往往选择在开头直抒情感，定下整篇文档的情感基调，

而在结尾时，多则进行总结性的评述。因此，开头的子句或者结尾的子句都对整个文档

的情感有着举足轻重的作用。于是，子句的位置特性也是影响情感关键句的一个不容忽

视的关键因素。为保证开头和结尾的子句具有较高的得分，具体的位置特性得分函数如

下公式所示： 

 
2( ) 100iposition s i n i= - ³ + （4.3） 

其中，n代表文档中的子句的个数；i 表示子句 si 为文档中的第 i 个子句，i∈[1, n]；

另外，常量 100 是为了保证每一个子句的位置得分都为一个正数。而且从公式可以看出，

位置得分函数本质上是一个开口向上，对称轴在文档正中心的子句处的抛物线，这就保

证了位于开头以及结尾的子句具有较大的位置优势，对应的位置得分相对较高。而相反

地，位于文档中间的子句的位置得分则相对较低，这一特点也与人们的语言习惯相吻合。 

最后，将上述三个影响情感关键句的因素进行归一化，然后求其加权和，得到每一

个子句的情感贡献度得分。具体如下公式： 

 
1 2

3

( ) ( ) ( )

                                       ( )

i i i

i

sentiContribution s w sentiPurity s w keyWordNum s

w postion s

= Ö + Ö

+ Ö  （4.4） 

其中，w1、w2和w3是对应三个因素的权重，而对应的大小则利用层次分析法(Analytic 

Hierarchy Process)
[52]计算得到。主要过程如下：首先利用标度法构造判别矩阵，对应如

下表所示；然后，计算构造的判别矩阵的特征向量；最后，将求得的特征向量进行归一

化，即可得 w1、w2和 w3的值。 
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表 4.2  判别矩阵 

Tab. 4.2  The judgment matrix 

因素 情感纯净度 关键词特性 位置特性 

情感纯净度 1 1/3 1/2 

关键词特征 

位置特性 

3 1 2 

2 1/2 1 

 

最后，设定阈值
1d和 2d，当

1( )isentiContribution s d> 时，将 si 作为情感关键句划分到 key 

view中；当
2( )isentiContribution s d< 时，将 si 作为细节描述句划分到 detail view中。这样，

即构建了 key view以及 detail view的初始训练集。 

第二个阶段，利用第一个阶段得到的两个视图的初始训练集，key view中的子句作

为正例，detail view中的子句作为负例，训练模型并预测剩余未抽取出情感关键句的文

档中的子句的视图标签。每一次迭代都挑选每一个视图中对应置信度相对较高的子句加

入到对应的视图子句集中，然后再训练新的模型，对仍未抽取出情感关键句的文档中的

子句继续进行预测，直至所有文档的情感关键句都抽取完毕，迭代停止。具体的算法流

程如下表所示。 

 

表 4.3  情感关键句抽取流程 

Tab. 4.3  The procedure of sentiment key sentence extraction 

输入：某一个领域中的数据集 

输出：关键句视图(key view)和细节句视图(detail view) 

算法流程： 

1. 将每篇文档进行子句切分； 

2. 利用分词工具 NLPIR(http://ictclas.nlpir.org/)进行中文分词； 

3. 利用启发式规则抽取 key/detail view 初始训练集； 

4. 将 key view 的句子集作为正例，detail view 的句子集作为负例，训练分类器 f； 

5. 利用 f预测未抽取出关键句的文档，并将置信度大的子句添加到对应的视图中； 

6. 重复步骤 4和 5，直到所有的文档都抽取出情感关键句为止； 

7. 将抽取出的所有文档的情感关键句集合作为 key view，其他子句集合为 detail view； 
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4.2.3  视图集成 

集成分类器是指将相互之间具有独立决策能力的基分类器按照一定的规则进行集

成从而形成一个具有较强决策能力的分类器。在对每一个文档抽取其对应的情感关键句

之后，自然地将数据集划分成两个独立且互补的视图，即 key view和 detail view。然后

在两个视图上训练模型，得到两个不同的基分类器 fkey和 fdetail，这两个分类器分别是基

于情感关键句集合以及剩余的其他子句的集合的语料训练得到的，那么在互补的语料上

训练的模型自然具有较强的独立性，利用视图集成策略将两个具有独立决策能力的基分

类器进行有效集成，可以学习到单个基分类器无法学习到的知识，得到具有更强决策能

力的分类器。 

而在本章中，分别使用固定规则的集成策略 product rule，以及可训练规则的集成策

略 weighted sum rule。对应的介绍参考第二章内容。 

4.3  实验结果及分析 

4.3.1  数据集与预处理 

本文所使用的数据集为谭松波发布的中文情感挖掘语料[53]。包括三个领域的网络评

论数据，分别是：来自当当网的书籍的评论、来自携程网的酒店的评论以及来自京东的

电脑的评论数据。其中每一个领域有正向、负向评论各 2000 条，语料的详细规模及相

关的信息具体见下表。 

 

表 4.4  数据规模 

Tab. 4.4  Scale of the datasets 

领域 正向 负向 
评论平 

均长度 

平均 

子句数 
特征数 

书籍 2000 2000 73 3.7 17517 

酒店 2000 2000 72 4.4 13835 

电脑 2000 2000 30 2.3 6565 

 

数据的预处理过程如下：(1)对产品评论文档进行子句切分；(2)利用中科院的分词

工具 NLPIR 对分好的子句进行中文分词；(3)为减小噪音，进行去停用词处理。 

利用情感关键句抽取算法将每一个领域的网络评论文本划分为 key view和 detail 

view。下图 4.1 给出了两个视图的子句数目的分布情况。从图中可以看出，三个领域的

detail view中的子句数都比 key view中的子句的数目多。特别是在 book和 hotel领域中，
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detail view比 key view的子句数目多了近 2 倍左右，然而在 NB领域中，key view与 detail 

view的子句数目相差并是不很多。通过对语料分析发现，书籍评论中有很多对书内容的

细节描述，酒店评论中有很多涉及对在酒店发生的事件的细节描述，而 NB评论中基本

都是有关电脑属性的一些简单描述；而且进一步统计分析显示，NB 领域的评论的平均

子句数目在 2.3 左右，与 book、hotel领域的子句数目相比相对较少，因此，NB领域的

两视图的子句分布相对更平衡一些。 

为了验证在 key view上数据分布的差异性比 detail view的更小，通过计算不同领域

间在不同视图上的 KL 散度来衡量。KL 散度[54]，也叫 KL 距离，是度量两个概率分布

之间差异性大小的一种方法，而且具有非对称性。当两个概率分布越接近时，KL 距离

就越小；当两个概率分布相同时，KL 距离为 0。图 4.2 展示了不同领域之间在 key/detail 

view上的 KL 散度。从图中可以看出，整体 detail view的 KL 散度都比 key view的大，

说明在不同的领域之间，key view的数据分布更加接近，而 detail view的数据分布的差

异性较大。同时也验证了 key view上多领域独立性特征，而 detail view上多领域特定性

特征。 

 

    

图 4.1 各领域在 key/detail view上的子句分布   图 4.2 不同领域在 key/detail view上的 KL 散度 

Fig.1 Sentences distribution in each domain         Fig.2 KL divergence across domains 

 

4.3.2  对比试验 

在情感分析阶段，为了消除否定词带来的情感极性的转换，通过否定词前缀词表，

进行了否定前缀的合并处理。样本向量通过向量空间模型(VSM，Vector Space Model)

进行表征，特征权重利用 TF-IDF 进行计算。特征选择方法采用信息增益。另外，使用

台湾大学开发的 Lib-SVM[14]作为分类工具，核函数使用线性核，其他参数设置为默认

值。评价指标为准确率(Accuracy)。 

为了检验提出算法的有效性，实验过程中设置了如下几组对比实验： 
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(1) SCL：该算法的主要思想是通过寻找链接源领域和目标领域的枢纽特征，将样

本空间映射在公共空间上，达到缩小语料中数据分布不平衡的目的，很好地实

现了跨领域情感分析。 

(2) No Transf：该算法是表示没有进行任何迁移策略，直接利用源领域训练模型，

对目标领域样本进行预测。 

(3) GraphOA：该算法结合图排序算法，同时利用训练集的准标签和测试集的伪标

签迭代预测测试集的情感类别，进行跨领域情感分析。 

(4) product rule：为了检验本文提出的视图划分策略的鲁棒性及有效性，我们用不

同于可训练规则的 weight sum rule的视图集成策略对两视图进行集成。 

4.3.3  实验分析 

 

表 4.5  各个方法在语料上的效果比较 

Tab. 4.5  Accuracy comparison of different methods 

methods book-hotel hotel-book book-NB NB-book hotel-NB NB-hotel 

No transf 54.88% 60.00% 56.25% 54.88% 72.25% 72.5% 

SCL 69.3% 80.42% 69.85% 65.38% 80.55% 73.8% 

GraphOA 71.45% 76.08% 74.43% 79.30% 78.68% 79.80% 

p-rule 84.575% 79.975% 79.9% 72.85% 84.2% 86.075% 

w-sum rule 85.975% 80.95% 80.975% 74.175% 84.875% 86.425% 

 

其中 p-rule 代表利用 product rule集成策略的方法；w-sum-rule 代表利用 weight sum 

rule策略进行集成视图的方法。 

从图 4.3 和表 4.5 可以看出，与无任何迁移策略的 No Transf 方法相比，SCL、

GraphOA、product rule 和 weight sum rule方法在每组数据上都好于 No Transf，说明了

No Transf 的性能是一个下界；另外，与 SCL 相比，weight sum rule视图集成方法平均

提高了 9%左右，说明了本文提出的基于情感关键句抽取算法的视图划分策略有利于跨

领域情感分析；与基于图排序的 GraphOA 方法相比，除了 NB→book，在其他组的数

据上本文提出的方法都比 GraphOA 方法好，而且整体平均有 5.6%的提升，再次验证了

本文提出的视图划分策略的有效性和鲁棒性，但是由于 NB评论长度相对 book较短，

而且 NB中形容电脑发热量“高”、运行时声音“大”等这些词，在 NB和 book中是

截然相反的两种极性，这就造成了从 NB到 book迁移过程中不能准确反映目标领域的

数据分布而使准确率降低。而正因 NB 评论较短，使得在样本层面进行迁移分析的
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GraphOA 算法在计算样本相似度时，没有过多的领域特定性特征的干扰，可以得到较

好的性能。 

而相对于 product rule 方法，在本数据集上 weight sum rule方法表现出了大约 1%的

优势。这主要是由于 product rule 规则并未能有效区别每个基分类器在最后的决策中的

重要程度；而 weight sum rule通过对每个基分类器赋予不同的权重，利用权重的不同来

决定了基分类器在进行集成过程中的所起的不同作用。依据前文分析，和 detail view相

比，key view在不同领域上的数据分布差异较小，跨领域情感分析的一个核心目标就是

减小数据分布差异，解决语料分布不平衡的问题。因此，数据分布差异小的 key view理

应给予其分配相对较大的权重。下图 4.4 展示了在 key/detail view上训练的基分类器的性

能比较。可以看出，在 key view上训练的分类器性能明显优于在 detail view上得到的分

类器的性能，大约有 4.8%的提高。这就验证了前文的分析：与由细节描述句构成的 detail 

view相比，由情感关键句构成的 key view领域差异性较小，在跨领域情感分析时性能更

优越。 

 

      

图 4.3 weight sum rule与其它算法效果比较       图 4.4 key/detail view上基分类器性能比较 

Fig.4.3 Weigth sum rule vs. other algorithms           Fig.4.4 Performance of key/detail view 

 

而由于 weight sum rule的集成策略涉及到为 key view和 detail view两视图上训练得

到的基分类器以及分配权重的问题，设为 key view上得到的基分类器分配的权重为 ω，

那么为 detail view上训练得到的基分类器分配的权重则为 1-ω，于是此处，仅仅分析不

同 ω对集成后的分类器的性能影响即可。 
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图 4.5(a) 参数 ω对 NB→hotel 影响              图 4.5(b)参数 ω对 hotel→NB 影响 

Fig.4.5 (a) Performance sensitivity on parameter ɤ Fig.4.5 (b) Performance sensitivity on parameter ɤ 

 

      

图 4.5 (c) 参数ɤ对 book→NB 影响             图 4.5 (d)参数ɤ对 NB→book 影响 

Fig.4.5 (c) Performance sensitivity on parameter ɤ Fig.4.5 (d) Performance sensitivity on parameter ɤ 

 

图 4.5分析了部分领域间 key view的权重参数ω对集成后的分类器的性能影响曲线。

从图中可以看出，虽然每组结果在不同的 ω处获得最好的集成效果，但是它们的一个共

同点是在取得最优的集成效果时的 ω的值都在 ω>0.5 的范围之内，比如从图 4.5(a)中得

出 NB→hotel 在 ω=0.65 左右集成效果最佳，从图 4.5(b)中得出 hotel→NB在 ω=0.75 左右

效果最佳等。从而验证了利用本文提出的情感关键句抽取方法划分的 key view的领域差

异性较小，集成学习时赋予 key view较大的权重有利于分类的准确率，所以对不同视图

的重要程度进行区分的 weight sum rule方法比未对不同视图进行区分的 product rule效

果更好。由此可见，本文提出的基于情感关键句抽取的视图划分策略在跨领域情感分析

问题上的有效性。 

4.4  本章小结 

 本章内容是在第三章内容的基础上进行了进一步的扩展与研究。第三章的研究内容

主要针对社交网络文本的典型特点，以微博为研究对象，不仅仅利用了文本数据，而且

还充分结合社交网络文本的行为关系数据进行情感分析，为社交网络文本情感分析方法
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的研究打开了新思路。然而在进行社交网络文本情感分析时，一个最基本的问题是标注

语料的获取。随着互联网的飞速发展，新领域不断出现，导致新领域的标注数据不能及

时快速获取；即使是同一领域的数据也逐渐随着网络的发展，数据分布不断发生着变化，

这些因素都导致了社交网络中出现语料分布不平衡的问题，实质上第三章中利用微博中

的表情符号进行标注数据来解决训练集不足的问题，这一做法在一定程度上解决了社交

网络文本中出现的语料分布不平衡的问题。 

 针对语料分布不平衡的问题，在第四章中进行了针对性的讨论。通过呈现出一种基

于情感关键句抽取的跨领域情感分析方法，来解决语料分布不平衡的问题。首先，通过

观察人们的表达习惯，提出情感关键句与细节描述句的概念，并将数据分为两个独立且

互补的视图；然后利用两者的不同特点，即情感关键句通常是具有概括性发言的子句，

数据分布差异性较小；而细节描述句则一般都是针对领域的具体描述，领域之间的数据

分布差异性较大。基于以上特点，在对两个视图进行集成时，赋予差异性较小的较大的

权重，而数据分布差异性较大的视图则被分配较小的权重，这样在集成两视图时，可以

充分发挥情感关键句的数据分布差异性较小的优势，获得尽可能最优的集成效果。通过

实验发现，提出的方法可以缩小数据分布的差异，在一定程度上解决语料分布不平衡所

带来的问题。 

 由于情感关键句的抽取工作是本章内容的基础，而本文首先利用了影响情感关键句

的三个特征来初步判断一个子句是否是情感关键句，而影响情感关键句的因素不仅仅这

三个显性特征，因此如何挖掘深层的特征，更准确、细致地抽取情感关键句也是未来工

作的一个方向。 
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结    论 

近年来，飞速发展的互联网技术以及伴随着“互联网+”时代的到来，促使各种形

式的社交网络平台不断地涌现，例如，微博、微信，以及淘宝、京东等各种形态的社交

网络平台。人们通过这些社交网络平台不仅可以与朋友进行实时的互动交流、关注时事

动态、发表自己的观点态度等，而且可以与其他买家分享自己的使用心得，对产品进行

评价发表自己的观点等等。这就使得社交网络平台无时无刻都在产生大量的社交网络文

本，而且这些文本中蕴含着用户的观点态度或用户本身的情感倾向。那么分析这些社交

网络文本中所具有的情感倾向，一方面可以了解用户的观点或者个人喜好，对个性化推

荐或者进而分析大众的情感趋势等都有很重要的意义；另一方面，还可以从另一个角度

了解热点时事的发展趋势或者产品自身的优缺点等，这对商家进一步改善产品性能，提

高用户体验有一定的理论意义，同时还可以为国家进一步进行舆情监控并做出相应的应

对决策提供一定的决策支持。 

然而，对社交网络文本的情感分析，首先需要针对社交网络文本的特点，有针对性

的分析。与传统文本不同，社交网络文本最显著的特点就在于用户之间频繁的互动交流，

比如微博中的用户之间的关注、微博的点赞以及转发等等。这些行为关系数据是社交网

络数据的一个很重要的特点以及组成部分。因此，如何针对社交网络文本自身的一些特

点，进行高效地情感分析，是社交网络文本情感分析的一个关键性问题。本文第三章内

容即在这方面进行了相关的探索研究。 

本部分研究对象选定为微博，通过分析微博的典型特点，提出了一种基于图排序模

型的微博情感分析方法。首先，分析微博的一些显著特点，比如：①丰富的表情符号；

②转发关系较多，省略主题；③口语化、数据稀疏。这些特点使得在分析微博等社交网

络文本时应该有针对性的做一些改变以适应社交网络文本自身的特点。首先，利用微博

含有的丰富的表情符号，无监督的对部分微博文本进行情感标注，在一定程度上解决了

训练集不足的问题；另外，基于微博的转发关系以及同一用户发表的不同微博之间的关

系，构建了微博邻接关系图；并考虑到微博数据稀疏的问题，利用受限玻尔兹曼机进行

进一步的特征抽取来表示微博文本向量；最后，基于上一步构建的微博邻接关系图以及

微博文本向量，利用图排序模型对微博进行情感分析，得到微博的最终情感倾向。由于

本次参加的是一个评测任务，最终实验结果通过与其他提交的几组模型相比，本方法的

效果都达到了最好，证明了该方法的有效性。说明了在分析社交网络文本情感时，不仅

仅文本数据，社交网络中的行为关系数据在一定程度上也能发挥重要的作用。 
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另外，考虑到社交网络文本具有较强的时效性，以及新领域不断涌现，容易出现训

练语料不能快速获取，而且另一方面随着网络的发展，人们在社交网络平台上的语言表

达习惯也在发生着变化，使得原有的训练语料与现有的数据的分布并不总保持独立同分

布的。这就是社交网络文本中易出现的语料分布不平衡的现象。为了解决这一问题，本

文第四章进行了相关的研究，提出了一种基于情感关键句抽取的跨领域情感分析方法。 

该研究以产品评论为主要研究对象。通过观察人们的语言习惯发现，人们在社交网

络平台上对产品进行评论时，通常会分别对产品的各个属性进行评论，然后再整体地对

整个产品进行评价。基于这样的分析结果，引入了情感关键句和细节描述句的概念。首

先通过一个两阶段的情感关键句抽取算法对每一个文本进行情感关键句的抽取，这样自

然地将语料分为两个视图，一个是由情感关键句构成的 key view，另外一个是细节描述

句构成的 detail view。然后基于两种集成策略对两个视图集成学习，获得最终的分类器。

最后通过实验验证了该方法可以缩小数据分布的差异，有效地解决社交网络文本的语料

分布不平衡的问题。 

针对以上相关工作，接下来的工作主要针对以上研究的不足进一步展开研究： 

第一，本文在进行微博情感分析时，从微博的角度出发，利用了微博之间的转发关

系以及同一用户关于同一话题发布的不同微博之间的关系进行情感分析。而微博中的用

户之间的相互关注也是一种重要的不可或缺的行为，如何有效利用用户之间的行为关

系，从用户的角度出发，来分析微博的情感，是下一步的研究重点。 

第二，本文在进行跨领域情感分析时，主要是基于抽取的情感关键句进行相关研究，

因此情感关键句的抽取是关键。本文基于启发式规则与统计机器学习算法相结合的一个

两阶段的方法进行抽取。下一步的工作主要注重挖掘情感关键句的重要特征，更准确、

有效地抽取出情感关键句，为后续的分析奠定坚持的基础。 
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