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摘    要 

随着互联网技术特别是以淘宝和亚马逊等为代表的电子商务的飞速发展，互联网中

的数据呈现爆炸性增长，信息过载问题显得越来越严重。帮助我们从海量数据中筛选出

有意义数据的信息过滤技术显得越来越重要。在此背景下，推荐系统诞生了，并且迅速

发展成为当前互联网应用中的重要组成部分。推荐系统根据用户行为记录从大规模数据

中找到用户感兴趣商品，它对于提高用户的满意度和零售商的销售额具有重要的意义。 

用户在互联网中的行为主要分为两类，分别是隐性反馈行为和显性反馈行为。其中

在隐性反馈行为中用户没有显式地表达对特定商品的偏好，主要包括用户的点击、浏览、

收藏等行为；而在显性反馈行为中用户则显式地表达了对特定商品的偏好信息，这些行

为中较为常见的主要有评分行为。针对不同类型的用户反馈行为数据有不同的推荐方

法，本文对两种不同的用户反馈行为进行了细致地分析和挖掘，并且分别有针对性地提

出了两种方法以提高推荐系统的性能。 

针对显性反馈行为的评分行为，本文选取 Top-K 推荐作为研究目标。引入信息检索

领域排序学习的方法并且融合用户的社交信息和商品标签信息，本文扩展了一种基于列

表排序学习的矩阵分解方法，一方面充分考虑用户之间关注关系。首先通过用户之间的

关注关系计算用户之间的信任度，接着通过用户之间的信任度在原始模型的损失函数中

添加用户社交约束项，使相互信任的用户偏好向量尽可能接近。另一方面，计算商品所

拥有标签的权重并以此计算商品之间的标签相似度，再将商品的标签约束项添加至损失

函数中。在真实Epinions和百度电影数据集中的实验结果表明，我们提出的方法的NDCG

值和原始模型相比具有一定的提高，有效地提高了推荐准确率。 

针对隐性反馈行为，本文选取电子商务领域的下一个购物篮推荐作为研究目标。本

文首先将用户行为按照一定的时间窗口进行划分，对于每个窗口从多个不同的维度抽取

用户对商品的时序偏好特征；接着运用深度学习领域的卷积神经网络模型，模型中的卷

积层组合不同长度的特征图来训练分类器。在阿里巴巴移动推荐算法竞赛公布的真实数

据集中的实验结果表明，和传统的线性模型和树模型等分类器相比，我们提出的卷积神

经网络框架具有较强的特征萃取能力和泛化能力，提高了推荐系统的用户满意度。 

 

关键词：推荐系统；社交网络；排序学习；矩阵分解；卷积神经网络 
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The Research on Recommendation Algorithm based on Learning to Rank 

and Convolutional Neural Network 

 

Abstract 

With the rapid development of internet techniques, especially E-Commerce like Taobao 

and Amazon. The data in the internet grows much faster than our human beings can receive, 

“Information overload” problem is becoming more and more serious. The information 

filtering technique, which helps us filter useful information from mass of data is more and 

more important. Personalized recommendation technique is just one of the ideal methods, 

which aims to find user’s interest according to user’s behaviors from large scale data. 

Recommender system plays an important role in improving sales of e-commerce platform and 

user’s purchase satisfaction. 

User’s behavior in the internet can be divided into two classes, one is implicit feedback 

behavior, and another is explicit feedback behavior. In the implicit feedback behaviors, users 

don’t express preference to a specific item explicitly, including users’ click, cart and collect 

behaviors etc. However, in the explicit feedback behaviors, users express explicit preference 

to a specific item, one of the most common behavior is users’ ratings to items. There are 

different recommendation techniques for different types of user’s feedback behaviors. In this 

paper, we do detailed analysis and mining for these two types of behaviors respectively, and 

propose two methods to improve the performance of recommender systems. 

For explicit feedback behavior, like rating behavior, we choose Top-K recommendation 

as our research target. We introduce learning to rank approaches into recommender system 

field and incorporate user social influence and item tag information. We extend a list-wise 

learning to rank-based matrix factorization method to make trusted users’ preference vectors 

as close as possible. On one hand, the method fully considers the influence of social networks. 

At first compute trust values between users based on users’ focus relationship, then add trust 

matrix into the original loss function as a social penalty term. On the other hand, this paper 

represents each item as a vector with tags, compute the tag similarities between items, and 

then add the item tag penalty term to the loss function to train our model. Experimental results 

on the real Epinions and BaiduMovie datasets show that our proposed method outperforms 

several traditional methods, especially on the NDCG value, improving the recommendation 

accuracy effectively. 



基于排序学习和卷积神经网络的推荐算法研究 

- III - 

For implicit feedback behavior, we choose next basket recommendation as our research 

target. Firstly, we divide user’s behavior into several time windows according to the 

timestamp of user’s behaviors, and model user’s preference from different dimensions for 

each time window. Secondly, we utilize the convolutional neural network model to train our 

classifier. Compared to traditional linear models and tree models, on the real Alibaba Mobile 

Recommendation Contest dataset, our proposed model has more powerful feature extraction 

ability and generalization ability, especially on the precision, recall and f1-value, improving 

the user satisfaction of our recommender system. 

 

Keywords: Recommender System; Social Networks; Learning to Rank; Matrix 

Factorization; Convolutional Neural Network 
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1  绪论 

1.1  研究背景 

互联网的飞速发展与普及给人们的生活带来了极大的便利，使人们足不出户便可以

获得大量的知识和服务。依托于互联网，电子商务[1]也迎来了飞速的发展，在以淘宝、

亚马逊、京东为代表的电子商务平台中，人们将现实世界中的商品和店铺搬到了虚拟的

网络世界中，足不出户便可购买到各种商品和服务，电子商务已经慢慢地融入了人们的

生活，在生活中扮演着越来越重要的角色。然而与此同时网络中的数据也呈现指数级的

增长，其增长速度已经大大超过了人们能够接收的速度，“信息过载”（Information 

Overload）问题显得尤为严重[2]。电子商务平台中的海量商品也给用户对商品的选择和

购买决策带来了极大的挑战。在此背景下，基于用户的行为记录进行偏好挖掘并从海量

的商品中找到用户感兴趣的商品从而解决“信息过载”问题是非常有必要的。 

 

 

图 1.1 百度的搜索结果 

Fig. 1.1 Search results of Baidu 

 

在过去的十几年里，科学家和工程师们已经提出了很多著名的解决方案来缓解“信

息过载”问题。如国内的 Hao123.com 分类目录导航以及百度、谷歌等网站所使用的搜索

引擎[3]。但是随着互联网规模的扩大，分类目录网站仅仅能包含小部分的热门网站，还
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是难以满足人们查找信息的需求。以百度为代表的搜索引擎能够按照用户输入的关键

字，从海量的互联网信息中查找出匹配的信息，将相关的结果返回给用户，如在百度中

输入关键字“周杰伦好听的歌”可返回如图 1.1 所示的页面。然而这种传统的信息检索
[4]技术仍然有如下不足。首先，搜索引擎对于不同用户输入相同关键词只能返回千篇一

律的搜索结果，没有考虑到由于用户的兴趣和偏好的不同导致对信息的需求和理解也往

往是不同的，搜索引擎无法做到个性化。其次，搜索引擎需要用户主动地通过关键字的

形式表达信息需求，当用户并没有想清楚用何种关键字来表达信息需求时，搜索引擎就

无法起到作用了。推荐系统[5]的诞生为解决“信息过载”问题并深入理解用户需求提供了

新的思路，推荐系统不需要用户主动地提供信息需求，而是根据用户的行为记录提供主

动式的服务，使用户被动地接受信息，所以更能满足用户的需求。近年来，推荐系统已

经广泛应用于电子商务[6-8]、交通旅游[9-11]以及学术推荐[12-14]等领域。 

 

 
图 1.2  淘宝的推荐结果 

Fig. 1.2  Recommendation results of Taobao 

 

电子商务是是推荐系统应用的重要领域之一，电子商务的迅速发展使得其规模也越

来越大，用户在享受电子商务的同时也难以从海量的商品中选择自己的所需，电子商务

推荐系统[6-8]（Recommender Systems for E-Commerce）显得尤为重要，如在淘宝中浏览

《机器学习》一书可得到如图 1.2 所示的推荐结果。著名电子商务网站天猫公布的数据

显示，推荐系统帮助其提高了 15%的销售额；国外著名的电子商务网站亚马逊（Amazon）

表示其推荐系统贡献了 35%的销量；国外著名的视频播放网站 Netflix 也表示其 35%的
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播放量来自推荐系统，它更是拿出 100 万美金来奖励能为其推荐系统准确率提高 10%的

团队。由此可见，推荐系统在电子商务领域中扮演了不可或缺的角色[15]。 

推荐算法是整个推荐系统的核心，推荐系统根据用户的反馈行为来挖掘用户的潜在

兴趣和偏好，用户的反馈行为主要包括显性反馈行为[16-18]和隐性反馈行为[19-21]，针对不

同的用户反馈行为，会有不同的推荐算法对用户的行为偏好进行建模，以更好地理解用

户的偏好。在显性反馈行为中，往往需要利用一些外部资源对模型进行改进，如用户的

社交关系[22-25]，标签信息[26-30]等等，如何对这些资源进行融合并生成更准确的推荐结果

是当前研究中比较欠缺的。在隐性反馈行为中，用户行为和偏好往往具有很强的时效性，

如何综合考虑用户的时序偏好和总体偏好，并且挖掘用户不同时间序列偏好的内在联系

是一项很有挑战性的工作。对于不同的用户反馈行为选择不同的推荐机制是必要的，对

两种行为分别建模具有很强的现实意义。 

1.2  国内外研究现状 

1. 2.1  推荐系统相关的会议与期刊 

二十世纪九十年代，推荐系统[31]开始出现，并逐渐发展成为了一门独立的研究领域。

推荐系统目的在于联系用户和信息，它的意义可以分为两个方面，一方面帮助用户发现

对自己感兴趣的信息，另一方面让信息能够展现给对它感兴趣的用户，从而实现用户和

信息两者的互利共赢。推荐系统由于其巨大的商业价值一直受到学术界和工业界的重

视，在学术界，研究者们相继主办了许多权威的会议和期刊，如表 1.1 所示。其中 ACM 

RecSys 是推荐系统领域最为权威的学术会议之一，此会议的周期是一年，以此会议为平

台，这里聚集了目前来自学术界研究人员和工业界从业人员在推荐系统领域最新的成

果。除此以外，一些信息检索、数据挖掘、机器学习和知识发现的会议如 SIGIR、SIRKDD，

CIKM 等也有推荐系统前沿技术相关的研讨会，与推荐系统相关的会议和期刊如表 1.1

所示。 

 

表 1.1 与推荐系统相关的会议和期刊 

Tab1.1 Conferences and journals related to recommender systems 

会议 期刊 

ACM RecSys, SIGKDD, SIGIR,  

WWW, AAAI, UMAP,  

CIKM, ECIR, VLDB 等 

ACM TOIS, ACM TIST, ACM TKDD, IEEE 

TKDE, IJEC,  

Expert Systems with Applications,  

IEEE Intelligent Systems 等 
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1. 2. 2  传统推荐方法 

目前推荐方法主要分为两类，分别为基于内容的推荐 [32-33] （Content-based 

Recommender Systems）和基于协同过滤的推荐 [34-36]（Collaborative Filtering-based 

Recommender Systems）。基于内容的推荐主要分析用户和商品的内容信息，如用户的

人口统计学特征和商品的描述信息，以此分别构建用户的特征向量和商品的特征向量，

找到用户过去喜欢的商品作为推荐结果。基于内容的推荐抽取特征需要较多的人工开销

且对于新用户或者新商品有较大的局限性，由于它们没有内容信息和偏好信息，因此会

出现“冷启动”（Cold Start）问题[37]，很难产生合理的推荐结果。另一方面，基于协同

过滤的推荐并不需要用户或商品的任何内容信息，它通过收集大量的用户和商品的评

分，并且基于其它用户的偏好模式生成推荐结果。协同过滤通过挖掘用户和商品的相关

性基于相似评分行为的用户来预测未知商品的评分，有效地利用了群体智慧的思想。基

于协同过滤的推荐只要有用户对商品的评分行为便可产生推荐，算法具有较强的跨平台

性和可移植性，却也因为评分矩阵的稀疏性造成数据稀疏[36]问题，影响推荐质量。 

按照应用场景划分，协同过滤推荐算法又可以分为两类，分别是面向评分

（Rating-oriented）的协同过滤和面向排序（Rank-oriented）的协同过滤。面向评分的协

同过滤以预测用户对未知商品的评分为目的，主要分为基于记忆的协同过滤推荐

（ Memory-based Collaborative Filtering ）和基于模型的协同过滤（ Model-based 

Collaborative Filtering），前者主要包括基于用户协同过滤[38]（User-based Collaborative 

Filtering, User-CF）和基于商品的协同过滤 [39]（ Item-based Collaborative Filtering, 

Item-CF）。后者主要基于矩阵分解[40]（Matrix Factorization, MF），包括其改进模型概

率矩阵分解[41]（Probabilistic Matrix Factorization, PMF），非负矩阵分解[42]（Non-negative 

Matrix Factorization, NMF）和最大间隔矩阵分解[43]（Max-Margin Matrix Factorization, 

MMMF）等。面向排序的协同过滤则为用户生成 Top-K 商品列表作为推荐结果，更加

关注商品排序的质量，排序越靠前的商品表示用户越喜欢该商品。面向排序的协同过滤

方法分为三类，分别是基于点级（Post-wise）；基于逐对级（Pair-wise）的方法和基于

列表级（List-wise）的方法。点级的方法仍然等价于面向评分预测的模型；逐对级的方

法以一个商品对作为输入样本，将排序问题当作一个商品对的二元分类问题，如 2014

年 Liu 等人[44]提出的基于 RankNet[45]的矩阵分解方法（RankNet-MF），2010 年 Nathan

等人[46]提出的基于 Bradley-Terry[47]模型的矩阵分解方法（Bradley-TerryMF）, 2009 年

Steffen 等人[48]提出的基于隐性反馈的贝叶斯个性化排序（Bayesian Personalized Ranking, 

BRP），BPR 方法将用户未观察到的商品看作负例，运用贝叶斯最大后验概率的方法优
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化模型，训练过程采用随机梯度下降方法；列表级的方法将整个商品的排序列表作为一

个训练样本输入，如直接优化排序指标的 CofiRank[49]，基于 ListNet[50]优化整个排序概

率分布的 ListRank-MF[51]。面向评分的协同过滤推荐方法无法预测出更优的商品排序列

表，面向排序的协同过滤推荐虽然以优化商品的排序列表为目的，但是由于其忽略了一

些外部资源对推荐系统的作用，如用户的社交关系，社会化标签等信息，对于如何将这

些资源进行融合所做的工作并不多，仍然有一定的局限性。 

1. 2.3  下一个购物篮推荐方法 

电子商务平台中往往会产生大量的用户隐性反馈行为数据，这些行为数据中往往包

含了时间序列，从这些隐性反馈行为数据中挖掘出有价值的模式来为用户提供个性化推

荐既可以帮助零售商更好地理解用户的消费需求也可以降低用户挑选商品的难度。这种

根据用户的历史行为预测用户在下一个时间序列发生购买的商品，又称为下一个购物篮

推荐（Next Basket Recommendation）[52]，下一个购物篮推荐已经成为推荐系统领域一

项极具挑战且具有重要意义的任务。 

下一个购物篮推荐是基于隐性反馈数据推荐系统的一个典型应用，用户不表达显性

的偏好，而只有正向的浏览记录。下一个购物篮推荐方法主要分为三种，分别是时序推

荐模型（Sequential Recommender）、总体推荐模型（General Recommender）和混合推

荐模型（Hybrid Recommender）。时序推荐模型主要基于马尔可夫链，利用序列行为数

据通过上一次行为预测下一次购买。2001 年 Zimdal 等人[53]提出一种基于马尔可夫链的

序列推荐模型，主要研究利用概率决策树模型抽取序列模式从而学习到下一个状态。

2002 年 Mobasher 等人[54]研究推荐中的不同序列模式并且发现连续的序列模式相比总体

序列模式更加适合序列推荐任务。2012 年 Chen 等人[55]将歌手建模为马尔可夫链，提出

了一种逻辑斯蒂马尔可夫嵌入（Logistic Markov Embedding）模型来学习歌曲的向量表

达从而预测出其歌手。与序列推荐模型相比，总体推荐模型并不考虑用户的序列行为，

而是基于用户的整个购买历史做出推荐，其核心思想是将用户购买行为转化成对商品的

评分矩阵，再利用传统的协同过滤推荐算法生成推荐结果。时序推荐模型考虑了用户偏

好的时间敏感性的特点，能够捕获到其时序偏好，总体推荐模型能够捕获到用户的总体

偏好却忽略了时序偏好，一种更好的方案是将两者结合起来，混合推荐模型即是这样的

一种方法。2010 年 Rendal 等人[56]提出了一种分解个性化马尔可夫链模型（Factorizing 

Personalized Markov Chain, FPMC），他们构建了一个交易立方体，立方体中的每个元

素是用户在上一次交易已经买了某商品时再买另一商品的概率值，通过分解这样一个立

方体解释用户、上一次交易的商品、下一次购物篮商品三者之间的关系。由于分解过程



基于排序学习和卷积神经网络的推荐算法研究 

- 6 - 

 

中考虑了用户整个购买历史，FPMC 模型可以综合考虑用户的时序偏好和总体偏好。

2015 年 Wang 等人提出了一种层次表达模型[57] （Hierarchical Representation Model, 

HRM），使用了一种深度网络结构训练用户和商品的特征向量表达，在预测时综合考虑

了用户的交易记录中的所有商品和用户的偏好向量，能够捕获总体偏好和序列行为。这

些方法虽然能够综合考虑用户的时序行为和总体偏好，但是他们对于多种不同类型隐性

反馈行为的用户偏好建模，用户偏好的时间敏感性建模以及挖掘用户在不同时序偏好的

内在联系方面所做的工作不够，仍然有一定的局限性。 

1.3  本文工作 

由于互联网中用户具有不同类型的行为，针对不同类型的行为会有不同的研究方

法，因此，我们设计了如图 1.3 所示的研究思路。对于显性反馈行为，以最常见评分行

为为例，本文选择 Top-K 列表推荐作为研究目标，并在此基础上融合用户社交关系和商

品标签信息，对模型进行优化，产生更好的商品推荐列表；对于隐性反馈行为，本文选

择下一个购物篮推荐作为研究目标，对用户的偏好从多个不同的维度进行挖掘，并且充

分考虑用户偏好的时间敏感性，提出了一种基于卷积神经网络的下一个购物篮推荐模

型，获得了更好的推荐准确率。本文的贡献主要分为如下几个方面： 

（1） 针对用户的显性反馈中的评分行为，借鉴了信息检索领域中排序学习的思想，

把 Top-K 列表推荐转化成了一个排序问题，从而将信息检索领域排序学习的方法应用到

了个性化推荐领域，对比了多种 Pair-wise 和 List-wise 的排序损失函数，并得到了实验

结果。 

（2） 扩展了一种基于 List-wise 的排序学习方法，并且融入了商品标签信息和用户

社交信息，充分利用商品标签相似度和用户的信任度，并把它们作为一个约束项加入排

序损失函数中，从而学习到更加准确的用户和商品特征向量，有效地提高了推荐结果的

准确率。 

（3） 针对用户的隐性反馈行为，本文提出了一种基于时间窗口的时序偏好建模机

制，即采用时间窗口的机制充分刻画用户对商品的时序行为偏好特征，并且对于每一个

窗口从多个不同的角度对用户的隐性反馈行为特征进行建模。 

（4） 提出了一种基于卷积神经网络的在线商品购买预测方法，和传统的时序推荐

方法和协同过滤推荐方法不同，本文将用户在下一时刻对某一商品是否发生购买看作一

个二元分类问题，增加了此问题的普适性。添加时间轴将用户行为特征转化为二维平面

输入至卷积神经网络中，充分利用卷积神经网络可通过卷积层提取局部特征和池化层提
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取总体特征的特性，充分挖掘特征之间的内在联系从而获得更好地特征表达，对模型进

行训练。实验结果表明，这种机制有效地提高了推荐性能。 

1.4  本文组织结构 

本文共分为四章，详细阐述了基于排序学习和卷积神经网络的推荐算法、实验设计、

评价标准、实验结果对比分析以及实验参数分析等。具体章节安排如下： 

第一章是绪论，总体介绍了推荐系统的研究背景、国内外研究现状、本文的工作、

本文组织结构等。 

第二章是相关背景知识介绍，主要介绍了传统的推荐方法、面向排序的推荐方法以

及基于社会网络的推荐。 

第三章针对用户显性反馈行为，详细介绍了一种融合商品标签信息面向排序的社会

化推荐算法，包括如何引入排序学习方法、如何融合用户信任度和商品标签信息、实验

过程与结果分析等。 

第四章针对用户隐性反馈行为，详细介绍了一种基于卷积神经网络的下一个购物篮

推荐算法，包括样本构建，数据集划分、特征建模、模型训练、实验结果与分析等。 

最后是本文总结，主要介绍了本文的研究成果，并对下一步研究方向进行了分析和

展望。 

 

用户行为

显式反馈行为（评分等） 隐式反馈行为（浏览、收藏等）

用户社交关系
商品标签信息

下一个购物篮推荐Top-K推荐

基于排序学习的社会化推荐 基于卷积神经网络下一个购物篮推荐

 
图 1.3  研究思路 

Fig. 1.3  Basic ideas for dissertation research 
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2  相关背景知识介绍 

2. 1  推荐系统的基本概念 

推荐系统的概念和定义有不少，但被广泛接受的推荐系统的概念和定义是在 1997

年 Resnick 等人[5]给出的：“它是利用电子商务网站向客户提供商品信息和建议，帮助

用户决定应该购买什么产品，模拟销售人员帮助客户完成购买过程”。可见，推荐系统

是帮助用户找到感兴趣的信息和提供消费决策参考的软件工具或技术。这里提到的商品

是一个广义的概念，既是指日常生活中可购买的商品（如衣服、书籍等），也指一些消

费品（如音乐、电影、新闻等）。 

推荐系统已经应用到了各式各样的网站中，其中在电子商务领域应用最为广泛，推

荐系统基于用户的反馈行为对其行为进行建模，分析其隐含偏好和兴趣。一种常见的推

荐系统包括三个部分，分别是反馈行为的采集、推荐模型的构建以及推荐预测，图 2.1

是一种常见推荐系统的示意图。其中用户在网站上留下其反馈行为，包括浏览、评分等，

由反馈行为采集系统对用户行为进行收集；推荐模型构建模块首先对用户行为进行建

模，输入至推荐算法库，从而训练得到推荐模型；最后由推荐算法库结合用户的历史反

馈行为生成推荐预测结果，生成的结果用户可对其进行反馈评价，从而对推荐系统进行

优化。 

 

用户

反馈行为采集

推荐预测

用户模型

推荐算法库

计算

 

图 2.1  推荐系统示意图 

Fig. 2.1  Diagram of recommender system 

 



大连理工大学硕士学位论文 

- 9 - 

推荐算法是推荐系统的核心，在推荐系统中扮演了极其重要的角色。传统的推荐方

法主要包括基于内容的推荐和基于协同过滤的推荐，但是随着近年来在线社交网络和电

子商务的发展，互联网中可用的外部资源越来越丰富，一些外部资源也往往会融入推荐

系统中对推荐模型进行改进。另外近年来深度学习模型在文本分类、语音识别、图像识

别等诸多领域表现出了强大的特征表达能力和泛化能力，深度学习模型也逐渐应用到了

推荐系统领域[58]。本章将分别介绍基于内容的推荐、基于协同过滤的推荐、面向排序的

推荐和基于社会网络的推荐方法。 

2. 2  基于内容的推荐 

基于内容的推荐是在推荐系统使用最早的一种推荐技术，它主要利用用户和商品的

属性，基于用户以往的喜好记录，推荐和用户品味相似的物品。在基于内容的推荐算法

中，用户描述性文件和商品描述性文件是两项重要的内容，其中前者包含用户的兴趣和

偏好，后者是商品属性特征集合。假设 userprofile(u)表示用户 u的偏好特征向量，content(i)

表示从商品 i 的内容信息中抽取特征向量，那么最终用户 u对商品 i 的偏好函数 score(u,i)

可以定义如公式（2.1）所示。 

( )( , ) ( ), ( )score u i sim profile u content i=          （2.1） 

其中相似度 sim的计算方法有很多种，如使用向量夹角余弦相似度、欧氏距离等。

基于内容的推荐方法特别适用于用户及商品特征较为丰富的应用场景，如新闻推荐。基

于内容的推荐具有实现简单且推荐结果可解释性强等优点，但是也有如下不足，第一，

内容信息的特征构建往往需要领域知识，如对于音乐和视频等商品往往需要专家标注其

特征，代价较大；第二，对于新用户或者新商品有较大的局限性，由于它们没有内容信

息和偏好信息，因此会出现“冷启动”（Cold Start）问题，很难产生合理的推荐结果。 

2. 3  基于协同过滤的推荐 

协同过滤是当前推荐系统领域最为流行的方法，目前已经广泛地应用于很多网站的

推荐系统，并且取得了巨大的成功，如著名电子商务网站 Amazon 于 2010 年公布了其

推荐系统使用的是协同过滤推荐方法[39]。根据应用场景划分，基于协同过滤的推荐主要

分为面向评分的协同过滤和面向排序的协同过滤，本节主要介绍的协同过滤指的是面向

评分的协同过滤推荐方法。 

协同过滤方法假设两个用户在过去对商品有相似的喜好，那么将来他们的兴趣也会

比较相似。协同过滤分为基于记忆的协同过滤和基于模型的协同过滤，基于记忆的协同

过滤又分为基于用户和基于商品的协同过滤，基于用户的协同过滤首先利用评分矩阵计
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算用户的评分相似度，在生成推荐时将评分相似用户喜欢的商品进行推荐；类似地，基

于商品的协同过滤首先计算商品的评分相似度，再生成推荐时推荐用户喜欢过商品评分

相似度的商品。基于模型的协同过滤主要基于矩阵分解，将评分矩阵分解成两个低维的

用户偏好矩阵和商品特征矩阵，下面将详细介绍 2012 年 Salakhutdinov 等人[41]提出的概

率矩阵分解模型（Probabilistic Matrix Factorization, PMF）。 

假设推荐系统中一共有 M 个用户，N 个商品，R是一个 维的用户-商品评分矩

阵， 表示用户 i 对商品 j 的评分， 通常是一个从 1 到 的数（ 通常为 5）。

面向评分预测的协同过滤算法通过概率矩阵分解模型学习用户和商品的潜在特征向量，

然后根据用户和商品的特征向量预测评分。概率矩阵分解通过极小化评分误差损失函数

训练模型，其损失函数如公式（2.2）所示。 

( )( ) ( )
2 2 2

1 1

( , )
2

M N
T

ij ij i j F F
i j

L U V I R g U V U V
l

= =

= - + +ää            （2.2） 

其中  为指示函数，若用户 i 对商品 j 有评分记录则取值为 1，否则取值为 0。U

和 V分别是用户和商品的潜在特征矩阵， ， ，且 U 和 V的维度 D 要

远远小于 M 和 N，最后一项是防止过拟合的正则化项， 为正则化系数。 目

的是将预测值映射到 0 到 之间。最终通过用户和商品的潜在特征向量的内积再经过

作为最终预测的评分值，即 。 

由于分解出来的用户和商品的特征向量维度远小于原始评分矩阵的维度，因此可以

通过梯度下降的方法有效地实现降维。为了减少 PMF 中参数设定对算法的影响，2012

年 Salakhutdinov 等人[59]进一步提出了贝叶斯概率矩阵分解 （Bayesian Probabilistic 

Matrix Factorization, BPMF），BPMF 采用马尔可夫链蒙特卡洛算法进行参数估计，其

推荐准确率较 PMF 有了一定的提高。概率矩阵分解及其扩展模型在评分预测问题上具

有较高的准确率，但是在做 Top-K 推荐时没有考虑商品之间的排序关系，因此具有一定

的局限性，本文第三章提出的基于排序的矩阵分解方法能更好地解决 Top-K 推荐中的商

品排序问题。 

2. 4  面向排序的推荐 

排序学习是一种在信息检索领域中优化文档排序的方法。传统的基于评分预测的方

法致力于降低评分预测误差，但是忽略了用户感兴趣商品列表的排序质量，与此不同的

是，基于排序学习的推荐方法以优化用户感兴趣的商品排列为目的，提供准确的 Top-K
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推荐结果，这也更加符合现实世界的推荐场景。将信息检索领域的查询-文档对类比为

用户-商品对，排序学习的思想可以很好地应用到个性化推荐领域中。类似地，在个性

化推荐领域中的排序学习方法也主要分为三类：分别是基于点级，基于逐对级的方法和

基于列表级的方法。由于本文第三章是基于列表级的推荐方法 ListRank-MF[51]的改进，

所以本节着重介绍 ListRank-MF 模型。 

ListRank-MF 基于排序学习模型 ListNet[50]衍生而来，首先需要将用户的评分转化为

一个概率分布，再基于此概率分布引入交叉熵损失函数对模型进行优化。假设一共有 M

个用户，N 个商品，R是一个 的用户-商品评分矩阵， 表示用户 i 对商品 j 的评

分。文献[47]将用户 i 的排序列表 中评分为 的商品排序在第一位的概率表示为

，其计算方法如公式（2.3）所示。 

( )
( )

( )
1

i

ij

l ij K

ik

k

R
P R

R

j

j
=

=

ä
                （2.3） 

其中 为增函数且对于所有 x 都满足 ，令 ， 表示

了商品在给定排序列表中被排到第一位的概率值，简称 Top-one 概率。显然，评分值

越大，则用户对该商品的喜好程度越大，相应地 Top-one 概率值越高，则更有可能在排

序中被排到第一位。 

在信息论中，通常用交叉熵（Cross-Entropy）来衡量一个概率分布和给定概率分

布的相似程度，交叉熵越小则表明两个概率分布越相似，特别地，当两个概率分布完

全一致时，则交叉熵达到最小值。类似地，可以用交叉熵来衡量预测商品排序列表的

Top-one 概率分布和已知商品排序列表的 Top-one 概率分布的相似程度。所以其损失函

数可以表示为如公式（2.4）所示。 

( ) ( ) ( )( )( ) ( )2 2

1 1

, log
2i i

M N
T

ij l ij l i j F F
i j

L U V I P R P g U V U V
l

= =

ë û
= - + +ì ü
í ý
ä ä    （2.4） 

其中最后一项为防止过拟合的正则化项，g(x)为 sigmoid 函数， ， 为正

则化系数。通过最小化此损失函数分别学习到用户和商品的特征矩阵，用户 i 对商品 j

的偏好得分为用户 i 的偏好向量 和商品 j 的特征向量 的内积，最终的推荐列表由预

测的商品偏好得分降序排列生成。 
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2. 5  基于社交网络的推荐 

近年来，随着在线社交网络的发展，基于社交网络的个性化推荐方法越来越受到工

业界和研究人员的重视。社交网络是指社会个体成员因为互动而形成的相对稳定的关系

体系，在计算机科学中社交网络被描述成了以用户为节点，社会关系或关注为边的有向

或无向图。目前基于社会网络的推荐大都首先通过社会网络计算用户之间的信任值，再

在矩阵分解模型的基础上将用户社交关系作为先验知识融合进去，以此得到融合了用户

朋友关系的偏好向量，从而产生更加准确的推荐结果。 

2009 年 Ma 等人[60]提出了一种 STE 模型，STE 模型是一种集成模型，它基于这样

的假设，用户和他的朋友应该有相似的评分行为，并且信任度越高的用户对其评分影响

越大，用户最终做出的评分由用户本身的偏好和朋友对他的影响线性组合得到，其模型

如图 2.2 所示。假设推荐系统中一共有 M 个用户，N 个商品，STE 模型通过优化如公式

（2.5）所示目标函数学习到用户和商品的特征矩阵 U 和 V。 

( ) ( )
2

2 2

1 1 ( )

( , ) + 1-
2

M N
T T

ij ij i j ik k j F F
i j k T i

L U V I R g U V S U V U V
l

a a
= = Í

å õå õ
= - + +æ öæ öæ ö

ç ÷ç ÷
ää ä    （2.5） 

其中  为指示函数，若用户 i 对商品 j 有评分记录则取值为 1，否则取值为 0。U

和 V分别是用户和商品的潜在特征矩阵， ， ，且 U 和 V的维度 D 要

远远小于 M 和 N。 为控制信任信息影响程度的超参数，取值 0 和 1 之间的实数，越小

表示信任信息越重要，反之则越不重要。 为用户 i 对用户 k的信任度， 表示用户

i 信任用户的集合。最后一项是防止过拟合的正则化项， 为正则化系数。 

在预测用户 i 对商品 j 的评分 时，利用如公式（2.6）所示的计算方法。 

( )
~

( )

+ 1-T T
ij i j ik k j

k T i

R g U V S U Va a
Í

å õ
= æ ö
ç ÷

ä                     （2.6） 

其中 和 分别为用户 i 和商品 j 的特征向量， 表示用户 i 的信任用户集合，

表示用户 i 对用户 k的信任度。 
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图 2.2  STE 模型示意图 

Fig. 2.2  Diagram of Social Trust Ensemble model 

 

除了 STE 模型以外，也有一些其它方法将用户社交信息融入推荐模型中，例如 2008

年 Ma 等人[61]提出 SoRec 方法，采用概率矩阵分解的方法同时分解用户-商品评分矩阵

和用户-用户信任矩阵来进行推荐；2010 年 Mohsen 等人[62]提出 SocMF 方法，在矩阵分

解过程中同时约束用户和用户朋友之间的特征向量的差异，这是基于社交网络采用信任

传导的矩阵分解方法；2012 年 Wu 等人[63]提出了 NHPMF 方法，利用用户和商品的标签

信息，在概率矩阵分解模型中加入用户和商品的标签约束项来进行模型训练，进而得到

用户和商品的潜在特征矩阵，对用户-商品偏好值进行预测。2014 年李等人[64]利用标签

信息构建用户-商品-标签的三部图，并采用随机游走算法构建推荐模型。2013 年闫等人
[65]提出在推荐系统中融合标签的语义关系以提高推荐准确率。基于社交网络的推荐系统

充分利用社交网络中的社会影响、传递性和同质性等特性，可通过在社交网络中与其直

接相连或间接相连的用户的偏好推测目标用户的偏好。综上所述，在传统的推荐方法中

融入用户社交信息和商品标签信息对提高推荐系统准确率具有积极作用。 

2. 6  本章小结 

本章详细介绍了本文涉及到的相关背景知识，第一小节介绍了推荐系统的基本概

念；第二、第三小节分别介绍了传统的推荐算法中基于内容的推荐和基于协同过滤的推

荐；第四小节介绍了面向排序的推荐，以 ListRank-MF 为例详细阐述了引入排序学习的

推荐方法；第五小节介绍了基于社会网络的推荐，详细阐述了在矩阵分解模型中融入用

户社交关系的一些方法。  
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3  融合商品标签信息面向排序的社会化推荐算法 

针对显性反馈行为的评分行为对用户建模，选取 Top-K 推荐作为研究目标。引入信

息检索领域排序学习的方法并且融合用户的社交信息和商品标签信息，扩展了一种基于

列表排序学习的矩阵分解方法，一方面充分考虑用户之间关注关系计算用户信任度，另

一方面，计算商品所拥有标签的权重并以此计算商品之间的标签相似度，再将用户社交

约束型和商品的标签约束项添加至损失函数中。在真实 Epinions 和百度电影数据集中的

实验结果表明，我们提出的方法的 NDCG 值和原始模型相比具有一定的提高，有效地

提高了推荐准确率。 

3. 1  引言 

随着互联网技术特别是电子商务的飞速发展，互联网中数据的增长速度远远超过了

人类的接收速度，信息过载问题显得越来越严重。帮助人类从海量数据中筛选出有用数

据的信息过滤技术显得越来越重要，个性化推荐技术正是一种根据用户偏好从大规模数

据中找到用户感兴趣数据的理想方法。 

目前，个性化推荐的应用主要分为两类。第一类是评分预测，即通过给定一个用户

的历史评分行为预测对未知商品的评分，评分值即表示用户对商品的喜好程度。第二类

是 Top-K 推荐，Top-K 推荐致力于为用户推荐其最可能喜欢的前 K 个商品。由于用户

往往最关注排在前面的商品，因此和评分预测相比，Top-K 更加直观地为用户提供排序

的推荐列表，因此更加实用，这也是目前各大电子商务网站致力于解决的问题。本文的

重点在于提高 Top-K 推荐的准确率。 

个性化推荐技术的核心在于推荐算法，目前推荐算法主要分为两类，分别是内容过

滤和协同过滤。内容过滤推荐方法主要通过分析用户和商品的内容信息，如用户的人口

统计信息，商品的描述信息等，从而构建出用户和商品的一系列特征，最终通过匹配用

户和商品的相似度来做出推荐。与此不同的是，协同过滤方法不需要任何用户或商品的

内容信息，是一种完全与领域无关的方法。协同过滤方法有效地利用了群体智慧，它基

于这样的假设，用户会喜欢和自己具有相同兴趣的用户喜欢的商品，同时，用户之间的

共同行为越多则用户之间的兴趣越相似。目前协同过滤方法主要分为基于记忆的协同过

滤和基于模型的协同过滤，如矩阵分解等。协同过滤方法有效地避免了需要专家标注信

息的问题，并且已经广泛地应用在各种各样的推荐系统中。 
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近年来，随着在线社交网络的发展，基于用户社交关系的个性化推荐方法越来越受

到工业界和研究人员的重视，这些基于用户社交关系的推荐方法也称为社会化推荐方法
[22]。另外，互联网中的标签系统也越来越流行，在传统的推荐算法中融入标签信息也是

一个新的研究方向。另一方面，标签是一些短小精悍的关键词，它可以用来描述商品的

属性和用户的兴趣偏好，商品标签作为描述商品特征的一个重要维度，可以很大程度上

反映一个商品的特征和用户的偏好分布。传统的社会化推荐方法仍然是基于评分预测的

模型，没有考虑用户感兴趣商品的排序问题。 

排序学习是一种在信息检索领域中优化文档排序的方法。通过将用户-商品对类比

为信息检索领域的查询-文档对，排序学习的方法也逐渐应用在了个性化推荐领域。和

传统排序学习方法类似，个性化推荐中的排序学习方法也主要分为三类，分别是点级

（Point-wise）方法、逐对级（Pair-wise）方法和列表级（List-wise）方法， 

面向排序的方法虽然在解决商品排序时具有一定的优势，但是仍然有一定的局限

性。点级（Point-wise）的方法仍然是面向评分预测的模型，没有考虑排序的特性；逐对

级（Pair-wise）的方法需要考虑所有商品之间的偏序关系，模型训练的复杂度过高，列

表级（List-wise）的方法虽然考虑优化整个推荐列表的排序，能在一定程度上解决商品

的排序问题，但由于在模型中融入的信息太少，没有考虑到用户社交关系和商品的标签

信息的影响，这也在一定程度上影响了推荐系统的准确率，因此在实际应用中仍然具有

一定的局限性。 

基于以上分析本章提出了一种融合商品标签信息面向排序的社会化推荐算法, 首先

通过用户之间的关注关系计算用户之间的信任度，接着通过用户之间的信任度在原始模

型的损失函数中添加用户社交约束项和商品标签约束项，使相互信任的用户偏好向量尽

可能接近，标签相似的商品特征向量尽可能接近，设计了名为 STListRank-MF 的推荐算

法。最后，本章在真实的 Epinions 数据集和百度电影推荐大赛公开的数据集上进行了实

验，选取了几种基于 Pair-Wise 的排序学习模型和 ListRank-MF 作为实验对比，实验结

果表明，STListRank-MF 方法具有更高的推荐准确率。 

本章的主要贡献包括以下几点： 

（1）借鉴了信息检索领域中排序学习的思想，将排序学习的方法应用到了个性化

推荐领域。 

（2）对比了多种 Pair-wise 和 List-wise 的排序损失函数，并得到实验结果。 

（3）扩展了一种基于 List-wise 的排序学习方法，并且融入了商品标签信息和用户

社交信息，有效地提高了推荐结果的准确率。 
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本章的组织结构如下：章节 3.2 对 Top-K 推荐问题进行了描述；章节 3.3 详细阐述

了本文提出的推荐方法；章节 3.4 详细介绍了实验过程，包括数据集的描述、评价指标、

实验结果对比与分析、模型参数分析等；章节 3.5 总结了本章的工作。 

3. 2  问题描述 

假设推荐系统中一共有 M 个用户 和 N 个商品 ，R

是一个 维的用户-商品评分矩阵， 表示用户 i 对商品 j 的评分。如图 3.1 所示，

Top-K 推荐即在给定用户对部分商品评分的前提下预测用户对未评分商品的偏好，得到

其最喜欢的 Top-K 商品排序列表。 

 

2 5

4 2 3

3 5 4

2 4

4 1 3

User1

User2

User3

User4

User5

Item1 Item2 Item3 Item4 Item5

未评分商品的
排序列表？

 

图 3.1  基于评分行为的 Top-K 列表推荐示意图 

Fig. 3.1  Diagram of rating behavior-based Top-K recommendation 

 

3. 3  融合商品标签信息面向排序的社会化推荐算法 

基于评分预测的推荐方法以拟合评分为目标，没有考虑商品之间的排序问题；Top-K

推荐方法则以拟合推荐结果中前 K 个商品的排序质量为目的，更加符合真实的推荐场

景。本文扩展了一种基于 List-wise 的排序学习推荐方法（ListRank-MF），在此基础上

融入用户社交信息和商品标签信息，取得了更加准确的 Top-K 推荐结果。 

3. 3.1  社交网络中的信任度 

在社交网络（有向或无向）中用户和用户之间的信任度是有向的，并且用户之间

的信任度可以看作用户之间的影响力的大小。假设一共有 M 个用户，若 表示用户 u
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对用户 k 的信任度，则 越大表示用户 k 对用户 u 兴趣的影响力越大；反之，用户 k

对用户 u 的影响力越小。同时，如果用户 u 关注越多用户，则 应该随着减少；如果

用户 k 被越多用户关注，则 应该增加。基于以上分析，本文运用公式（3.1）计算

用户 u 对用户 k 的信任度 。 

( )

() ( )
k

uk

u k

d v
t

d v d v

-

+ -
=

+
             （3.1） 

其中 表示用户 k 被关注的数量， 表示用户 u 关注用户的数量。特别

地，在无向社交网络（例如人人网，FaceBook 等）中，有 。 

由于社交网络中的社会影响，用户的爱好（口味）会被他所关注的朋友所影响，

换句话说，用户 u 的潜在特征向量会被他的直接邻居所影响，参照文献[17]的方法，

本文将这种社会影响按照公式（3.2）量化。 
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Í

Í
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                    （3.2） 

其中 代表用户 u 的直接邻居集合，将信任矩阵中每行进行归一化处理，使得，

因此公式（3.2）又可表示为 。 

3. 3.2  商品的标签相似度 

标签一方面反映了用户的兴趣，另一方面反映了商品的特点，具有相同标签的商

品往往有类似的特征，打过相同标签的用户往往有类似的兴趣。假设一共有 N 个商品，

L 个标签，若标签出现次数越多，则该标签越重要，同时标签标注的商品越多，则其

区分度越低，因此商品 i 中标签 t 的权重 采用 权重，按照公式（3.3）计算。 

( )
()

, lnit

N
w tf i t

df t

å õ
= ³æ öæ ö

ç ÷

               （3.3） 

其中 表示商品 i 被标上标签 t的次数，没有明显标记次数时记为 1，

表示标签 t 被标记的商品个数，没有标记的标签权重自动记为 0。至此，每个商品可以

表示为 L 维的向量，商品 i 和 j 之间的标签相似度采用余弦相似度衡量，其计算方法如

公式（3.4）所示。 

( ) ( ), cos ,
*

F F

i j
sim i j i j

i j

¶
= =        （3.4） 

根据商品之间的标签相似度选择商品的 K 近邻，并对 K 近邻商品相似度进行归一

化，得到归一化之后的商品相似度，并将 K 近邻之外的商品相似度置为 0，其归一化
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方法如公式（3.5）所示。 
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Í

=
ä

         （3.5） 

其中 示商品 i 的 K 近邻集合，sim(i,j)是商品 i 和商品 j 的标签余弦相似度。 

3. 3.2   融合用户社交信息和商品标签信息 

面向评分的协同过滤方法以预测评分为目标，在做 Top-K 推荐时具有一定的局限

性；面向排序的推荐方法虽然能在一定程度上解决用户感兴趣的商品排序问题，但是由

于模型中融入的信息太少，没有考虑到用户社交信息和商品标签信息的影响在一定程度

上限制了推荐准确率。本文提出的融合标签信息面向排序的社会化推荐方法有效地解决

了上述问题。 

考虑到社交网络中的朋友关系往往表示一种兴趣爱好的认同，互相信任用户之间

的兴趣往往比较相似，信任度越大的用户之间特征的相似度也往往会越大，用户之间

爱好的影响力也会越大；另一方面，商品标签作为描述商品特征的一个重要维度，具

有短小精炼的特点，可以很大程度上反映一个商品的特征，因此商品之间标签相似度

越高则商品之间的特征向量应该越相似。基于以上分析，在原有 ListRank-MF 模型的

损失函数中添加商品标签和用户社交信息惩罚因子，即用户信任度和标签相似度的惩

罚项，损失函数定义为公式（3.6）所示。 
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其中 和 分别表示用户社交关系惩罚系数和商品标签惩罚系数， 为防止过拟合

的正则化系数，参数通过交叉验证进行调整。 

3. 3.3  模型参数训练 

基于以上分析，本文提出的基于排序学习的社会化推荐算法通过极小化公式（5）

所示的损失函数训练模型，需要训练的参数有用户潜在特征矩阵 U 和商品潜在特征矩

阵 V，训练过程采用梯度下降方法。由公式（3.6）可得， 和 的梯度计算方法分别

如公式（3.7）和公式（3.8）所示。通过计算好的梯度经过多次迭代更新 和 直至

收敛，得到最优的 和 。 
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其中公式（3.7）为用户 i 的特征向量 的梯度计算方法，公式（3.8）为用户 j

的特征向量 的计算方法。 

用户 i 的偏好向量 和商品 j 的特征向量 的参数更新方法如公式（3.9）所示，

其中 是学习率。用户 i 对商品 j 的偏好得分为用户 i 的偏好向量 和商品 j 的特征向量

的内积，最终的推荐列表由预测的商品偏好得分降序排列生成。 
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3. 4  实验结果与分析 

3. 4.1  数据集描述 

（1） 百度电影数据集 

百度电影数据集由百度公司在2013年 5月份举办的电影推荐系统算法创新大赛中

公开，该数据集主要有以下信息：用户-电影评分记录、用户关注关系、电影标签信息。

数据集中包含 9722 个用户对 7889 个商品的 1256998 条评分记录，评分数据的密度为

1.64%，同时这些用户之间有 7898 条关注关系，关注关系的密度为 0.0083%，有 1121

个标签，平均每个商品被标记了 10 个标签，其详细统计信息如表 3.1 所示。 

（2） Epinions 数据集 

Epinions 数据集是现在公开可用的社会化评分网络数据集之一，数据从网站

Epinions 爬取，此网站提供各种商品的比较信息，可以在该网站上比较价格以及参考
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其他消费者建议。Epinions 数据集中包含了评分信息和社交网络信息，社交网络信息

也是单向的关注关系。表 3.1 列出了 Epinions 数据集的统计信息。 

 

表 3.1  两个数据集的统计信息 

Table. 3.1  Statistics information of two datasets 
统计信息 百度电影 Epinions 

用户数 9722 40163 

商品数 7889 139738 

标签数 1121 0 

评分数 1256998 139738 

评分密度 1.64% 0.01% 

关注数 7898 442979 

关注密度 0.01% 0.03% 

 

3. 4.2  评价指标 

本章使用排序评价指标 NDCG（Normalized Discounted Cumulative Gain）对实验

结果进行评价，NDCG 是信息检索领域中用于评价文档排序质量的重要指标之一，在

个性化推荐中商品评分可以自然地当作相关性等级。NDCG@k计算方法如公式（3.10）

所示。 
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ä ä         （3.10） 

其中 Q 为数据集中的用户集合， 为用户 U 在排序列表中第 P 位的商品赋予

的评分，其中 是归一化因子，使得最优的排序 NDCG值为 1。 

3. 4.3  实验结果与对比 

本章采用 6种方法作为对比实验，分别为基于评分预测的概率矩阵分解方法 PMF，

基于 RankNet 的矩阵分解方法（RankNet-MF），基于 Bradley-Terry 模型的矩阵分解方

法（Bradley-TerryMF），基于隐性反馈的贝叶斯个性化排序方法（BPR），基于 ListNet

的矩阵分解方法（ListRank-MF）。其中基于 Pair-wise 的 RankNet-MF 和 Bradley-TerryMF

方法都选取有评分记录的正例商品对作为训练样本，通过极小化其 Pair-wise 的误差来

优化参数。这些方法的潜在特征空间维度都统一设置为 5。同时，为增强实验结果的

说服力，消除由于数据划分造成实验结果的不稳定因素，实验中采用 5-折交叉验证的

方法，将数据平均划分为 5 份，轮流选择其中 4 份作为训练集，剩下一份作为测试集，

训练五次模型，将五次训练结果评价指标的平均值作为最终实验结果。将各方法的参

数调至最佳情况下，在百度电影数据集和 Epinions 数据集实验结果对比分别如表 3.2、
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表 3.3 所示。 

 

表 3.2  百度电影数据集中六种方法结果对比 

Table. 3.2  Result comparison of six methods in BaiduMovie dataset 

方法 NDCG@1 NDCG@2 NDCG@5 NDCG@10 

RankNet-MF 0.6067 0.6319 0.6748 0.7078 

Bradley-TerryMF 0.6062 0.6364 0.6863 0.7237 

BPR 0.5860 0.6145 0.6348 0.6606 

PMF 0.6695 0.6877 0.7031 0.7225 

ListRank-MF 0.6759 0.6962 0.7296 0.7547 

STListRank-MF 0.6820 0.7013 0.7344 0.7594 

 

表 3.3  Epinions 数据集中六种方法结果对比 

Table. 3.3 Result comparison of six methods in Epinions dataset 

方法 NDCG@1 NDCG@2 NDCG@5 NDCG@10 

RankNet-MF 0.5296 0.5588 0.5937 0.6090 

Bradley-TerryMF 0.5269 0.5567 0.5926 0.6080 

BPR 0.5314 0.5592 0.5929 0.6080 

PMF 0.5440 0.5712 0.6033 0.6167 

ListRank-MF 0.5634 0.5850 0.6111 0.6219 

STListRank-MF 0.5740 0.5937 0.6174 0.6272 

 

基于表 3.2 和表 3.3 的实验结果，我们可以发现基于逐对级的三种方法，

RankNet-MF、Bradley-TerryMF 和 BPR 整体表现不如基于列表级的排序方法和基于评

分预测的矩阵分解方法。产生该结果的可能原因是基于逐对级的方法以优化商品偏序

对的分类误差为主要目标，而没有考虑用户对商品列表整体排序结果的优化，且贝叶

斯个性化排序（BPR）方法选择将用户未观察到的商品当作负例，没有考虑到用户评

分的差别对用户偏好差异性的影响程度，并不适用于带有评分的数据集。基于 List-wise

的矩阵分解方法排序准确率要优于基于评分预测的矩阵分解方法。ListRank-MF 的推

荐准确率要优于 PMF，本文提出的方法 STListRank-MF 要优于 ListRank-MF，产生该

结果的主要原因是基于 ListRank-MF 和 STListRank-MF 以最小化推荐结果的排序误差

为目标对参数进行优化，而 PMF 以最小化优化评分误差为目标对参数进行优化，本文

的参数主要为用户和商品的潜在特征向量。社交信息的融入可以提高推荐系统的准确

率。STListRank-MF 的效果要优于 ListRank-MF。融入用户之间的信任度对用户的特征

向量进行约束能够更好的刻画用户的偏好。产生该结果的可能原因在于社交网络中的

用户朋友关系能够对用户的偏好产生一定的影响，本文提出的方法 STListRank-MF 取

得了最优的效果，也进一步证明了在基于排序学习的推荐模型中融入社交网络信息能

提高推荐结果准确率，同时本文提出的用户之间信任度衡量方式也是合理的。从表 3.2
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和表 3.3 中可以看到对于不同的数据集，评分数据越密集，推荐准确率越高；社交数

据越密集，推荐准确率提高幅度越大。 

3. 4.4  参数分析 

如公式（3.4）所示，除了分解结果用户和商品隐特征矩阵的维度 K 外，本文的方

法还有两个参数，分别是防止模型过拟合的正则化参数 和社交信息惩罚参数 。由于

本文方法是基于 ListRank-MF 所做的改进，所以本文首先确定正则化参数 ，在确定效

果最优的 之后再调节社交信息惩罚参数 ， 控制社交信息在模型中所占的重要性。

针对不同的参数本文做了一系列实验，这些实验全部基于 Epinions 数据集，且 Epinions

数据集缺少标签信息，因此将商品标签信息惩罚系数 设置为 0，研究社交信息惩罚

系数 和正则化参数 对实验结果的影响。 

将社交信息惩罚系数 设为 0.1，按照 0.2 的间隔调整正则化参数 ，将 分别设为

0.1、0.3、0.5、0.7、0.9 训练模型，得到模型的 NDCG@1值变化如图 3.2 所示。从图

3.2 中可以看出，当 小于 0.3 时，模型有过拟合现象；当 为 0.3 时模型最优；当 大于

0.3 时模型出现欠拟合现象。 

选取最优的正则化参数 ，按照 0.05 的间隔调整社交信息惩罚参数 ，将

分别设为 0、0.05、0.1、0.15、0.2 训练模型，特别地，当 取值为零时模型等价于

ListRank-MF。得到模型的 NDCG@1值变化如图 3.3 所示。从图 3.3 中可以看出，当

取 0.15 时模型最优，大于 0.15 时，推荐准确率下降。 

 

 
图 3.2  正则化参数 的影响 

Fig. 3.2  effects of regular parameter  
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图 3.3  社交惩罚系数 的影响 

Fig. 3.3  effects of social penalty coefficient  

 

3. 5  本章小结 

本章详细介绍了融合项目标签信息面向排序的社会化推荐算法，首先是问题引出与

问题描述，详细描述了本章所解决的具体问题；接着是对算法的详细阐述，针对现有面

向评分预测推荐方法的不足，将推荐问题看作一个排序问题，借鉴信息检索领域排序学

习的思想，扩展了一种基于 List-wise 排序学习的社会化推荐方法，在其基础上融入了用

户社交信息和商品标签信息；最后设计了实验对本章提出的方法进行验证，对比了几种

不同的排序损失函数，包括 RankNet 和 Bradley-Terry 模型，并且得出将 ListNet 的损失

函数融入矩阵分解模型要优于 RankNet 和 Bradley-Terry 模型。同时，不同稀疏性数据集

中推荐准确率也有明显的差异。实验结果表明，在 Top-K 推荐场景中本文提出的方法能

有效地提高推荐结果的准确率。 
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4  基于卷积神经网络的下一个购物篮推荐 

本章针对用户的隐性反馈行为数据，和评分预测任务以及 Top-K 推荐任务不同，本

章以下一个购物篮推荐作为研究目标。首先将用户行为按照一定的时间窗口进行划分，

对于每个窗口从多个不同的维度抽取用户对商品的时序偏好特征；接着运用深度学习领

域的卷积神经网络模型，模型中的卷积层组合不同长度的特征图来训练分类器。在阿里

巴巴移动推荐算法竞赛公布的真实数据集中的实验结果表明，和传统的线性模型和树模

型等传统分类器相比，我们提出的卷积神经网络框架具有较强的特征萃取能力和泛化能

力，在商品购买预测的准确率、召回率和 F1 值都有一定的提高，从而有效地提高了推

荐系统的性能。 

4. 1  引言 

近年来，伴随着互联网的普及，电子商务作为一种新兴产业得到了飞速的发展，诞

生了如阿里巴巴、京东和亚马逊等著名的大型电子商务平台。电子商务将实体店的商品

搬到了虚拟的网络平台，一方面方便了用户足不出户即可购买到各种各样的商品，大大

地优化了购物体验；另一方面也方便了卖家推销自己的商品，降低了成本。然而，纷繁

多样的商品却也增加了用户挑选商品的难度。电子商务平台中可以产生大量的用户隐性

反馈行为数据，这些行为数据中包含了丰富的用户偏好信息，从这些行为数据中预测出

用户下一个购买的商品即下一个购物篮具有极其重要的意义。 

当前，大部分的推荐方法主要关注用户-商品的二元矩阵，并对它们的二元关系直

接建模。在这种情况下往往只能利用用户对商品有限的显性反馈数据，而用户对商品的

隐性反馈行为以及行为的时效性往往会被忽略。然而有研究表明用户的历史交易行为对

用户的购买行为表现了较强的相关性。为了解决下一个购物篮推荐问题，主要有两种建

模思路。第一种是时序推荐模型，主要基于马尔可夫链，即充分利用时序行为数据来根

据用户的上一次行为预测下一次购买行为。这种模型的优势是能够通过时序行为产生好

的推荐，例如一个用户最近买了一部手机，它很可能会推荐别人在买手机之后也会买的

手机配件。第二种是总体推荐模型，即不考虑用户行为的时间敏感性即时序特点，而是

根据用户的整个消费历史记录来产生推荐结果。显然这种推荐方法可以捕获用户的总体

偏好，这里面最具代表性的就是协同过滤推荐，协同过滤推荐主要分为基于记忆的协同

过滤和基于模型的协同过滤（如矩阵分解等）。显然更好的方案是既能考虑用户的时序
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行为也能考虑用户的总体偏好，相应地，Steffen Rendle 等人提出了分解个性化马尔可夫

链模型（Factorizing Personalized Markov Chains, FPMC），它既能对用户的时序行为建

模也能捕获用户的总体偏好，实验结果表明和单独的时序模型和综合推荐模型相比它具

有更好的推荐效果。 

近年来，深度学习模型已经在计算机视觉、语言识别和自然语言处理等领域取得了

突破性的进展。深度学习模型[66]是一种机器学习模型，它通过模拟人类神经系统的网络

结构能够自动地从原始输入特征中学习出高级抽象特征，实验证明，和浅层模型相比深

层模型能更好地表达数据的特征[66]。卷积神经网络[67]是一种特殊的深度网络结构的深度

学习模型，它的权值共享网络结构使之更类似于生物神经网络，降低了网络模型的复杂

度，减少了权值的数量。其基本结构包括两层，其一为卷积层（Convolutional Layer），

每个神经元的输入通过卷积核（也称为特征图，Feature Map）与前一层的局部接受域相

连，并提取该局部特征；其二为池化层（Pooling Layer），网络中的每个神经元通过一

个卷积核连接从而提取出总体特征。卷积神经网络对于处理图像等二维特征具有较大的

优势。 

基于以上分析，本章提出了一种基于卷积神经网络的下一个购物篮推荐模型。其流

程如图 4.1 所示。首先，我们以用户-商品对作为一个训练样本，将此问题看作一个二元

分类问题，即类别分为用户在下一时刻对该商品发生购买行为和不发生购买行为。然后，

为了捕获用户对商品的时序偏好特征，我们将用户对商品的行为按照一定长度的时间窗

口进行划分，对于每一个时间窗口对其行为特征进行深入挖掘，从多个不同的角度对该

窗口内用户对商品的偏好特征进行刻画。接着，为了充分考虑用户对商品的时序偏好和

总体偏好，我们充分利用卷积神经网络能够通过池化层从局部特征抽取出总体特征的特

征，以时间序列作为特征的一个维度将用户对商品的偏好特征转换为二维特征，在卷积

层中按照时间窗口提取其局部特征，在池化层中提取其总体特征，以此训练卷积神经网

络模型。最后，在预测阶段我们将测试集的样本特征输入模型，产生 Top-K 样本作为最

终购买预测结果。 

本章的主要贡献包括以下几点： 

（1） 采用了时间窗口的机制充分刻画用户对商品的时序行为偏好特征，并且对于

每一个窗口从多个不同的角度对用户的隐性反馈行为特征进行建模。 

（2） 提出了一种基于分类的推荐模型，和传统的时序推荐方法和协同过滤推荐方

法不同，本文将用户在下一时刻对某一商品是否发生购买看作一个二元分类问题，增强

了此问题的适用性。 
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（3） 提出了一种基于卷积神经网络的下一个购物篮推荐算法，添加时间轴将用户

行为特征转化为二维平面输入至卷积神经网络中，充分利用卷积神经网络可通过卷积层

提取局部特征和池化层提取总体特征的特性，充分挖掘特征之间的内在联系从而获得更

好地特征表达，对模型进行训练。实验结果表明，这种机制有效地提高了推荐性能。 

本章的组织结构如下：章节 4.2 通过定义相关符号详细描述了本章的研究问题；章

节 4.3 主要介绍用户时序行为特征的构建；章节 4.4 详细介绍了本章提出的基于卷积神

经网络的下一个购物篮推荐算法；章节 4.5 详细对实验结果进行了评估和分析；章节 4.6

总结了本章的工作。 

开始

样本构建

用户-商品时序行
为特征抽取

卷积神经网络模型
训练

测试数据集下一个购物篮推荐

结束

 

图 4.1  基于卷积神经网络的下一个购物篮推荐流程图 

Fig. 4.1  Flow chart of convolutional neural network-based next basket recommendation 

 

4.2  问题描述 

本章节给出在线商品购买预测的明确描述，然后通过定义相关的符号进一步描述在

线商品购买预测的推荐场景以及本章的研究问题。 
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在在线商品购买预测的推荐场景中，有一系列用户 和一系列商品

，其中商品具有类别等属性。在电子商务平台中用户会有一系列隐性反

馈行为，每一条行为记录可表示为 ，其中 表示商品类别 k，

表示行为的类型，主要包括点击（click）、收藏（collect）、加入购物车（cart）、

购买（buy）等， 表示发生该行为的时间。 

如图 4.2 所示，在线商品购买预测问题可表示为给定 T 时间之前的用户行为记录集

合 D，预测用户在 T 时间发生购买行为的商品集合。 

 

User1

User2

User3

点击：a,b
购买：b,c

点击：a,b,e
购物车：b,e

点击：a,d,e
收藏：a,d

点击：b,e,f
购买：b,e
收藏：f

点击：a,b
购物车：a,b
购买：a

User4
点击：a,f
收藏：a
购物车：f

点击：a,b,c
收藏：a
购买：b

点击：b,f
购物车：b
收藏：b,f

?

?

?

?

时间序列

T-3 T-2 T-1 T

 

图 4.2  基于隐性反馈行为的下一个购物篮推荐示意图 

Fig. 4.2  Diagram of implicit feedback behavior-based next basket recommendation 

 

4. 3  时序行为偏好特征构建 

本章节以阿里巴巴移动推荐算法竞赛公开的数据集为例，具体数据集描述详见

4.4.1，数据集中给定用户一个月的行为记录，其中行为类型包括点击、收藏、加入购物

车、购买四种，行为时间精确到小时，商品还有商品类别属性。为了更好的捕获用户的

时序特征，本章节按照每三天作为构建训练样本的时间窗口，每个样本窗口内按照每八

小时作为特征统计的时间窗口从多个维度对用户偏好特征进行刻画。 



基于排序学习和卷积神经网络的推荐算法研究 

- 28 - 

 

4.3.1   样本构建 

和传统的推荐方法不同，我们把在线商品购买预测问题看作一个分类问题，将用户

-商品对作为一个训练样本，下文的特征构建和模型训练均是基于这样构建的样本进行

的。如图 4.3 所示，假设我们需要预测用户在 12 月 18 日的购买行为，我们选择前三天

作为特征统计的窗口，预测当天作为样本标注的依据。因此可以从 12 月 14 日-12 月 16

日期间的用户行为中抽取样本的特征，12 月 17 日用户对该商品是否发生购买对样本进

行标注，从而构建好了模型的训练集。同理，从 12 月 15 日-12 月 17 日期间用户的行为

抽取测试集特征从而对 12 月 18 日进行在线商品购买预测。特别地，对于预测日期前三

天没有发生行为的用户-商品对，我们选择直接忽略处理。 

 

12月15日12月14日 12月16日 12月17日 12月18日

训练集特征 标注

测试集特征 预测
 

图 4.3.  数据集划分示意图 

Fig. 4.3  Diagram of dataset split 

 

4.3.2  特征体系 

基于 4.3.1 构建好的样本，为了体现用户商品购买预测的时序特性和时间敏感特性，

在三天的样本构建窗口内我们选择了更加细粒度的特征统计时间窗口，即每八个小时作

为一个特征统计窗口，这样我们可以把特征划分为 9 个窗口，按照距离预测目标日期的

时间间隔由近到远编号为 0-8。如图 4.4 所示，根据数据集中用户行为记录的特点，我

们将特征分为如下五个群组：用户-商品特征群组（User-Item, UI）、用户-商品类别特征

群组（User-Category, UC）、用户特征群组（User, U）、商品特征群组（Item, I）、商

品类别特征群组（Category, C）；按照特征统计方法我们将特征分为如下几种类型：计

数特征、比值特征、转化率特征、均值特征。下面将分别对这几种类型的特征进行说明。 
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计数特征

比值特征

用户-商品特征群组 用户特征群组

转化率特征

均值特征

计数特征

商品特征群组

转化率特征

均值特征

计数特征

用户-类别特征群组

比值特征

计数特征

商品类别特征群组

转化率特征

均值特征

计数特征

 

图 4.4  特征体系示意图 

Fig. 4.4  Diagram of feature system 

 

4.3.3  计数特征 

计数特征是最基本的统计特征，对于每一个特征统计窗口，我们使用了几种不同的

计数特征，详细介绍如下。 

（1） 行为计数，采用累积型，即该特征统计窗口以及之前窗口中发生各种行为的

数量。在五个特征群组中都有此类型特征，如对于点击行为分别表示用户对商品的点击

数量、用户对某商品类别的点击数量、用户的总点击数量、商品的总点击数量、商品类

别的总点击数量，其它行为以此类推。我们将时间窗口 t 中用户 i 对商品 j 的点击数表

示为 ，其中 UI 代表用户-商品特征群组，click 代表行为

类型为点击。 

（2） 去重型计数特征，仍然采用累计型。在用户特征群组中包括用户在该窗口以

及之前窗口中每个行为类型包含不同商品、不同商品类别的数量；在商品特征群组中包

括商品在该窗口以及之前窗口中每个行为类型包含不同用户数量；在商品类别特征群组

中包括该类别所有商品在该窗口以及之前窗口中每种行为包含不同用户的数量。我们将

时间窗口 t 中用户 i 点击的不同商品数量表示为 ，其中

U 表示用户特征群组，click表示行为类型为点击。 

4.3.4   比值特征 

用户对商品的行为占用户、商品或商品类别总行为的比例往往也是影响用户对该商

品偏好程度的一个方面，这些比值反映了用户对特定商品或商品类别行为占总体行为的

比重，因此我们基于基本计数特征通过除法运算衍生出一系列的比值型特征。以窗口 2

的点击行为为例，在用户-商品特征群组中有该用户对该商品的点击数除以该用户的总
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点击数、该商品的总点击数、该用户对该商品类别的总点击数；在用户-商品类别特征

群组中有该用户对该商品类别的点击数除以该用户的总点击数和该商品类别的总点击

数。类似地，对于其它行为以及其它特征统计窗口也采用同样的计算方法。在时间窗口

t 用户 i 对商品 j 的点击量占用户 i 总点击量的比值计算方法可表示为公式（4.1）所示。 

( )
( )

_ , , , ,
_ _ _ ( , , , )

_ , , ,

i j

i

action count t UI U I click
rate ui in u t i j click

action count t U U click
=          （4.1） 

其中分子部分表示用户 i 对商品 j 在窗口 t 的点击量，UI 表示用户-商品特征群组中

的行为统计；分母部分表示在窗口 t 用户 i 的总点击量，U 表示用户特征群组中的行为

统计。 

4.3.5   转化率特征 

由于消费者心理及行为习惯的差异，有的用户对于商品购买目的性较强，显得比较

“果断”，可能少量的浏览就能决定是否购买该商品；而有的用户则往往会显得比较“犹

豫”，难以很快做出购买的选择，往往需要更多的浏览货比三家才能决定是否购买该商

品。另一方面，从商品的角度来分析，有的商品如消费类的电影消费，往往需要较少的

点击就能转化为一次购买；而其它商品如服装类，往往需要更多的浏览行为，仔细分析

对比才能决定是否购买该商品。基于这些分析，我们提出转化率特征作为描述用户、商

品以及商品类别的一个方面。对于任意一个特征统计窗口，在用户特征群组、商品特征

群组、商品类别特征群组中将购买数除以点击数作为该时间窗口的转化率特征。在时间

窗口 t 用户 i 的购买转化率可表示为如公式（4.2）所示。 

_ ( , , , )
_ _ ( , )

_ ( , , , )

i

i

action count t U U buy
transfer rate u t i

action count t U U click
=           （4.2） 

其中分子部分表示用户 i 在时间窗口 t 的购买总量，分母部分表示为用户 i 在时间

窗口 t 的点击总量。 

4.3.6   均值特征 

为了更好地刻画用户的活跃度、商品流行度及商品类别的受欢迎程度，我们基于计

数型特征衍生出一系列的均值型特征。以点击行为为例，在用户特征群组里包括用户对

商品的平均点击次数，用户对商品类别的平均点击次数；在商品特征群组中包括商品被

点击的平均次数；在商品类别特征群组中包括该商品类别被所有用户的平均点击次数。

用户 i 对商品的平均点击次数计算方法如公式（4.3）所示。 
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_ ( , , , )
_ _ ( , , )

_ _ ( , , , )

i

i

action count t U U click
user avg item t i click

user unique item t U U click
=        （4.3） 

其中分子部分表示在时间窗口 t 用户 i 的点击数，分母部分表示在时间窗口 t 用户 i

点击不同商品的数量。 

4. 4  基于卷积神经网络的下一个购物篮推荐 

为了综合考虑用户对特定商品偏好的时序敏感性以及用户的总体偏好，同时挖掘用

户在不同时间序列中商品偏好行为特征的内存联系，从而获得更好的特征表达，本章采

用了卷积神经网络模型对用户的下一次购买行为进行预测。 

4. 4.1   模型框架 

基于以上分析及构建好的用户时序行为偏好特征，我们采用了如下图 4.5 所示结构

的卷积神经网络模型。模型分为四层，分别为输入层、多窗口卷积层、池化层以及输出

层。其中输入层为构建好的输入特征，按照时间序列将输入特征转化为一个二维平面，

每个时间窗口表达为一个特征向量；多窗口卷积层通过不同长度的时间窗口对输入特征

平面进行卷积计算，得到不同的特征图（Feature Map）；池化层又称为子采样层

（Sub-Sampling）对卷积层得到的不同特征图进行降维，得到一个池化后的特征向量；

输出层与池化层是全连接的网络结构。 

 

输入特征 多窗口卷积层 最大化池化层 输出层

时
间
序
列

 

图 4.5  卷积神经网络模型示意图 

Fig. 4.5  Diagram of convolutional neural network model 
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4. 4.2   卷积层 

假设一共有 T 个特征统计时间窗口，每个时间窗口有 K 个用户对商品的偏好行为特

征，那么对于每个输入样本 x 可以表示为一个 的矩阵，即 。卷积层中的

特征图由输入层和卷积核通过卷积计算得到，卷积核又被称为滤波器（Filter）。假设卷

积核的窗口长度为 h， 表示时间窗口 i 到时间窗口 i+ j 进行拼接得到的特征向量，

卷积核 w 可表示为一个 的向量，即 ，特征图可得到 T-h+1 个特征，即特

征图 ，其中第 i 个特征 按照如下公式（4.4）计算得到。 

( ): 1i i i hf g w x b+ -= ¶ +                        （4.4） 

其中 b是偏置项，是一个实数； 是非线性激活函数，常采用的激活函数有 ReLu、

Sigmoid 和 Tanh，这三种激活函数分别表示为如下公式（4.5）所示。 

() ( )

()

()

Re max 0,

1

1

Tanh

x

x x

x x

Lu x x

Sigmoid x
e

e e
x

e e

-

-

-

=

=
+

-
=
+

                        （4.5） 

4. 4.3   池化层 

池化层（Pooling）又被称为子采样层（Sub-sampling）或下采样层（Down Sampling），

在卷积层之后添加一个池化层对卷积层得到的每一个特征图进行池化（Pooling）操作，

常用的池化操作包括最大值池化（Max-pooling）和平均值池化（Mean-Pooling），最大

值池化操作选择特征图中的最大值，平均值池化选择特征图中的平均值，本章采用的是

前者。池化层旨在对特征图进行缩放同时降低了网络的复杂度，通过最大值池化操作可

以得到该卷积核的最主要特征，至此每一个卷积核可以提取出一个特征。本章采用了几

种不同窗口长度的卷积核。假设在卷积层第 k 个卷积核得到的特征图为

，池化操作可表示为公式（4.6）所示。 

_ ( ) ( )jpool feature j down f=                     （4.6） 

其中 down(x)代表池化操作。 

4. 4.4  模型训练 

池化层得到的特征通过全连接的网络结构传递到输出层，输出层通过 softmax 函数

作用得到每个类别的概率值。假设一共有 M 个卷积核，输出层一共有 C 个类别，则输
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出层的权值参数 是一个 的矩阵即 ，样本 x池化后得到的特征 是一个 M

维的向量即 。样本 x被分到第 i 个类别的概率可以表示为公式（4.7）所示。 

( )
( )

( )

ˆ

ˆ

1

| ,
i i

k k

f b

C
f b

k

e
p i x

e

q

q
q

¶ +

¶ +

=

=

ä
                        （4.7） 

其中 表示全连接层的第 k个偏置项。通过最大化模型的似然概率值可得到模型的

交叉熵损失函数如公式（4.8）所示。 

() ( )( )
1

log | ,
T

i i

i

J p y xq q
=

=-ä                   （4.8） 

其中 T 为训练数据集， 为第 i 个样本的真实类别， 为第 i 个样本的特征， 为模

型的参数。通过极小化该损失函数学习模型参数，训练方法本章采用了 2012 年 Zeiler

提出的改进的梯度下降方法 Adadelta[68]。另外，为防止模型出现过拟合现象，我们对卷

积层采取了 Dropout[69]处理，即按照一定的概率随机将卷积层的神经元结点转为 0，使

其权重不工作。 

4. 5  实验结果与分析 

本章节详细介绍本章的实验过程采用的数据集，实验结果及实验对比分析，实验参

数对实验结果的影响等。 

4. 5.1  数据集描述 

 

表 4.1  数据集的基本统计信息 

Tab. 4.1  Basic statistic information of the dataset 

统计信息 阿里移动推荐数据集 

用户数 10,000 

商品数 2,876,947 

商品类别数 8,916 

O2O 商品数 310,582 

O2O 商品类别数 991 

行为数 12,256,906 

点击行为数 11,550,581 

收藏行为数 242,556 

加入购物车行为数 343,564 

购买行为数 120,205 
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本章的实验采用的是阿里巴巴集团在 2015 年举办的移动推荐算法竞赛公开的数据

集，此数据集包含了一个月（2014 年 11 月 18 日-2014 年 12 月 18 日）的用户行为数据

以及商品信息。其中用户的行为数据包括 10,000 个用户对 2,876,947 个商品的各种行为，

行为类型包括点击、收藏、加入购物车和购买，每一条行为记录标识了精确到小时的行

为时间。商品信息包括商品类别信息，且标识出该商品是否为线上到线下类型的商品

（Online to Offline, O2O），表 4.1 是数据集的一些基本统计信息。 

4. 5.2  评价指标 

本章提出方法的目的在于根据用户的历史行为记录预测用户在下一时刻购买的商

品列表，因此我们将数据集中最后一天即 2014 年 12 月 18 日的数据作为测试集对模型

进行评价，以该日期之前的行为数据作为训练集对模型进行训练，样本的构建方法如

4.3.1 所示。我们采用 F1-score 作为模型的评价指标，F1-score 可以看成是准确率

（Precision）和召回率（Recall）的调和平均数，只有在两者都较高时才能有较高的得分，

目前 F1-score 已广泛用于推荐系统的评价中。其计算方法如下公式（4.9）、（4.10）和

（4.11）所示。 

_ _

_

prediction set answer set
precision

prediction set

Æ
=           （4.9） 

_ _

_

prediction set answer set
recall

answer set

Æ
=             （4.10） 

2
1

precision recall
F score

precision recall

³ ³
- =

+
                  （4.11） 

其中公式（4.9）是准确率的计算公式，公式（4.10）是召回率的计算公式，公式（4.11）

是 F1-score的计算公式。prediction_set为预测购买的用户-商品对集合，answer_set为

12 月 18 日真实购买的用户-商品对集合。 

4. 5.3  数据预处理与实验设置 

本章实验采用的是阿里巴巴移动推荐算法竞赛公布的数据集，由于此数据集中正负

样本分布极其不平衡，例如按照 2014 年 12 月 17 日作为标结果，16 日、15 日、14 日作

为特征统计时间窗口构建的训练集中有正样本 748 条，负样本 508,320 条，正负样本比

例为 1:680，由于负样本中含有较多的噪音，让模型更适合不平衡数据下的学习[70]我们

对负样本作了随机欠采样（Under Sampling）处理，即随机有放回抽样选择 5%负样本和

正样本合并作为该标注日训练数据集。另外为了丰富数据集我们选择了多个标注日的数
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据合并作为最终训练集。按照 4.4 中所示的方法统计特征，三天作为样本构建的时间窗

口长度，8 小时作为特征统计时间窗口长度，这样每个样本可以划分为 9 个时间窗口，

分别为距离样本标注日期前 8 小时、前 16 小时、前 24 小时、前 32 小时、前 40 小时、

前 48 小时、前 56 小时、前 64 小时、前 72 小时。模型训练过程采用 AdaDelta Update Rule

进行随机梯度下降调整模型的参数。模型可调的超参数（Hyper Parameters）如下表 4.2

所示，表中的值为在验证集误差最小时模型最终的超参数，其中卷积核选择了卷积时间

窗口为 2 和 3，两个不同长度窗口的卷积核数量都为 200 个，所以一共有 400 个卷积核。 

 

表 4.2  卷积神经网络参数设置 

Tab. 4.2  Parameter settings of Convolutional Neural Networks 

参数名 参数值 

卷积核激活函数 tanh 

卷积核窗口大小 [2,3] 

卷积核数量 400 

Dropout 比例 0.5 

每次更新使用样本数量（Batch Size） 50 

迭代次数（Epoch） 5 

 

4. 5. 4  实验结果与对比 

为了验证卷积神经网络在捕获用户对商品时序偏好和挖掘用户时序行为特征之间

内存联系的优势，我们在保证训练特征等条件相同的情况下对比了几种常用的分类模

型。它们分别是线性逻辑回归分类模型[71]（Logistic Regression, LR）、支持向量机模型
[72]（Support Vector Machine, SVM）、随机森林模型[73]（Random Forests, RF）和梯度提

升回归树模型[74]（Gradient Boosting Decision Tree, GBDT），另外还对比了将最近 8 小

时加入购物车商品（Latest Cart）作为推荐结果。另外我们对预测结果进行了过滤，只

选择 O2O 商品作为最终的预测结果，实验中使用了 sklearn[75]工具包。 

实验过程中各个模型的超参数设置分别为： 

（1） LR，选择 L2 正则，正则化系数为 0.1。 

（2） SVM，选择径向基（Radial Basis Function, RBF）核函数，核函数 gamma 为

0.005。 

（3） RF，树的数量为 200，选择熵作为特征切分标准，随机特征比例为 0.5。 

（4） GBDT，树的数量为 100，学习率为 0.1，树的最大深度为 3。 

使用上述参数得到实验结果如下表 4.3 所示。 
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表 4.3  各个模型的实验结果对比 

Tab. 4.3  Experimental results comparison of several models 

模型 准确率 召回率 F1 值 

Latest Cart 3.14% 5.60% 4.02% 

LR 6.50% 6.62% 6.56% 

SVM 7.50% 7.63% 7.57% 

RF 7.00% 7.12% 7.06% 

GBDT 7.75% 7.89% 7.82% 

CNN 8.00% 8.14% 8.07% 

 

由表 4.3 中可以看出，和几种传统的分类模型相比本章提出的模型取得了最优的效

果，和基于规则的 Latest Cart，逻辑回归模型 LR、支持向量机模型 SVM、随机森林模

型 RF、梯度提升决策树模型 GBDT 相比 F1 值分别提高了 100%，23.02%，6.61%，14.31%，

3.20%。由此说明基于我们构建的用户偏好特征，卷积神经网络确实有更强的特征萃取

能力和模型泛化能力。另外我们基于这样的假设，近期加入购物车的商品往往更容易发

生购买行为，可以看到基于我们设计的特征 LR、SVM、RF、GBDT、CNN 和和基于规

则的 Latest Cart 相比 F1 值分别提高了 63.18%，88.31%，75.62%，94.52%，100%，说

明本章对用户的时序行为偏好建模是合理的，构建的用户对商品的行为偏好特征对于提

高推荐系统准确率有积极作用。由于线性模型假设各个特征是独立的，无法挖掘出特征

之间的内在联系，因此本实验中线性分类模型 LR 和其它非线性分类模型相比具有一定

的局限性，本文提出的基于卷积神经网络的下一个购物篮推荐方法能更好地挖掘用户时

序偏好特征之间的内在联系。 

4. 5. 5  参数分析 

本文训练过程采用的是批量梯度下降方法进行参数优化和更新，由表 4.2 可知，在

训练过程中可调的参数主要有每个批量样本的数量（Batch Size），和迭代的次数（Epoch 

Count）。模型首先按照 Batch Size 将训练数据集分为若干个 Batch，并且按照 1:9 的比

例划分为验证集和新的训练集，验证集主要为了寻找最优的模型超参数，每一个 Batch

的训练样本更新一次模型参数，我们将训练数据集中的每个 Batch 都更新完一次称作一

次迭代，即一个 Epoch。为观察模型的收敛情况，我们在模型的训练过程中每执行一次

迭代分别观察训练集、验证集和测试集的准确率，得到如图 4.6 所示的模型训练过程示

意图。 
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图 4.6 中横坐标表示迭代次数，纵坐标表示样本的准确率，从图中可以看到，随着

训练的进行，训练集的准确率一直在升高，而验证集准确率在模型第 5 次迭代以后出现

了下降的情况，类似地，测试集误差也在第五次迭代之后出现了下降，说明模型训练在

第 5 次迭代后出现了过拟合的情况。另外，我们发现测试集的准确率要高于训练集和验

证集，主要是因为我们在进行在线预测时，只选择了 O2O 类型的商品进行预测，其它

商品进行了过滤，这样在预测基数减少的情况下测试集取得了较高的准确率。 

 

 

图 4.6  模型训练过程 

Fig. 4.6 Process of model training 

 

4. 6  本章小结 

针对用户的隐性反馈行为，本章提出了一种基于卷积神经网络的下一个购物篮推荐

算法。本章选取电子商务领域的下一个购物篮推荐作为研究目标，首先介绍了所研究问

题。接着详细介绍了本章所采用的方法，首先将用户行为按照一定的时间窗口进行划分，

对于每个窗口从多个不同的维度抽取用户对商品的时序偏好特征；接着运用深度学习领

域的卷积神经网络模型，模型中的卷积层组合不同长度的特征图来训练分类器。最后介

绍了本章的实验过程，在阿里巴巴移动推荐算法竞赛公布的真实数据集中的实验结果表

明，和传统的线性模型和树模型等分类器相比，本章所提出的卷积神经网络框架具有较

强的特征萃取能力和泛化能力，提高了下一个购物篮推荐的准确率和推荐系统的用户满

意度。 
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结    论 

随着互联网技术的飞速发展，网络上的数据呈现指数级的速度增长，另外小型计算

机和智能移动终端设备（智能手机、平板电脑等）的普及也使得互联网在人们的日常生

活中扮演着越来越重要的角色，人们对于互联网的依赖性越来越强，在此环境下电子商

务取得了飞速发展。电子商务将传统的零售业搬到虚拟的互联网平台，使得人们足不出

户便可浏览到海量商品并直接进行购买，从而大大地提升了用户的购物体验，另一方面

也极大地方便了商家更好地展示自己的商品从而提高销售额。与此同时，电子商务平台

海量的商品却也给用户进行消费决策带来了困扰，如何从海量的商品中挖掘出用户的偏

好并预测出其感兴趣的商品已经成为了一个极具挑战性的问题，从商家的角度上说如何

更好地展示商品并提高商品的销量也有极大的意义。在此背景下推荐系统应运而生并逐

渐成为了一项关键技术。推荐系统主要利用用户的反馈行为来分析用户偏好，用户的反

馈行为主要分为显性反馈行为及隐性反馈行为。 

针对用户的显性反馈行为，目前已有的推荐方法主要基于用户的评分行为进行建

模，主要研究集中在评分预测问题。已有的推荐方法主要有基于内容的推荐和基于

协同过滤的推荐，基于内容的推荐主要利用用户的自然属性和商品的描述信息构建

特征，从而对商品的偏好进行预测，但是其推荐结果过度依赖于用户及商品本身的

信息，对于缺乏相关信息的系统中并不适用。基于协同过滤的推荐主要考虑用户-

商品的二元评分行为，主要分为基于记忆的协同过滤和基于模型的协同过滤。这些

方法主要以预测最终的评分为目标，很少在真实的实用场景中商品是以列表的形式

展现给用户的，而忽略了商品的排序质量；另一方面，由于只应用了用户-商品的二

元关系，而忽略了其它外部信息对推荐结果的影响，如用户的社交影响力、商品的

打标签现象等等。如何充分利用外部信息并融入已有的推荐模型中从而获得的

Top-K 列表推荐是当前研究中比较缺乏的方向。 

针对用户的隐性反馈行为，目前已有的推荐方法主要将此问题当作下一个购物篮推

荐问题，即根据用户已有的行为序列预测用户的下一个行为。主要的推荐方法分为两类，

一类是序列推荐，即用户的下一次购买取决了其上一次行为，主要基于马尔可夫链；另

一类是总体推荐，即利用用户的整个行为历史进行推荐，如协同过滤等等。序列推荐考

虑到了时序行为的影响却忽略了总体偏好，总体推荐考虑用户的总体偏好却忽略了用户

的行为时序敏感度。如何综合考虑用户的时序偏好和总体偏好以及对用户的时序偏好特

征进行建模是当前研究中比较缺乏的。 
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综上所述，本文的工作主要分为以下几个方面： 

（1）针对用户的显性反馈中的评分行为，借鉴了信息检索领域中排序学习的思想，

把 Top-K 列表推荐转化成了一个排序问题，从而将信息检索领域排序学习的方法应用到

了个性化推荐领域，对比了多种 Pair-wise 和 List-wise 的排序损失函数，并得到了实验

结果。 

（2）扩展了一种基于 List-wise 的排序学习方法，并且融入了商品标签信息和用户

社交信息，充分利用商品标签相似度和用户的信任度，并把它们作为一个约束项加入排

序损失函数中，从而学习到更加准确的用户和商品特征向量，有效地提高了推荐结果的

准确率。 

（3）针对用户的隐性反馈行为，本文提出了一种基于时间窗口的时序偏好建模机

制，即采用时间窗口的机制充分刻画用户对商品的时序行为偏好特征，并且对于每一个

窗口从多个不同的角度对用户的隐性反馈行为特征进行建模。 

（4）提出了一种基于卷积神经网络的在线商品购买预测方法，和传统的时序推荐

方法和协同过滤推荐方法不同，本文将用户在下一时刻对某一商品是否发生购买看作一

个二元分类问题，增加了此问题的普适性。添加时间轴将用户行为特征转化为二维平面

输入至卷积神经网络中，充分利用卷积神经网络可通过卷积层提取局部特征和池化层提

取总体特征的特性，充分挖掘特征之间的内在联系从而获得更好地特征表达，对模型进

行训练。实验结果表明，这种机制有效地提高了推荐性能。 

在推荐系统领域仍然有一些值得深入研究的领域，在商品显性反馈行为建模中引入

更多的外部信息，如用户对商品评论信息，融入文本挖掘特征及评论的情感信息等。对

用户的建模方面可以对用户进行用户画像从而更细致地考虑不同类型用户的偏好特点。

另一方面对商品也进行更加细致地刻画，如考虑其位置信息等等。包括但不限于以上方

面都将作为我们以后研究的方向。 
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