
         

 

 

硕 士 学 位 论 文 
 

 

基于词向量和主题模型的生物医学摘要技术 

Word Embedding and Topic Model based Biomedical 

Summarization 

  

 

 

 

 

 

 

 

 

 

作 者 姓 名：         郝辉辉              

学科、 专业：     计算机应用技术          

学       号：        21209215             

指 导 教 师：       林鸿飞 教授              

完 成 日 期：       2015-05-04            

 

 

 

大连理工大学 

Dalian University of Technology 



 

 

 

大连理工大学学位论文独创性声明 

 

作者郑重声明：所呈交的学位论文，是本人在导师的指导下进行研究

工作所取得的成果。尽我所知，除文中已经注明引用内容和致谢的地方外，

本论文不包含其他个人或集体已经发表的研究成果，也不包含其他已申请

学位或其他用途使用过的成果。与我一同工作的同志对本研究所做的贡献

均已在论文中做了明确的说明并表示了谢意。 

若有不实之处，本人愿意承担相关法律责任。 

学位论文题目：                                                    

作 者 签 名 ：                         日期：       年    月    日 

 

 

 

 

 

 



大连理工大学硕士学位论文 

- I - 

摘    要 

随着科学技术的快速发展，因特网上的在线资源和文献数量都在呈指数性的增长。

这些资源在给人类带来海量信息的同时，也带来数据冗余和垃圾信息等问题，用户往往

需要花费更多的时间才能找到所需要的信息。而文本摘要技术可以快速抽取文档集中的

重要信息，并用指定长度的一段话反映原文信息，实现为用户节省搜索时间，提高工作

效率的目的。在生物医学领域，如 MEDLINE 数据库中，一个概念能检索到上万篇相关

文献。因此文本摘要技术的研究对于生物医学领域的研究人员具有重大意义。 

自 2013 年 word2vec 工具被提出以来，由于其高效性和简易性，该模型被广泛使用，

另外由于近些年深度学习出色的性能效果，使得词向量的研究受到文本挖掘领域研究人

员的重视。如何将词向量的研究加入到文本摘要技术方法中，使得摘要性能有进一步的

提升，是本文的研究重点。本文将语料集划分为句子集合，每条句子作为图中结点并赋

予平均初始权重，利用词向量计算句子间的语义相似性作为两两句子间边的权重，基于

PageRank 思想对图中结点迭代计算结点权重直至收敛。最终结点权重反映句子的重要

性，最后利用最大边缘相关算法消除句子中的冗余信息生成摘要。为充分验证词向量在

计算句子相似性的性能效果，本文采用多种方式利用词向量，如采用特征词均值、特征

词对应维的最大值、结合语义相似性计算等，以找到最适合本文摘要方法的使用方式。

本文通过三组实验，对比发现结合语义相似性计算的方式能够更大程度地提升文本摘要

性能。 

尽管文本摘要技术可以使用户快速浏览大量信息，但是由于不同角色的用户会有不

同的信息需求。如对于某一疾病，医生想了解的是相关的最新研究成果等，而病人则关

注的是该疾病的症状、治疗方案等。因此本文针对不同类用户，提出面向用户角色的自

动文本摘要技术。以医生和病人为研究对象，首先搜集两类用户关于疾病“HIV 

Infections”的评论信息，生成两个用户评论集，然后分别利用 pLSA 和 LDA 对评论集进

行主题建模，找到用户对该疾病关注的主题词，并加入到句子权重计算过程中最终生成

摘要。通过评价系统摘要性能以及计算摘要和主题词间的相似性，实验结果证明了本文

方法在生成面向用户的疾病摘要的有效性。 

 

关键词：文本摘要；生物医学领域；词向量；主题模型 
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Word Embedding and Topic Model based Biomedical Summarization 

 

Abstract 

With the rapid development of technology, the resources and number of literature online 

has been growing exponentially. All the resources can bring vast amount of information, 

however they also bring the problem of data redundancy and spam at the same time, and it 

would take much more time of users to find the materials that they want. Text summarization 

can extract the most important information existing in the corpus quickly and employ a fixed 

length fraction to represent the source files, with saving time and increasing work efficiency 

for users. In the biomedical domain, such as MEDLINE Database, one concept can be 

retrieved thousands of related documents. Thus the exploration of text summarization has 

great value for biomedical researchers. 

Since word2vec was proposed in 2013, the model has been widely used with the 

advantage of high-efficiency and flexibility. Moreover because the technology of deep 

learning has an outstanding performance recently, the study of word embedding has attracted 

much attention from researchers. How to combine word embedding into the technique of text 

summarization to have a better performance of summary will be the focus of this paper. 

Firstly, this paper handled the corpus into a candidate sentence set, every sentence could be 

treated a node of the graph with an average weight. Then we computed the semantic 

similarities between every two sentences using word embedding as the weight of their edges. 

Calculated weights of nodes in the graph iteratively based on PageRank. And then the weight 

of a node could represent the importance of its corresponding sentence. Finally it generated 

summary with maximal marginal relevance to reduce redundancy among sentences. To 

explore the most suitable way of word embedding for this task, this paper has adopted several 

ways, such as employing the average of word embedding of features, the maximum of each 

dimension of features, combing semantic computation or others to represent sentence. By 

comparing the results of three groups, we can conclude that the method of combing semantic 

similarity would contribute best to performance of summarization. 

Although text summarization can help users to quickly browse information, users of 

different roles may have different information needs. For example, as for a disease, the doctor 

wants to know about its latest research results, whereas the patient may want to learn about its 

symptoms, diagnoses or treatments. Hence as for different users, this paper proposed a 

user-oriented summarization. Take doctors and patients for experiments, this paper parsed the 

comments of the two class users about disease “HIV Infections”, to make up two comment 

sets. Then it conducted topic model on the two sets with pLSA and LDA, to find the topic 
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terms that the users are really interested in. Finally we incorporated these terms into the 

computation of importance of sentences. This paper evaluated the method from two aspects: 

performance of summary and similarity with topic terms, and the results proved the efficiency 

of generating user-oriented disease summarization.  

 

Key Words：Text Summarization; Biomedical domain; Word Embedding; Topic Model 
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1  绪论 

1.1  研究背景 

文本摘要技术可以实现利用简洁的短文本表达原文中重要信息的目的，是文本挖掘

研究领域重要的一部分。面对海量数据，该研究可以节约用户阅读时间，提高工作效率。

和基于查询的搜索不同，文本摘要技术不仅能过滤不相关信息，而且可以压缩数据。截

至 2015 年 3 月底，生物医学文献数据库 Pubmed 已包含两千四百多万文献，在该数据库

中，检索一个概念可以得到大量相关文献，如疾病 HIV 可以检索到 252,200 篇文献。如

何能快速浏览这些文献并提取文献中重要信息将显得尤为重要，而文本摘要技术则可以

有效解决该问题。然而随着在线数据呈指数性地增长，数据冗余和垃圾信息带来的挑战

使得未来工作中文本摘要的研究变得更为关注。 

1.2  研究现状 

1.2.1  文本挖掘领域的文本摘要技术 

到目前为止文本摘要技术已有 50 多年的研究历史[1]，该技术能够找出文档或文档集

中最重要的信息并用简洁连贯的短文进行表示[2]。随着信息检索技术的快速发展，文本

摘要技术也日益成熟起来。从最初基于词频[1]、TF*IDF 到基于图型表示的方法[3-5]，文

本摘要的性能均有很大的提升。近几年由于机器学习的推广和深度学习的广泛关注，越

来越多的研究者开始将机器学习方法引入到文本摘要技术中[6-8]。 

文本摘要技术可以分为抽取型摘要和概括型摘要。前者是对原文中的句子进行重要

性排序，抽取排名靠前的句子组成摘要，后者则是分析原文中的信息，重新生成新句子

组成摘要。本文主要研究的是抽取型摘要，在该类摘要技术中，如何对句子排序是研究

的重心。举例来讲，Luhn
[1]认为句子包含重要词越多则越重要，词的重要性可以利用词

频衡量；在此基础上，Edmundson
[9]

 选取标题词、句子位置、线索词和关键词四种特征

表示句子计算句子权重；Mihalcea 等人[4]将 PageRank 思想和文本摘要技术结合，提出

TextRank 模型；MEAD
[10]是面向通用领域的多语言文本摘要工具，可采用的特征包括位

置信息、质心、最长公共子串或关键词等。在机器学习领域，文本摘要问题可以被看作

分类、聚类或回归等问题。Kupiec 等人[11]采用五种特征利用朴素贝叶斯分类器对训练集

中候选摘要句子进行训练，得到最优的特征权重，进而用于测试集中生成摘要。You 

Ouyang
[6]

 对面向查询的多文档摘要问题，提出通过一组预定义的特征集利用支持向量

回归模型（Support Vector Regression，SVR）估算文档集中句子的重要性。Yue Shang
[8]
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将文本摘要问题看作排序学习（Learning to Rank，LTR）问题，采用 3 种特征表示句子，

通过训练得到最优的特征权重。 

在上述方法中，通过选用不同的句子特征利用多种策略衡量句子重要性。但是值得

注意的是，和传统方法相比，机器学习方法面向特定领域生成摘要更有竞争性优势，因

为该类算法可以训练模型去识别领域信息，如在科技文献摘要中选择描述背景知识的句

子。机器学习中的监督方法需要提前标注数据进行训练，如果是人工标注则由于主观性

因此会存在偏差。 

1.2.2  生物医学领域的文本摘要技术 

由于生命科学技术的快速发展，生物医学文献的数量也在急剧增长。这一方面给研

究工作者提供了丰富的信息资源，另一方面也为信息的检索和理解带来了挑战。文本摘

要技术可以帮助生物医学工作者快速浏览文献，发现文档集中的重要信息。如在 Pubmed

中查询某一疾病或基因，文本摘要技术可以针对搜索到的相关文献进行快速分析，抽取

文献集中和该疾病或基因相关的重要信息，节省用户时间，提高工作效率。 

相比于通用领域，生物医学文献更加规范化，生物医学资源也较为丰富，因此该领

域的文本摘要技术较多是结合生物医学领域特点和丰富资源进行研究。如 Reeve 等人[12]

利用 MetaMap 将文本中的词语映射到 UMLS（Unified Medical Language System, UMLS）

超级叙词表中的概念，分析发现概念语义类型间的主题链，进而抽取对应句子生成摘要；

类似的，Morales 等人[13]基于本体资源将文本中词汇映射为专业概念，利用图形表示文

档并聚类，在每个类中抽取出较重要的句子最终组成文档摘要；Fiszman 等人[14]利用

SemRep
[15]根据疾病和治疗间的关系，对 MEDLINE（Medical Literature Analysis and 

Retrieval System Online）的引文进行语义分析，生成某一疾病的多文档摘要，该方法已

经成为 Semantic MEDLINE
[16]的组件被广泛应用；Yue Shang 等人[17]利用 SemRep 抽取

某一疾病候选文档集中的语义关系，通过语义关系的过滤、扩展得到疾病的核心语义关

系集，抽取对应的句子组成疾病摘要；Han Zhang 等人[18]基于 Pubmed 上查询项返回的

MEDLINE 引文语义关系的网络图结构表示，首先识别图中的派系并聚类，最后进行标

签化以从多方面表达摘要信息；Yue Shang 等人[8]分析基因资源，结合基因本体特征、

主题词特征和 TextRank 关键字特征利用排序学习算法训练特征权重，最终抽取句子组

成基因摘要。 

从上述工作可以看出，由于 SemRep 可以对语料中的句子进行语义分析，得到对应

的语义关系表示，对算法生成摘要有辅助作用，因此本文利用 SemRep 对 MEDLINE 语
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料进行分析，查询疾病提取相关的语义关系，抽取对应的句子构成疾病的候选句子集合

作为摘要算法的实验语料。 

1.3  本文工作 

基于图形表示的文本摘要技术尽管被很早提出，但由于非监督，全局考虑，不需要

领域知识和语法语义分析，以及良好的摘要性能等多个优点，因此始终受到研究者的关

注。TextRank
[4]是经典的基于图形表示的文本摘要方法之一，它将句子作为图中结点，

句子间相似性作为结点间边的权重，利用改进 PageRank 思想迭代计算结点权重，最终

将权重较大的句子加入摘要。由于该方法与 DUC’02 排名靠前的系统相比非常具有竞争

力，因此一经提出就被广泛使用和改进。但我们应该注意的是，TextRank 方法中句子相

似矩阵每一项的值表示从某条句子到其他句子的跳转概率，因此对结点权重的计算非常

重要，但是传统的图方法在计算句子间相似性时，多是利用句子两两之间包含特征词的

共现性，或者特征词的 tf*idf 作为权重组成句子向量以及句子余弦相似度等得到，忽略

了句子间的语义相似性，降低了结点权重计算的准确性，影响摘要的性能。这也导致近

些年基于 TextRank 方法的文本摘要算法，大都是将 TextTank 作为句子特征加以运用，

缺少对 TextRank 方法本身的改进。但由于 2013 年 word2vec
[19, 20]被 Google 开源后，由

于其高效、方便以及支持单词语义相似性计算等性能，在学术界被广泛应用，2014 年

Paragraph Vector 被提出[21]，而本文将利用 word2vec 计算句子相似性并结合文本摘要思

想生成文本摘要。 

随着科技进步和网络技术的发展，尤其是近几年 Facebook、twitter、微博等社交网

络的迅速兴起，网络上存在着海量的可用信息，许多常见问题都可以在线上找到相关答

案。根据 Health Online 2013
[22]年的调查，35%的美国公民都曾一次或多次在线上尝试检

测自己目前的身体状态。然而相比传统的文献资料，社交网站中的数据冗余和垃圾信息

问题尤其严重，因此如何帮助用户更加有效地找到所需信息，结合文献资料和社交网络

信息实现根据用户的不同信息需求生成个性化的摘要也更有必要性。针对这种情况，本

文不仅要找出原文中重要的信息，同时也要找出用户真正感兴趣的部分。目前大多数摘

要方法主要集中在第一个问题上。本文同时关注第二个问题的原因是对于相同的研究对

象，不同用户有不同的信息需求，会从不同的角度关注它。例如，对于疾病 HIV，医生

想要获得与该疾病相关的最新发现，而病人则是想了解该疾病的治疗方案和诊断。那么

如何获得用户的信息需求？引入社交网络。每时每刻，人们都会在网站上发布一至多条

信息以表达他们的心情，活动或其他状态。从研究者的角度看，用户的历史数据可以用

来建模以获得其兴趣、习惯等。因此本文结合主题模型提出一种面向用户的文本摘要方
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法。具体来说，首先获得用户发布在网站上的实时数据并利用 LDA 和 pLSA 进行主题

建模，将这些主题信息加入到计算句子权重过程中，对句子排序选取前 K 条句子组成摘

要。 

1.4  本文结构 

本文共分为 4 章，主要内容包括基于 word2vec 改进的文本摘要算法和面向用户角

色的疾病摘要自动生成，并对这两种方法进行了实验验证，具体章节内容安排如下： 

第一章介绍了通用领域和生物医学领域的自动摘要研究现状，分析了目前该研究领

域面临的问题，说明了本文的研究工作和章节安排。 

第二章阐述了面向生物医学领域的自动摘要技术涉及到的相关概念和资源，尤其是

本文用到的 SemRep，以及文本摘要常用的评价方法。 

第三章介绍了利用 word2vec 训练得到的词向量，通过多种方式改进 TextRank 方法

生成摘要，并在多组实验数据上进行对比以得到最佳使用 word2vec 方式。 

第四章介绍了面向用户角色的疾病摘要自动生成算法，主要介绍了数据收集，用户

主题模型，以及摘要生成等过程。 

最后在结论部分对本文的研究内容和工作进行总结和展望。 
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2  相关资源与评价方法 

2.1  生物医学相关资源 

2.1.1  MEDLINE 

在线医学文献分析检索系统（Medical Literature Analysis and Retrieval System 

Online，MEDLINE
[23]），是由美国国家医学图书馆编制的关于生命科学和生物信息的

书目数据库，是当前国际上最权威的生物医学文献数据库。它包含了学术杂志上的文章

书目信息，覆盖了基础医学、临床医学、配药学、牙医学、制药学、健康护理、生物学

和生物化学，以及分子进化领域。MEDLINE 资源可以通过搜索引擎 PubMed 或美国国

家图书馆的国家生物技术信息中心提供的在线资源检索器 Entrez 免费获得。 

自 1946 年到现在，MEDLINE 数据库包含了 5,600 个涵盖生物医学和健康的出版物，

包含 40 种语言超过两千四百万条记录。MEDLINE 数据库被研究人员广泛应用的原因除

了数据量大，还有结构化，噪音少等优点，更易于对数据进行预处理。表 2.1 所示为

MEDLINE 的部分语料的部分结构图。MEDLINE 结构包括编号（PMID）、标题（TI）、

文献摘要（AB）、医学主题词（MH）、出版时间（DA）等内容。PMID 表示文献的唯

一标识符，TI 代表文献标题，AB 表示文章摘要等等。本文实验主要利用了 PMID、TI

和 AB 的三个域。 

 

表 2.1  MEDLINE 语料结构图 

Tab. 2.1  The structure of MEDLINE corpus 

域 值 

PMID 20231565 

TI 
The effects of salsalate on glycemic control in patients with type 

2 diabetes: a randomized trial. 

AB 

Salsalate，a nonacetylated prodrug of salicylate, has been shown to 

decrease blood glucose concentration in small studies. To compare the 

efficacy and safety of salsa at different doses in patients with 2 

diabetes. 

MH 
Adolescent; Adult; Blood Glucose; Diabetes Mellitus; Female; 

Lipids/blood 
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2.1.2  SemRep 

SemRep
[16]是一个可以自动抽取生物医学文本中的语义关系表示的工具，即主语-关

系-宾语的三元组。如表 2.2，对于句子 1，SemRep 抽取的关系如 2，其中主语和宾语对

应的是 UMLS 超级叙词表（Metathesaurus）中的概念，大写的关系对应的是 UMLS 语

义网络（Semantic Network）中的关系。 

 

表 2.2  SemRep 语义关系提取 

Tab.2.2  Semantic relation representation of SemRep 

1 We used hemofiltration to treat a patient with digoxin overdose that was 

complicated by refractory hyperkalemia. 

2 Hemofiltration-TREATS-Patients 

Digoxin overdose-PROCESS_OF-Patients 

hyperkalemia-COMPLICATES-Digoxin overdose 

Hemofiltration-TREATS(INFER)-Digoxin overdose 

 

为了识别文本中的语义关系结构，SemRep 首先对句子进行句法分析，然后利用一

体化医学语言系统 UMLS 进行关系转换。具体地，SemRep 应用的是一体化医学语言系

统 UMLS 中的超级叙词表（Metathesaurus）、语义网络（Semantic Network）和专家辞

典（Specialist Lexicon）3 个知识源。其中超级叙词表包含了成千上百的生物医学健康领

域词汇、词汇同义词，以及词汇间关系的多功能多语言的主题词表。语义网络则对超级

叙词表中的词汇进行统一分类，定义其语义类型。同时定义语义类型间存在的重要语义

关系。专家词典则是借助自然语言处理系统提供词汇信息，范围涵盖常见的英语单词和

生物医学词汇，每个词汇对应的词典条目包括该词汇的句法信息、形态学信息和正字法

信息。SemRep 在处理文献资源时把文献切割成句子，根据专家辞典将句子分解，然后

利用 MetaMap 将名词短语、动词短语和超级词表中的概念进行匹配，并根据语义网络

确定每个概念的语义类型，最后识别出句子中存在的超级叙词表中概念间的语义关系。 

SemRep 很好地结合了领域知识和自然语言处理的语言学结构，可以极大地辅助文

本结构的自动处理。目前 SemRep 可以通过多种方式运行，除了交互式处理方式，也可

以利用语义知识表示（Semantic Knowledge Representation，SKR）调度程序，也可以在

Linux 环境下作为独立程序运行。语义 MEDLINE 数据库（Semantic MEDLINE Database, 

SemMedDB）是由 SemRep 对 MEDLINE 语料进行语义关系处理后得到的数据库。目前

SemMedDB 包含了 PubMed 上所有引用（2350 万条以上，截止到 2014 年 8 月 1 日）处

理后的超过七百万条语义关系，成为 MEDLINE 语义应用的强大支柱。因此本文实验语

料也来自于该数据库，详细处理请见实验部分。 
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2.2  文本摘要评价方法 

文本摘要评价技术是对系统生成的文本摘要进行性能分析。目前摘要评价方法主要

分为内部评价（Intrinsic）和外部评价（Extrinsic）两类[24]。内部评价方法是通过提前制

定标准摘要，将系统生成的摘要和标准摘要进行对比分析，找出两者差异；外部评价则

是提前制定一系列任务，通过评估系统摘要对设定任务的完成程度进行评价。由于后者

费时费力，需要大量工作提前设计评价任务，而前者可以通过与标准摘要对比的自动实

现减少人工参与，因此内部评价是最常用的评价方法。接下来本文将对内部评价进行简

单介绍。 

2.2.1  内部评价 

内部评价是直接对系统摘要性能进行分析，主要评价的是摘要的信息量和连贯性。

由于摘要是对原文内容的精简，因此只有原文的部分信息会被保留在摘要中，信息量评

估的是摘要中保留了多少原文中的重要信息。抽取式摘要是从原文中抽取内容，连贯性

问题如句子衔接，代词的指代问题等难免存在，因此连贯性评估的是摘要中的上下文是

否连贯，是否具有可读性。然而尽管存在主观性评价，信息量评估更经受得住自动评价，

因此也更受到研究者的重视。下面将列举几种主要的内部评价方法。 

（1） 准确率和召回率 

大多数摘要系统是从原文中选择代表性句子，在不经过任何修改后直接组合生成抽

取式摘要。同时邀请一名用户从原文中选择最具代表性的句子组成人工摘要。最后比较

系统摘要和人工摘要，计算准确率和召回率，公式如（2.1）和（2.2）。 

系统摘要句子总数

叠的句子个数系统摘要和人工摘要重
准确率                （2.1） 

人工摘要句子总数

叠的句子个数系统摘要和人工摘要重
召回率                （2.2） 

该种方法的优点是在定义人工标准摘要后，公式的计算可以通过句子标识符的自动

比较来完成，减少工作量，但该方法也存在较多问题。首先对于人工生成的标准摘要，

给定相同任务不同的用户往往会选择不同的句子。根据早期 Rath 等人[25]的研究，由 6

人为杂志《科学美国人》的 10 篇文章生成的摘要平均计算仅有 8%的重复率。而相比不

同的人工摘要，相同的系统摘要在召回率计算上的差异值在 25%到 50%之间。因此一个

代表性的句子可能会被系统选择到摘要中，但在最后的准确率和召回率评价过程中仍然

会被罚分。其次将句子作为评价单元的做法是不合适的，因为不同长度的句子携带的信
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息也不同，一般情况下句子长度越长包含的内容也越多。假如标准摘要共包含 2 条句子

“S1：我们需要帮助；S2：火灾极速蔓延，正威胁着附近的村庄”。如果有 2 个不同系

统生成的 2 篇摘要，每篇摘要各自只包含 2 条句子之一。那么在最后的评价计算中，2

个系统将得到相同的准确率和召回率值，但是显然包含句子 2 的系统摘要携带的信息量

更多。另外不同的句子也可能表达相同的语义，但是在评价过程中也可能发生对其中之

一加分而对另一含义相同的句子进行不计分。 

（2） DUC 人工评价 

2001 年，国际文档理解大会（The Document Understanding Conference, DUC）由美

国国家标准与技术协会（National Institute of Standards and Technology, NIST）首次举办，

该大会面向所有参赛者提供统一标准的摘要任务和评价平台，进行自动摘要任务的评

测。在 DUC 举办的前几年，通用的摘要方法评测是每年摘要任务以及评价的重心，而

近几年重心转向面向查询的摘要任务和基于主题的摘要任务。在 2007 年，DUC 由国际

文本分析会议（Text Analysis Conference, TAC）取代，自此开始在相同数据集上大规模

开展摘要系统的评价任务。自 DUC/TAC 会议举办以来，每年平均有 20 多个团队参与

到摘要评测任务中，组织者也不断提供更加合理的方式改善评价方法，推动自动文本摘

要技术和文摘评价技术的发展。 

为了解决比句子级别更加细粒度分析问题，DUC 采用了基本论述单元（Elementary 

Discourse Units, EDUs）作为评价基础。首先将标准摘要自动划分为各个 EDUs，然后计

算系统摘要中涵盖标准摘要的 EDUs 的度进行评价。评价的整体得分叫做覆盖面，即涵

盖标准摘要中所有 EDUs 的平均得分。这种评测方法是面向召回率，整体来看计算的是

标准摘要中哪些 EDUs 被包含在系统摘要中。但是 McKeown Kathleen 等人[26]分析了系

统摘要间的覆盖得分，最终发现输入文档和人工生成标准摘要成为最后评价得分最大的

影响因素，尤其是人工标准摘要。另外摘要长度也是影响评价得分的因素之一，因为系

统摘要的召回率随着长度的增加会变大。 

（3） 自动评价 

在机器翻译自动评价工具 BLEU 出现之前，文本摘要领域的自动评价技术已经被人

提出。由于不同的自动评价方法会给出不同的评价结果，因此各个方法给出的评价得分

的具体含义以及哪种方法更适合用来评价是自动评价技术需要解决的问题。在利用

BLEU 进行机器翻译评价任务中，研究者需要首先提出一种方案去验证自动评价方法，

例如利用在研究社区广泛接受的人工评价去查找哪种自动评价方法在大数据集上给出

的得分与之最接近。 
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在机器翻译自动评价领域，BLEU 基于 n 元匹配的评测方法较为成功。受此启发，

相似的 n 元匹配评价方法也应用在摘要领域中，ROUGE（Recall-oriented understudy for 

gisting evaluation）[27]系统也被提出用于自动评价摘要。类似地该工具主要计算系统摘要

和标准摘要间的 n 元匹配率。和 BLEU 偏向准确率不同，ROUGE 更偏向召回率，因此

更适合文本摘要的自动评价。 

（4） 语言理解评价 

到目前为止讨论的所有评价方法主要侧重的是统计系统摘要中包含的信息内容，即

整体信息量。但是摘要的可读性也是摘要评价中一个重要因素，但常被研究者忽视。在

DUC 评测中，摘要的可读性评价是由通过提前设定的一系列问题进行判定。如是否有

语法错误，是否包含冗余信息，是否有指代不明情况等等。尽管在评价系统信息量方面

有较大进展，但自动摘要在可读性方面如连贯性和指代消解的评价仍然比较滞后。改善

自动摘要的可读性是摘要领域中比较开放的问题，开发适用的评价矩阵促进该领域的进

步是非常重要的。 

大规模的采用人工评价语言质量，如打 1-5 分，是比较快速也省事的方法。该种方

法既不需要标准摘要的制定，也不需要任何标注或者评分者的手动分析。于这些良好特

性使得该评价方法被较多使用。 

2.2.2  常用的文本摘要自动评价工具 

文本挖掘领域技术的不断创新推动了文本摘要技术的发展，因此也带来了文本摘要

评价技术的巨大进步。本小节将列举并简要分析几个常用的文本摘要自动评价工具。 

（1） ROUGE 

受机器翻译领域自动评价工具 BLEU 基于 n 元匹配计算思想的启发，Chen-Yew Lin

在 2004 年开发了 ROUGE 工具。该工具首先需要标准摘要作为基准，可由多个专家生

成人工标准摘要，然后统计系统摘要和标准摘要间 n 元共现的数目，进而评价摘要质量。

ROUGE 工具包含很多参数，如词干化、去停用词、n 的设置等等。同时 ROUGE 包含

多种评价指标，不同的评价指标可以评价摘要的不同方面，适用于不同的摘要任务。具

体地，ROUGE 主要的评价指标如下： 

① ROUGE-N 统计 n 元词共现率（n-gram co-occurrence），其中 n=1,2,3,…。 

② ROUGE-L 统计最长公共子串共现率。 

③ ROUGE-W 统计带权重的最长公共子串共现率。 

④ ROUGE-S 统计顺序词对的共现率。 

⑤ ROUGE-SU 统计允许最大间隔的顺序词对共现率。 
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从 Chen-Yew Lin 的实验结果可以看出，ROUGE-S 和 ROUGE-1，2 适合长度在 100

词以内，面向单文档的摘要评价任务，ROUGE-1,2 和 ROUGE-SU*适合长度在 100 词以

内，面向多文档的摘要评价任务，ROUGE-1,2，ROUGE-S 和 SU 则适合其他多文档摘

要任务。另外，相比选择单个标准摘要，选择多个标准摘要的评价结果和人工评价有更

一致的结果，去停用词和词干化也有助于和人工评价取得更一致的结果。 

由于使用方便和计算快速等特点 ROUGE 是 DUC 自动摘要评测任务的评价工具之

一，是目前在文本摘要研究领域中最常用的评价工具。因此本文实验利用 ROUGE 工具

对本文系统生成的摘要和标准摘要进行对比，以评估本文文本摘要算法的性能。 

（2） Pyramid 

Pyramid
[28]方法是 Nenkova Ani 等人在 2003 年提出的自动摘要评价方法，该方法关

注的是人工摘要中内容信息量的分析以及如何使得最终的评价结果更少地依赖标准摘

要。通过语义分析多个专家生成的人工摘要获得一个标准摘要用于评价，具体做法是：

将人工标准摘要按语义内容划分，表达相同语义的摘要句划分到一个摘要内容单元

（Summary Content Unit，SCU），即每个 SCU 表达一层语义概念，同时为每一个 SCU

分配权重，在标准摘要中出现的越多权重就越大，也就是越重要。对所有 SCU 按权重

进行排序，从上到下按行递减，权重相等的单元划分在同一层，至此构成金字塔结构，

SCU 的分布服从 Zipfian 分布。对于每一个系统摘要，计算摘要中包含的 SCU 个数和权

重来评价其算法性能。SCU 的分析显示包含不同内容的摘要同等重要，同时当有 4 到 5

个人工标准摘要作为分析时该种方法能够与人工评价的结构较为匹配。但是该方法的缺

点是非常耗费人力，而且该方法更适用于概括型摘要，对于抽取型摘要则需要一些不必

要的分析。 

2.3  本章小结 

生物医学领域文本摘要算法和传统领域文本摘要算法的最大不同在于生物医学领

域有很多有用的资源，有利于算法提取特征，结构化的文本结构也极大的方便研究人员

开展实验。本章主要介绍了本文主要用到的生物医学资源，例如 MEDLINE 数据库和语

义关系提取工具 SemRep。另外由于文本摘要算法的评价一直是该领域的难点和重点，

因此本文对评价算法进行了简要的介绍。 
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3  基于词向量自动生成多文档摘要 

3.1  问题引出 

基于图形表示的文本摘要技术尽管被很早提出，但由于非监督，全局考虑，不需要

领域知识和语法语义分析，以及良好的摘要性能等多个优点，因此始终受到研究者的关

注，同时也是本文采用的方法。TextRank
[4]是经典的基于图形表示的文本摘要方法之一，

它将句子作为图中结点，句子间相似性作为结点间边的权重，利用改进 PageRank 思想

迭代计算结点权重，最终将权重较大的句子加入摘要。由于该方法与 DUC’02 排名靠前

的系统相比非常具有竞争力，因此一经提出就被广泛使用和改进。应该注意的是，

TextRank 方法中句子相似矩阵每一项的值表示从某条句子到其他句子的跳转概率，因此

对结点权重的计算非常重要，但是传统的图方法在计算句子间相似性时，多是基于句子

两两之间包含特征词的共现性，tf*idf 作为特征词权重组成句子向量和向量间余弦相似

度得到，忽略了句子间的语义相似性，降低了结点权重计算的准确性，影响摘要的性能，

这也导致近些年基于 TextRank 方法的文本摘要算法，多是将 TextTank 作为句子特征加

以运用，缺少对 TextRank 方法本身的改进。2013 年 word2vec
[19, 20]被 Google 开源后，

由于其高效、方便以及支持单词语义相似性计算等性能，在学术界被广泛应用，2014

年 Paragraph Vector 被提出[21]，而本文将利用 word2vec 计算句子相似性并结合 TextRank

思想生成文本摘要。 

本文基于 TextRank 思想，对语料预处理后训练 word2vec 模型，得到特征词的向量

表示形式，由于利用得到的 word2vec 模型和余弦相似度方法仅能直接计算单词间语义

相似性，而对于 TextRank 模型中句子相似性的计算需要再次计算，因此本文提出利用

多种方式利用 word2vec 计算句子相似性进而生成摘要。通过对比实验结果找到基于

TextRank 使用 word2vec 生成摘要的最佳方式。 

3.2  基于词向量自动生成多文档摘要 

为测试 word2vec 在文本摘要领域中的使用效果，本文基于 TextRank 利用多种方式

在多组语料进行实验并对比，以找到 word2vec 在文本摘要领域的最佳使用方式。 

图 3.1 为本文实验的总流程。首先对训练集进行 word2vec 模型的训练，得到每个特

征词对应的实体向量形式。构建候选句子集合，将每条句子作为图中的结点并赋均值初

值，基于 word2vec 计算句子间的相似性作为连接结点间的权重，利用 PageRank 思想迭

代计算结点权重，直至收敛。利用最大冗余算法选择权重高的结点加入到生成的摘要中。
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接下来本文将从 word2vec 模型的介绍，句子图构造过程，语义相似性和摘要生成方面

进行叙述。 

 

 

图 3.1 基于词向量自动生成多文档摘要 

Fig. 3.1  Word embedding based automatic generation of multi-document summarization 

 

3.2.1  训练 word2vec模型 

在该过程中，首先对语料进行预处理，基于深度学习思想，利用特征词的上下文信

息实现将特征词转化为向量表示形式，进而处理词的相似性计算、词聚类等问题； 

具体的，为从大量非结构化文本数据中训练特征词的词向量表示，本文采用

Skip-gram 模型。相比其他基于神经网络结构实现的方法，该模型并没有大量的矩阵乘

法，因此非常高效。如图 3.2 所示，Skip-gram 模型利用当前词的词向量预测指定窗口上

下文的词向量。给定训练特征数据 w1, w2, w3,…,wT，Skip-gram 的目标函数是 

 
 



T

t cjc

tjt wwp
T 1

)|(log
1

                        (3.1) 

其中 c是决定上下文窗口大小的参数，c越大则需要越多的训练数据，一般需要越

多训练时间，但会得到更高的准确率。 

基本的 Skip-gram 模型定义 p(wO|wI)为： 

 


W

w w

T

w

w

T

w

Io

I

Io

vv

vv
wwp

1

'

'

)exp(

)exp(
)|(

                    (3.2) 

其中 wv 和 '

wv 是 w 的“输入”和“输出”向量形式表示，W是词汇表中单词总数。由于

)|(log Io wwp 与 W成比例，数量级通常非常大（10
5
-10

7），因此常采用其他计算公式

近似计算。 
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缘相关算法

生成摘要 
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图 3.2  Skip-gram 模型 

Fig. 3.2  Skip-gram model 

 

在本文中，主要采用层次 softmax 算法，该算法利用二叉 Huffman 树表示，将输出

层的 W个单词作为叶子结点，对高频词分配较短路径，加快训练速度。每个单词 w 都

可以从树的根结点沿着唯一的一条路径被访问到。假如 n(w,j)为从根结点到 w 路径上的

第 j 个结点，L(w)为这条路径的长度，因此 n(w, 1)=root, n(w, L(w))=w。对于任一内部结

点 n，ch(n)为结点 n的任一子结点。则层次 softmax 定义 p(wO|wI)如下： 

( ) 1
'

( , )

1

( | ) ( ( , 1) ( ( , )) )

TL w

I n w j I

j

p w w n w j ch n w j v v




             (3.3) 

其中 

1,      x is true 

1,  else

if
x


 


                   (3.4) 

上式中计算 )|(log Io wwp 和 log ( | )o Ip w w 成比例于 L(wO)，一般不高于 logW。 

定义上式后使用随机梯度下降方法求解目标函数，最后生成单词的词向量表示形

式。 

3.2.2  构建句子图 

对候选文档集分句，每条句子作为图中的结点，并赋予平均初始权重，如公式（3.5）

所示，其中 S 为句子总数。 

1
( )iWeight S

S
                         (3.5) 

Input Projection 

W(t) 

W(t-2) 

W(t-1) 

W(t+1) 

W(t+2) 

Output 
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利用上步得到的词向量，采用下述多种方式计算句子语义相似性，并作为图中边的

权重，构成图模型。 

（1） 取平均。将每个句子中包含的特征词的向量对应维取和求平均，作为该句子

向量对应维的权重。计算每两个句子向量之间的余弦相似度作为连接图中结点边的权

重。如公式（3.6）所示。 

1
  , k = 1,2,...,K

N k

jjk

i

t
S

N





                     (3.6) 

其中 k

iS 对应第 i 条句子的第 k维， k

jt 为句子中第 j 个特征词的第 k维，N 为该句子

中包含的特征词总数。 

（2） 取最大值。将每个句子所有特征词的向量在每一维取最大值，将得到的向量

作为对应句子的向量。计算每两个句子向量之间的余弦相似度作为连接图中结点边的权

重，如公式（3.7）所示。 

max{ }
  , j = 1,2,...,N. k = 1,2,...,K

k

j
jk

i

t
S

N
                   (3.7) 

（3） 语义相似性计算。对句子集合中任意的两条句子 Si 和 Sj，分别包含特征词（ti1, 

ti2, ti3, …, tim）和（tj1, tj2, tj3, …, tjn），则 Si 和 Sj 的语义相似性计算公式为： 

ji

St St imjm

ji
SS

StSimStSim
SSSimilarity

i j





  

),(),(
),(               (3.8) 

其中对于句子 Si 中的特征词 t，Simm(t, Sj)表示在句子 Sj 中和 t 具有相同词性的所有

特征词与 t 的最大相似度值。 iS 和 jS 分别表示 Si 和 Sj 的长度。 

对任意两个特征词 t1和 t2，经过上步训练得到对应的特征词向量
1t


和
2t


，利用余弦

公式计算向量间相似度： 











21

21
21 ),cos(

tt

tt
tt                            (3.9) 

根据论文[29]的实验对比结果，该种计算句子语义相似性方法在 TREC9, MSRP 和

RTE3 三个数据集上的准确率、召回率和 F 值与其他句子相似性计算方法相比整体上效

果最优。 
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3.2.3  计算句子权重 

在该步，对上述图模型利用结点的初始权重和结点间边的权重，迭代计算每个结点

的权重直至收敛。为得到句子结点的最终权重，本文基于 TextRank 利用改进的 PageRank

公式迭代计算，直至迭代收敛。计算公式如下： 





)(

)(
)(

),(
)1()(

ij SConnectionS

j

j

ji

i SWeight
SConnection

SSSimilarity
ddSWeight        (3.10) 

此处 d仍设为 0.85。Connection（Si）表示和 Si 相连的句子集合，即与句子 Si 相似

度大于 0 的句子集合，||Connection（Si）||则为该集合中句子总数。 

最终每个结点将得到一个反映其重要性的得分，为下一步生成摘要做准备。 

 3.2.4  生成摘要 

由于句子间存在相似性，直接将权重最大的前 K 条句子加入到摘要中会存在较大冗

余。为降低摘要中的冗余率，本文使用最大边缘相关算法：如果一个句子与摘要中已有

的句子具有较高的相似性，则对该句子进行罚分。假设 S为最终生成的摘要句子集合，

C 是候选摘要句集合，则生成摘要的具体步骤为： 

（1） 初始状态：S = ，C = {Si| i=1,2,…,N}为候选摘要句子集合，利用上述过程

计算句子权重得分； 

（2） 对候选句子集合 C 中的句子按降序排序； 

（3） 选择 C 中权重最高的句子 Si并转移到 S中，对 C 中句子更新权重，更新公

式为： 

),()()( jijj SSSimilaritySWeightSWeight             (3.11) 

其中 i≠j，ω为惩罚因子，ω值越大，对相似性高的句子惩罚性越强。Similarity（Si，

Sj）为步骤（2）中得到的句子语义相似性。在本文中根据经验设ω置为 2.0。 

（4） 重复执行步骤（2）和（3），直至 S中的句子达到指定的摘要长度。 

3.3  实验与结果分析 

 3.3.1  实验设计 

（1） 实验语料 

word2vec 是 Google 的开源工具，利用深度学习技术实现用向量形式表示特征词，

进而计算特征词间相似度，特征词聚类等应用。为得到 word2vec 模型，首先需要构建
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训练集。由于训练语料的大小直接影响最终生成模型的效果，一般来说语料越大那么得

到的 word2vec 模型越准确，因此本文利用 Pubmed 检索语料，即查询 MEDLINE 上

2010-2013 年所有文献引文，对引文划分句子，预处理，最终得到 1.2G 的训练集。模型

参数的设置如下： 

./word2vec -train corpus.txt -output vectors.bin -cbow 0 -size 200 -window 5 -negative 0 

-hs 1 -sample 1e-3 -threads 12 -binary 1 

其中参数的含义：对文件“corpus.txt”进行训练，输出到 vectors.bin 文件中。默认使

用 Skip-Gram 模型，即使用当前词信息预测其前后词，因此设置 cbow 参数为 0。定义特

征词的词向量维度为 200，滑动窗口大小为 5，即考虑当前词的前后各 2 个特征词。使

用前文所述的层次 softmax 算法训练模型参数，设置 sample 的阈值为 0.001，即出现频

率低于该阈值的特征词将不考虑。最后同时采用 12 个线程进行训练，设置输出文件为

二进制格式，当 binary 设为 0 时表示输出文件为普通格式，即可以直接从该文件中查看

到特征词及对应的词向量表示。 

同时本文分别设置“Asthma”，“HIV Infection”，“Obesity”为查询关键词，检索

MEDLINE 上 2013 至 2014 年 6 月期间与之相关的所有引文，构建与查询对应的候选文

档集，对该文档集分句，去重，预处理等，最终生成分别包含 12357，3784，30472 条

句子的查询候选摘要句子集合。 

（2） 对比试验 

① MEAD：自动文本摘要工具 MEAD
[10]面向多语言、多文档语料，利用句子多种

特征：位置、与首句的重叠度、长度、文档图的质心等表示句子。在对比中我们采用版

本 3.1.1 和默认设置，即长度、质心、位置的线性组合，权重分别为 9、1和 1。 

② SumBasic：多文档摘要系统 SumBasic
[30]

 认为文档集中的高频词比低频次更易

出现在摘要中。和 Luhn 基于词频的方法不同，SumBasic 首先计算单词频率并将句子中

单词频率之和除以句子长度作为句子权重。同时，每次在摘要中添加一个句子后，都会

更新该句子中所含单词的频率以避免冗余。 

③ Random：随机抽取句子组成不超过指定长度的摘要，取 10 组随机选取实验的

平均值作为该方法的评价结果。 

同时本文设置了两组 baseline 方法： 

④ Overlap：在 TextRank 算法中构建结点间边的权重过程中，计算两句子的共现部

分作为句子间相似性。  

⑤ TF*IDF：在 TextRank 算法中构建结点间边权重过程中，利用句子包含的特征词

的 tf*idf 权重组成句子向量，计算两两向量间的余弦相似度作为结点边权重。 
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（3） 评价工具 

本文采用广泛使用的文本摘要自动评价工具 ROUGE
[27]，根据词共现性或其他标准

比较系统生成的摘要和标准摘要来评价摘要性能，该工具由Chin-Yew Lin开发，是TREC

（Text Retrieval Conference）会议中自动摘要评测任务采用的评价工具。较常用的评价

指标有 ROUGE-1，ROUGE-2 和 ROUGE-L。在该过程中，采用美国国立医学图书馆公

共健康网站 MedlinePlus 上疾病“Asthma”，“HIV Infections”和“Obesity”的定义作为参考

摘要。 

最后，设置生成的摘要长度为 300 个单词。 

3.3.2  实验结果及讨论 

本文的实验结果如表 3.1，表 3.2 和表 3.3 所示，其中 word2vec_ave、word2vec_max、

word2vec_sim 分别对应本文方法 3.2.2 中的方法（1）、（2）、（3）。 

从三组结果看出，本文提出的三种基于词向量的文本摘要算法整体上性能均优于对

比试验。这体现了词向量在本文方法的有效性。 

 

表 3.1  查询“HIV Infections”的系统摘要和标准摘要间的 ROUGE 评价结果 

Tab. 3.1  Comparison between system summary and reference summary about “HIV Infections” 

 ROUGE-1 ROUGE-2 ROUGE-L 

Overlap 0.3048 0.0591 0.2674 

TF*IDF 0.3476 0.0484 0.2727 

MEAD 0.3155 0.0484 0.2781 

SumBasic 0.3316 0.0323 0.2727 

Random 0.2513 0.0538 0.2246 

word2vec_ave 0.3690 0.0591 0.3155 

word2vec_max 0.3423 0.0538 0.2834 

word2vec_sim 0.3693 0.0538 0.3246 

 

 

表 3.2 查询“Asthma”的系统摘要和标准摘要间的 ROUGE 评价结果 

Tab. 3.2  Comparison between system summary and reference summary about “Asthma” 

 ROUGE-1 ROUGE-2 ROUGE-L 

Overlap 0.2889 0.0056 0.2500 

TF*IDF 0.3389 0.0335 0.3000 

MEAD 0.3000 0.0335 0.2667 

SumBasic 0.2833 0.0447 0.2444 

Random 0.2833 0.0112 0.2611 

word2vec_ave 0.3222 0.0112 0.2722 

word2vec_max 0.3222 0.0391 0.2889 

word2vec_sim 0.3478 0.0354 0.3133 
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表 3.3 查询“Obesity”的系统摘要和标准摘要间的 ROUGE 评价结果 

Tab. 3.3  Comparison between system summary and reference summary about “Obesity” 

 ROUGE-1 ROUGE-2 ROUGE-L 

Overlap 0.2657 0.0070 0.2238 

TF*IDF 0.3007 0.0211 0.2518 

MEAD 0.2098 0.0070 0.1748 

SumBasic 0.2867 0.0070 0.2238 

Random 0.2518 0.0000 0.1958 

word2vec_ave 0.3496 0.0141 0.2657 

word2vec_max 0.2937 0.0141 0.2168 

word2vec_sim 0.3512 0.0255 0.3237 

 

具体分析，在三组基于词向量的摘要算法中，第三种方法效果最优。利用句子包含

特征词向量的平均值作为句子向量的方式，即是利用簇中心代表整个簇的思想，因此也

较好地反映句子信息。对于方法二，句子向量每一维为包含的所有特征词向量中对应维

的最大值，该方法是将句子每一维度取值为该维度中最具代表性的信息，因此这种方法

也能保留句子的语义信息。在方法三中，它不仅利用到了句子语义相似性计算公式，同

时也充分考虑到词词之间的语义相似性。因此在计算图中结点边权重过程中最为准确。 

和 2 个 baseline 相比，overlap 方法仅是从句子间共现度统计相似度，对于包含不同

单词但语义近似的句子则不能够准确得到相似度。tf*idf 方法也类似，仅是从共现度计

算，尽管该方法在文本挖掘的大部分领域具有较好地性能。对于另外的 3 个对比试验，

MEAD 方法利用多种特征表示句子，如位置，长度等衡量句子重要性对句子排序，没有

从语义上计算句子重要性。而 SumBasic 方法基于词频和去除冗余算法生成摘要，因此

选取的句子多是包含高词频词汇，但我们知道高词频词语并非都是重要的。Random 方

法也是基于高频词生成摘要，但没有去除冗余。 

3.4  本章小结 

近些年随着深度学习和词向量在文本挖掘领域的迅速普及和广泛关注，越来越多相

关的研究论文和模型被提出，word2vec 即是其中之一。通过模型的训练，词向量可以挖

掘出单词之间的语义信息，因此具有非常大的研究价值。为了将词向量引入到文本摘要

领域中，本文提出基于词向量的文本摘要算法。具体来讲，首先对语料集预处理生成候

选句子集合，将句子表示为图中结点并赋予平均初始权重，基于词向量采用多种方式计

算句子间语义相似性，包括平均、最大值和语义相似性计算。通过多组对比试验，最终

发现本文提出的基于词向量的文本摘要算法整体上效果均优于对比试验和 baseline，并

且结合句子语义相似性的计算方式效果最优。 
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4  自动生成面向用户角色的疾病摘要 

4.1  问题引出 

为了帮助用户在语料中快速地找到所需信息，本文主要完成两个目标：不仅要找出

原文中重要的信息，同时也要找出用户真正感兴趣的部分。不同角色的用户对于相同事

物会有不同的关注点。例如，对于疾病 HIV，医生想要获得与该疾病相关的最新发现，

而病人则是想了解该疾病的治疗方案和诊断。本文通过引入社交网络获得不同角色用户

的信息需求。近几年，随着社交网络的普及，越来越多的用户开始在线上发表状态或博

文以反映用户当前的情绪、观点等，从研究者的角度看，用户的历史数据可以用来建模

以获得其兴趣、习惯等。因此本文结合主题建模算法提出一种面向用户角色的文本摘要

方法，使得生成的摘要更符合用户的信息需求，提高工作效率，节省用户时间。 

具体地，首先获得用户发布在论坛 MedHelp 上关于某一疾病的实时数据，利用 LDA

和 pLSA 进行主题建模，获得相同角色用户对该疾病关注的主题词，将这些主题信息加

入到摘要的计算句子权重过程中，对句子排序选取前 K 条句子组成摘要。在本文实验中，

主要选择两类角色的用户作为研究对象，包括医生和病人。但是本文方法同样适用于其

他研究对象。 

4.2  自动生成面向用户角色的疾病摘要 

本文提出面向用户角色的疾病摘要系统，旨在从语料中快速找到用户感兴趣的内

容，系统流程图如图 4.1 所示。例如在本系统中，设“HIV Infections”为查询项，抽取

MEDLINE 数据库相关文档和 MedHelp 网站医生和病人的历史评论。对上步得到的用户

记录分别利用 LDA 和 pLSA 进行主题建模，得到两类用户对疾病 HIV 关注的主题词。

在句子排序过程中，结合获得的主题词和经典的排序算法对句子进行打分排序，最后生

成面向用户的 HIV 文本摘要。本系统主要有三个部分：数据收集，主题建模和摘要生成。

接下来本文将从这三方面展开进行详细的叙述。 
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图 4.1  面向用户角色的疾病摘要算法流程图 

Fig. 4.1  Automatic generation of user-oriented disease summarization 

 

4.2.1  数据收集 

（1） 候选摘要句子集合 

为了获取与查询相关的语料，通用的方法是抽取 MEDLINE 上相关的引文，将得到

的所有摘要作为候选句子集。然而该方法不可避免会获得和查询不相关的句子。为解决

此问题，本文利用 SemRep 构建候选句子集合。SemRep
[15]是由美国国家图书馆（National 

Library of Medicine, NLM）开发的自然语言语义关系数据挖掘软件，能够对文本中的语

义关系进行预测。借助于 UMLS 资源、专家辞典和 Xerox 词性标注工具，该工具利用

MetaMap 将文本中的单词映射到 UMLS 超级叙词表中的概念，而概念之间的语义关系

则是通过一系列规则，基于依存分析的句法分析器和语义网络进行确定。 

本文的语料来自 2010 至 2012 年所有 MEDLINE 所有的引用，由 SemRep 抽取该文

档集中的语义关系，过滤与查询无关的句子，对得到的句子进行句子排序生成摘要。 

2004 年，Marcelo Fiszman
[31]提出将 SemRep 抽取得到的关系应用到文本摘要技术

中。针对 4 种疾病，从抽取的结果中得出，准确率最高可达 96%。Yue Shang
[17]则是在

关系抽取的基础上，通过关系扩展和关系过滤生成摘要。从 24 种疾病的摘要结果中可
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以得出，该方法在 ROUGE 评测工具指标上普遍优于对比方法，证明了引入 SemRep 抽

取得到的关系到文本摘要技术中可以显著地提高摘要的性能。 

（2） 用户历史记录 

为研究用户兴趣，方式之一是分析用户的历史记录。因此本文抽取了网站 MedHelp

上医生和病人对 HIV 的所有评论。MedHelp 是 1994 年创建的美国在线健康社区，供医

生、专家和病人之间进行交流，每月约有一千两百多万的访问量，为我们获取医生和病

人关注的主题提供了很好的资源。 

4.2.2  主题建模 

主题建模是对上步得到的用户评论进行分析以得到用户关注的主题词。主题模型起

源于浅层语义分析（Latent Semantic Analysis，LSA）[32]并可自动发现文档中隐含的主题。

该模型的基本思想是文档由主题的多项分布表示，主题则由主题词的多项分布表示。通

常主题模型采用“词袋特征”，即仅考虑词频不考虑词序。本文主要利用两个经典模型

LDA 和 pLSA 对用户的历史评论进行建模。 

概率浅层语义分析（Probability Latent Semantic Analysis，pLSA）[33]由 Hofmannn

在 1999 年提出，并在信息检索、自然语言处理和机器学习领域广泛应用。该方法的概

率图模型如图 4.2 所示。 

 

 
图 4.2  pLSA 的概率图模型 

Fig. 4.2  Graphical model representation of pLSA 

 

d表示文档，z表示主题，w 表示单词。则文档集 D*W 的联合概率分布为： 





Zz

dzPzwPdwPdwPdPwdP )|()|()|(),|()(),(           (4.1) 

其中 P(w|z)和 P(z|d)分别表示主题中单词的概率分布和文档中主题的概率分布。实

际上这两组参数都是二维的参数表，需要由参数估计方法计算得到。pLSA 利用期望最

大化算法估计似然函数最大值，进而得到参数最优值。 

潜在狄利克雷分配（Latent Dirihlet Allocation, LDA）由 David M. Blei 
[34]在 2003 年

提出。该模型对 pLSA 中的两组多项分布分别考虑先验概率，使模型更贴近实际情况。

其概率图模型如图 4.3 所示。 

 

P(w|z) P(z|d) P(d) 
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图 4.3  LDA 的概率图模型 

Fig. 4.3  Graphical model representation of LDA 

 

LDA 是一个无向概率图模型，包含三层结构：单词，主题和文档。该模型是生成

模型，其生成过程如下：文档集中有 M 篇文档，对于每一篇文档， 

（1） 根据 Poisson 分布确定文档中单词的个数 N； 

（2）给定含有 K 个主题的集合，根据 Dirichlet 分布α为文档确定主题概率表示θ； 

（3） 生成文档中的每个单词： 

① 从步骤（2）生成的多项分布θ中为文档选择一个主题 z； 

② 根据该主题的单词概率分布β，选择单词 w； 

（4） 重复步骤（2）和（3），直到抽取出文档的 N 个词。 

其中α和β是语料级参数，当给定文档集后就已确定；参数θ是文档级的，对于每

一篇文档确定一次；最后参数 z和 w 是单词级的，对于每篇文档的每个单词确定一次。 

经过 LDA 和 pLSA 主题建模，可以得到用户关注的主题词。其中每个主题都由一

组相关的特征词表示，并被用于计算句子权重。 

4.2.3  生成摘要 

在抽取型摘要算法中，最重要的操作是句子排序和句子冗余处理，接下来进行详细

讨论。 

（1） 句子排序 

句子排序的目标是计算句子的重要性并进行排序。为评价句子与用户关注的主题词

间的相关性，本文利用多种方式计算句子权重，具体地如公式（4.2），（4.3），（4.4），

所示。实验部分将对 3 种方式进行比较。 

① 主题词词频：如果某一主题词在句子中出现 1 次，则给该句子加 1 分，最后除

以句子总长度。即句子得分等于该句子中包含主题词的个数除以句子长度。 

à ç z w 

á 

M 

N 
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 )(/)()( TermtopicTermSScore j                 (4.2) 

② 主题词权重和：如果某一主题词在句子中出现 1 次，则将该主题词的主题词权

重加到该句子得分上。如 4.2.2 节所示，在主题建模后，每个主题词都有代表其权重的

得分正如 P(w|z)所示。同样最后除以句子长度。 

 )(/)()( TermtopicTermweightSScore j             (4.3) 

③ BM25：即 Okapi BM25 算法。给定某一主题，包含特征词 z1，z2，…，zn，则

句子与该主题词的相似度计算方式如下： 


 




n

i j

ji

ji

ij

Savg

S
bbkszf

kszf
zIDFSScore

1 )
||

||
1(),(

)1(),(
)()(     (4.4) 

其中 f(zi,S)代表 zi 在句子 S中的词频，|S|为句子长度，avgs|S|代表语料集中平均句子

长度，k和 d为参数，通常值分别设为 1.2 和 0.75。IDF 的计算公式为： 

5.0)(

5.0)(
log)(






i

i
i

zn

znN
zIDF                       (4.5) 

N 表示集合中句子总数，n(zi)则表示集合中包含特征词 zi 的句子总数。 

（2） 冗余处理 

通常由于句子两两之间存在相似性，那么选取上步得分最高的句子组成摘要会存在

较大的冗余。为消除冗余，本文利用最大边缘相关算法（Maximal Marginal Relevance，

MMR）[35]。该算法认为如果某个句子与摘要中已有的句子具有较高相似性，则对该句

子罚分。 

假定 S是最后生成的摘要集合，C 表示候选摘要集合。则该算法流程如下： 

① 初始状态，S=，C={si | i=1,2, …, n}为候选摘要句子集合。利用公式（4.2）（4.3）

（4.4）计算 C 中句子权重； 

② 对候选句子集合 C 中的句子按降序排序； 

③ 选取 C 中权重最大的句子 si，并将之移至摘要集合 S中，然后利用公式（4.6）

更新 C 中句子得分消除冗余： 

),(*)()( jijj sssimsScoresScore                    (4.6) 

其中 i≠j，ω为惩罚因子，ω值越大，对相似性高的句子惩罚性越强。Sim（Si，Sj）

为 Si 和 Sj 的 tf*idf 权重向量的余弦相似度； 
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④ 重复步骤②和③，直到 S中句子达到指定摘要长度。 

在本文的实验中，ω设为 2.0，参数的确定将在实验部分会进行详细的讨论。本文

摘要长度设为 300 个单词。 

4.3  实验与结果分析 

该部分主要描述实验设计，实验结果及分析。 

4.3.1  实验设计 

本论文主要面向医生和病人生成关于“HIV Infections”的文本摘要。如前文所述，为

了评价两种主题模型的差异，我们将生成 4 组摘要：lda_doc, lda_pat, plsa_doc, plsa_pat，

其中 lda 和 plsa 代表 2 种主题模型，doc 和 pat 代表医生和病人。 

（1） 实验数据 

在本系统中我们需要两类数据：与“HIV Infections”相关的候选摘要句和用户讨论。

对于前者，我们收集了 MEDLINE 上 2010-2012 年与“HIV Infections”相关的所有引文。

通过 SemRep 关系提取，最终获得 4,581 条与 HIV 相关的句子组成候选摘要集合。同时

我们在 MedHelp 网站上“Ask a Doctor”模块上爬取了关于“HIV Infections”的所有讨论，

其中有 25,837 条来自医生，39,553 来自病人。 

值得注意的是，尽管实验设定为面向医生和病人的“HIV Infections”摘要，但本文方

法同样可以为其他疾病解决相同的问题。因为我们除了抽取与“HIV Infections”相关的句

子和讨论，并没有附加其他限制。 

（2） 对比试验 

首先我们将本文方法和 3 种经典的文本摘要算法进行对比。第一个是面向多语言，

多文档的摘要平台 MEAD
[10]。它利用了句子的多种特征：位置、与首句的重叠度、长

度、文档图的质心等。在对比中我们采用版本 3.1.1 和默认设置，即长度、质心、位置

的线性组合，其权重分别为 9、1 和 1. 

第二个对比方法为 TextRank
[4]，一种基于图结构计算文本单元重要性的方法。该方

法将每条句子作为图结点，句子间重叠率为边的权重。赋予结点平均初始权重，迭代运

行 PageRank 算法直至收敛或者达到指定次数。最终所有结点会得到一个代表重要性的

得分，选择前 N 个句子组成摘要。 

最后的对比试验是多文档摘要系统 SumBasic
[30]。该系统认为文档集中的高频词比

低频次更易出现在摘要中。和 Luhn 基于词频的方法不同，SumBasic 首先计算单词频率

并将句子中单词频率之和除以句子长度作为句子权重。同时，每次在摘要中添加一个句

子后，都会更新该句子中所含单词的频率以避免冗余。 
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同时为了评价主题模型对摘要的影响，我们建立了 1 个 baseline：如商玥[17]所述，

利用 SemRep 进行关系提取，过滤和扩展后，利用 BM25 对候选摘要句进行排序。在后

文用 SemRep 代表该方法。 

（3） 实验评价 

我们认为生成的摘要不仅包含语料中代表性的信息，同时也应该满足不同用户的信

息需求。因此该过程主要从两方面进行评价：摘要性能和语义相似性。 

在文本摘要的所有评价方法中，最常用的方法即是根据词共现性或其他标准比较系

统生成的摘要和人工生成的标准摘要。广泛使用的评价工具 ROUGE
[27]即是基于该思想

实现，该工具由 Chin-Yew Lin 开发，通过计算 n元共现的召回率来评价摘要性能，是

TREC（Text Retrieval Conference）会议中自动摘要评测任务采用的评价工具。在利用

ROUGE 工具比较系统生成的摘要和参考摘要过程中，采用维基百科上疾病“HIV 

Infections”的定义作为参考摘要。同时为了评价系统生成的摘要是否满足用户需求，采

用文献[32, 36-38]相同的做法，我们也将系统摘要与两个人工生成的摘要进行对比。 

在计算系统摘要和在主题模型步骤中得到的两类用户关注的主题之间的语义相似

性过程中，我们采用论文[29]中的 simsem 方法。为了计算句子之间相似性，该方法首先计

算句子 A 中每个单词与句子 B 中与该单词具有相同词性的所有单词的相似性，并将最

大值作为该单词与句子 B 的相似性，最后将句子 A 中所有单词的相似性取和并归一化

作为两条句子的语义相似性。根据作者 Palakorn Achananuparp 对 14 种计算文本相似性

方法的对比，该方法在 3 个数据集中都获得很好的性能。 

4.3.2  实验结果及讨论 

（1） 摘要性能 

根据 Chin-Yew 的实验结果[27]，在多文档摘要评测中，ROUGE-1，ROUGE-2 和

ROUGE-SU 有较好的性能表现，因此本文采用这三种方法作为评测指标。 

① 和标准摘要的对比 

为了准确和客观，本文将我们基于公式（4.2）的面向用户摘要和相同的标准摘要进

行对比以评价摘要的整体性能。表 4.1 列出了系统生成的 4 类用户摘要的 ROUGE 结果。 

我们可以从多种角度分析该表。比较 LDA 和 pLSA 两组实验，结果并没有太大差

别，这也正反映了不论采用哪种主题模型两类用户都有固定的信息需求。另外医生和病

人的摘要性能也没有太大的差异，这说明医生和病人对于疾病“HIV Infections”有相同

的需求。 
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表 4.1  本文摘要方法和标准摘要的对比 

Tab. 4.1  The comparison between system summarization and reference summarization 

 ROUGE-1 ROUGE-2 ROUGE-SU4 

lda_doc 0.4241 0.0579 0.1647 

lda_pat 0.3874 0.0474 0.1544 

plsa_doc 0.3613 0.0421 0.1297 

plsa_pat 0.3874 0.0947 0.1481 

Average 0.3901 0.0605 0.1492 

 

表 4.2 列出了系统方法和其他方法的对比结果。此处我们采用表 4.1 中的平均值作

为系统方法的一般性能。正如该表所示，本文方法与其他方法相比效果最优，SemRep

次之。这说明用户关注疾病的主题词同时也是文档集中权重较大的特征词。如果查看维

基百科“HIV Infections”定义不难理解该结论，定义中包含了许多与“HIV Infections”相关

的代表性词语，同时也是我们主题模型步骤中得到的主题词。通过语义关系的抽取，过

滤和扩展，SemRep 方法通常会选择包含与“HIV Infections”有“TREATS”， “IS_A”语义

关系的句子，而维基百科定义也正是表达了相同的语义。MEAD 和 TextRank 不仅考虑

了词频，同时考虑了其他特征。尽管 SumBasic 也考虑了词频，但是在选择一条句子后

会降低该句子中单词的频率。 

 

表 4.2  所有摘要方法的对比 

Tab. 4.2  The comparison among all methods 

 ROUGE-1 ROUGE-2 ROUGE-SU4 

SumBasic 0.3194 0.0411 0.1067 

MEAD 0.3403 0.0526 0.1088 

TextRank 0.3613 0.0579 0.1306 

Semrep 0.3665 0.0684 0.1465 

Ours 0.3901 0.0605 0.1492 

 

② 和人工摘要的对比 

本文的目标是为不同用户生成不同的摘要，因此为验证系统生成的摘要是否满足用

户的信息需求以及与其他方法的区别，我们采用此组实验进行对比。首先邀请了两组专

家生成“HIV Infections”摘要，一组生成医生的，另外一组生成病人的。 

表 4.3 和表 4.4 显示两个系统摘要和对比方法与人工摘要的评测结果，此处我们采

用公式（4.2）生成系统摘要。从两表结果可以看出相比传统方法，面向用户的摘要和人

工摘要对比有较高的 ROUGE 得分，这再次证明在生成面向用户的摘要过程中考虑与用
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户相关的特征的有效性。传统的摘要方法仅仅基于语料考虑句子，会忽视与用户相关的

因素。 

 

表 4.3  面向医生的摘要和人工摘要的对比 

Tab. 4.3  The comparison between system summarization of doctor-oriented and human reference 

summarization 

 
ROUGE-1 ROUGE-2 ROUGE-SU4 

lda_doc 0.3444 0.0250 0.1170 

plsa_doc 0.3900 0.0625 0.1492 

TextRank 0.2490 0.0250 0.0715 

SumBasic 0.2988 0.0500 0.1014 

MEAD 0.3071 0.0376 0.0954 

SemRep 0.3403 0.0500 0.1245 

 

表 4.4 面向病人的摘要和人工摘要的对比 

Tab. 4.4  The comparison between system summarization of patient-oriented and human reference 

summarization 

 
ROUGE-1 ROUGE-2 ROUGE-SU4 

lda_pat 0.3212 0.0610 0.1051 

plsa_pat 0.3090 0.0561 0.0967 

TextRank 0.1971 0.0293 0.0473 

SumBasic 0.2530 0.0585 0.0813 

MEAD 0.2652 0.0366 0.0702 

SemRep 0.2895 0.0463 0.0948 

 

通过以上两组实验，我们可以得出本文面向用户的摘要方法不仅能够满足用户的信

息需求，同时也能得到相对较好的摘要性能。 

（2） 语义相似性 

公式（4.7）是系统摘要和主题词之间语义相似性的计算公式。 

|||

),(),(
),S(

S t

TS

StSimTsSim
Tsim

i js T jim





  

                       (4.7) 

其中 Simm(si, T)表示句子 T 中与 si 具有相同词性的单词与 si 的相似性的最大值。根

据[29]中的实验，基于公式（4.7）的方法在 3 个实验任务中与其他方法相似有较好的效

果。同时作者指出由于单词对的语义计算不可避免会产生很多“误算”，因此该方法的
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有效性易受影响。为避免该问题以及计算单词间的语义相似性，我们采用 word2vec 方

法[19]。通过训练相关语料，该方法可以用向量表示任意单词。经过计算两个单词向量间

的余弦相似度，我们就能得到任意单词对之间的语义关系。为了获得准确和稳定的结果，

我们抽取了 2003-2009 年 MEDLINE 上与 HIV 相关的所有引文，容量在 1GB。 

表 4.5 显示系统摘要和对应主题词之间的语义相似性。从该表可看出基于公式（4.2）

本文方法与 4 组对应主题都有较高的语义相似性，其次是 MEAD。 

在本文系统中，我们仅考虑与主题相关的特征词，忽略其他特征词，甚至是代表性

的特征词。因此系统生成的摘要倾向于选择包含更多主题词的句子，因此会获得更高的

语义相似性；MEAD 从整个语料出发，利用多种特征表示句子，因此生成的摘要通常包

含较多代表性的特征词；TextRank 是一种基于句子图的方法，倾向选择图中的中心句子；

SumBasic 主要考虑高频词；SemRep 则倾向选择和 HIV 有“TREATS”，“IS_A”语义

关系的特征词，尽管用户也关心该类特征词，但它们的比重较小。因此生成的摘要并不

能充分满足用户需求。 

 

表 4.5  系统摘要和对应主题词间的语义相似性 

Tab. 4.5  The semantic similarity between system summarization and topic terms 

 
Ours MEAD TextRank SumBasic SemRep 

lda_doc 0.3693 0.3174 0.2234 0.2221 0.2560 

lda_pat 0.4894 0.4080 0.2898 0.3088 0.3364 

plsa_doc 0.3902 0.3472 0.2581 0.2552 0.3021 

plsa_pat 0.3804 0.2889 0.1922 0.1896 0.2193 

Average 0.4073 0.3404 0.2409 0.2439 0.2785 
 

 

（3） 参数ω的确定 

在公式（4.3）中，为了消除句子之间的冗余，加入参数ω进行约束。图 4.4 显示参

数ω对摘要 ROUGE-1 结果的影响。经过 5 组实验，可得出ω的最优值位于（1.75,2.25）

区间。 
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图 4.4  参数ω对系统摘要的 ROUGE-1 结果的影响 

Fig. 4.4  The impact of ω for system summarization on ROUGE-1 

 

（4） 三种方法的对比 

在本文 4.2.3 节，我们提出了 3 种方法计算句子与主题之间的相关性。图 4.5 和图

4.6 分别显示了 3 组实验结果与标准摘要相比在 ROUGE-1 和语义相似性的对比结果。 

从表 4.5 可以看出，3 种方法在 ROUGE-1 对比结果中都不是最好的，它们都有各自

的优缺点，整体上计算主题词词频方法最优。出现这种情况的原因是因为 ROUGE 仅仅

考虑特征词的共现度，并不会关心特征词的权重。因此 3 组结果并没有明显的差异。而

对于表 4.6，我们可以看出计算主题词词频的方式效果最优，权重之和方法次之。总之

不管是对于图 4.5 或者图 4.6，这 3 种方法都有一致性的性能表现，我们可以肯定在计算

句子重要性的过程中加入特征词因素可以提高最终的摘要性能。 

 

 

图 4.5  3 组方法的 ROUGE-1 对比结果 

Fig. 4.5  ROUGE-1 scores on our three ways 
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图 4.6  3 组方法的语义相似度对比结果 

Fig. 4.6  Semantic Similarity to Topics on our three ways 

 

4.4  本章小结 

随着社交网络的广泛应用，相关的研究也吸引着越来越多的工作者。本文提出一种

新颖的个性化文本摘要方法，即面向用户的文本摘要。以“HIV Infections”为例，不同用

户会从不同角度去了解，例如医生会关注它的相关研究和治疗方法，而病人则会关注它

的预防和症状。因此对于研究者来说为满足不同的信息需求生成面向用户的摘要非常有

必要。在本文中，我们将医生和病人作为实验对象，对他们关于“HIV Infections”的历史

讨论信息利用 LDA 和 pLSA 进行主题建模以得到他们关注的主题。利用得到的主题词

生成面向医生和病人的摘要。从实验结果来看，我们可以发现本文生成的摘要不仅和用

户关注的主题具有较高的语义相似性，同时也具有较好的摘要性能，特别是跟人工摘要

进行对比，这也证明了用户的信息有助于生成面向用户的摘要。应该提出的是本文方法

也可适用于其他疾病和用户。 

在未来工作中，我们将改进现有方法以更准确获取用户需求。同时我们需要改善该

模型以获得更好的摘要性能。此外，我们也会尝试将该方法应用到更加具体的用户和其

他疾病中以生成更个性化的文本摘要。 
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结    论 

在当前海量数据的背景下，数据冗余和垃圾信息等问题比比皆是。文本摘要技术不

仅能够抽取数据中的重要信息，同时可以过滤掉原文中的噪音，帮助用户快速浏览信息，

节省用户时间提高工作效率。因此文本摘要技术的研究尤为重要。本文面向生物医学领

域，结合生物医学信息，研究该领域的文本摘要算法并提出面向用户角色的文本摘要算

法。 

近几年随着深度学习和词向量在文本挖掘领域的迅速普及和广泛关注，越来越多相

关的研究论文和模型被提出，word2vec 即是其中之一。通过模型的训练，词向量可以挖

掘出单词之间的语义信息，因此具有非常大的研究价值。为了将词向量引入到文本摘要

领域中，本文提出基于词向量的文本摘要算法。该算法基于 TextRank 思想，对原始语

料集进行预处理，将句子表示为图中结点并赋予初始的平均权重，基于词向量采用多种

方式计算句子间的相似度作为图中连接两结点间边的权重，利用 PageRank 思想迭代计

算结点权重直至收敛，最终结点权重值即可反应句子的重要性。最后利用最大边缘相关

算法生成摘要。从实验结果可以看出基于词向量的计算方式在整体上摘要性能优于其他

对比方法，证明了该方法在摘要领域的有效性。 

尽管文本摘要可以帮助用户快速提取原文中的重要信息，但是提取到的信息是面向

所有用户的。但正如现实生活中不同用户会有不同的信息需求，在浏览原文时关注的侧

重点也不同。例如在查找某一疾病的相关资料时，医生关注的是该疾病最新的研究成果、

临床试验等，而病人则对该疾病的治疗、症状信息更感兴趣。因此本文提出面向不同用

户生成疾病摘要。以医生和病人为例，首先获取两类用户对某一疾病如“HIV Infections”

的相关评论信息并对此进行主题建模，以获得用户关注的主题词，在计算句子重要性过

程中引入这些主题词，使得算法对包含该主题的句子赋予更多权重，最终生成摘要。从

实验结果我们发现，主题模型获得的主题词不仅能反映出用户的兴趣，同时也是语料中

较为重要的特征词。因此系统生成的摘要和标准摘要相比具有良好的摘要性能，同时也

保留了用户关注的信息。 

在未来工作中，基于词向量的文本摘要算法还有很大的研究空间，例如采用

paragraph2vec 思想直接生成句子向量，或者采用深度学习中的自编码（Autoencoder）

思想利用词向量训练句子的语义表示，或者采用卷积神经网络（Convolutional Neural 

Networks）进行训练等方法研究词向量在文本摘要领域的应用方法，找到最适合的使用

方式。而面向用户的文本摘要算法可以面向更多角色的用户，利用多种用户模型获得用

户的多种特征表示以便更准确地获得用户的信息需求。在计算句子重要性步骤中，可以
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尝试采用其他方式如引入多种特征，使得生成的摘要不仅更符合用户的信息需求，同时

也能具有更好的摘要性能。 



大连理工大学硕士学位论文 

- 33 - 

参 考 文 献 

[1] Luhn H P. The automatic creation of literature abstracts[J]. IBM Journal of research 

and development, 1958, 2(2): 159-165. 

[2] Nenkova A, Mckeown K R. Automatic summarization[M]. City: Now Publishers Inc, 2011. 

[3] Erkan G, Radev D R. LexRank: Graph-based lexical centrality as salience in text 

summarization[J]. J Artif Intell Res(JAIR), 2004, 22(1): 457-479. 

[4] Mihalcea R, Tarau P. TextRank: Bringing order into texts[C]// Proceedings of EMNLP. 

Barcelona, Spain,4: 275. 

[5] Zhang H, Fiszman M, Shin D, et al. Degree centrality for semantic abstraction 

summarization of therapeutic studies[J]. Journal of biomedical informatics, 2011, 

44(5): 830-838. 

[6] Ouyang Y, Li W, Li S, et al. Applying regression models to query-focused 

multi-document summarization[J]. Information Processing & Management, 2011, 47(2): 

227-237. 

[7] Louis A, Joshi A, Nenkova A. Discourse indicators for content selection in 

summarization[C]// Proceedings of the 11th Annual Meeting of the Special Interest 

Group on Discourse and Dialogue. Association for Computational Linguistics: 

147-156. 

[8] Shang Y, Hao H, Wu J, et al. Learning to rank-based gene summary extraction[J]. 

BMC bioinformatics, 2014, 15(Suppl 12): S10. 

[9] Edmundson H P. New methods in automatic extracting[J]. Journal of the ACM (JACM), 

1969, 16(2): 264-285. 

[10] Radev D, Allison T, Blair-Goldensohn S, et al. MEAD-a platform for multidocument 

multilingual text summarization[C]//. Proceedings of the 4th International 

Conference on Language Resources and Evaluation (LREC 2004). 

[11] Kupiec J, Pedersen J, Chen F. A trainable document summarizer[C]// Proceedings 

of the 18th annual international ACM SIGIR conference on Research and development 

in information retrieval. ACM: 68-73. 

[12] Reeve L H, Han H, Brooks A D. The use of domain-specific concepts in biomedical 

text summarization[J]. Information Processing & Management, 2007, 43(6): 

1765-1776. 

[13] Morales L P, Esteban A D, Gervás P. Concept-graph based biomedical automatic 

summarization using ontologies[C]// Proceedings of the 3rd Textgraphs Workshop on 

Graph-Based Algorithms for Natural Language Processing. Association for 

Computational Linguistics: 53-56. 



基于词向量和主题模型的生物医学摘要技术 

- 34 - 

[14] Fiszman M, Demner-Fushman D, Kilicoglu H, et al. Automatic summarization of MEDLINE 

citations for evidence-based medical treatment: A topic-oriented evaluation[J]. 

Journal of biomedical informatics, 2009, 42(5): 801-813. 

[15] Rindflesch T C, Fiszman M. The interaction of domain knowledge and linguistic 

structure in natural language processing: interpreting hypernymic propositions in 

biomedical text[J]. Journal of biomedical informatics, 2003, 36(6): 462-477. 

[16] Rindflesch T C, Kilicoglu H, Fiszman M, et al. Semantic MEDLINE: An advanced 

information management application for biomedicine[J]. Information Services and 

Use, 2011, 31(1): 15-21. 

[17] Shang Y, Li Y, Lin H, et al. Enhancing biomedical text summarization using semantic 

relation extraction[J]. PLoS one, 2011, 6(8): e23862. 

[18] Zhang H, Fiszman M, Shin D, et al. Clustering cliques for graph-based summarization 

of the biomedical research literature[J]. BMC bioinformatics, 2013, 14(1): 182. 

[19] Mikolov T, Chen K, Corrado G, et al. Efficient Estimation of Word Representations 

in Vector Space[J]. arXiv preprint arXiv:13013781, 2013. 

[20] Mikolov T, Sutskever I, Chen K, et al. Distributed representations of words and 

phrases and their compositionality[C]// Advances in Neural Information Processing 

Systems. 3111-3119. 

[21] Le Q V, Mikolov T. Distributed representations of sentences and documents[J]. arXiv 

preprint arXiv:14054053, 2014. 

[22] Susannah Fox  M D. Health Online 2013 [M]. 2013. 

[23] Medicine U S N L O. MEDLINE [M]. 2015. 

[24] Mani I. Summarization evaluation: An overview[J]. 2001. 

[25] Rath G, Resnick A, Savage T. The formation of abstracts by the selection of 

sentences. Part I. Sentence selection by men and machines[J]. American 

Documentation, 1961, 12(2): 139-141. 

[26] Mckeown K, Hatzivassiloglou V, Barzilay R, et al. Columbia multi-document 

summarization: Approach and evaluation[J]. 2001. 

[27] Lin C-Y. Rouge: A package for automatic evaluation of summaries[C]// Text 

Summarization Branches Out: Proceedings of the ACL-04 Workshop. 74-81. 

[28] Nenkova A, Passonneau R, Mckeown K. The pyramid method: Incorporating human content 

selection variation in summarization evaluation[J]. ACM Transactions on Speech and 

Language Processing (TSLP), 2007, 4(2): 4. 

[29] Achananuparp P, Hu X, Shen X. The evaluation of sentence similarity measures[M]. 

//  Data Warehousing and Knowledge Discovery. City: Springer, 2008: 305-316.  



大连理工大学硕士学位论文 

- 35 - 

[30] Vanderwende L, Suzuki H, Brockett C, et al. Beyond SumBasic: Task-focused 

summarization with sentence simplification and lexical expansion[J]. Information 

Processing & Management, 2007, 43(6): 1606-1618. 

[31] Fiszman M, Rindflesch T C, Kilicoglu H. Abstraction summarization for managing 

the biomedical research literature[C]// Proceedings of the HLT-NAACL Workshop on 

Computational Lexical Semantics. Association for Computational Linguistics: 

76-83. 

[32] Deerwester S C, Dumais S T, Landauer T K, et al. Indexing by latent semantic 

analysis[J]. JASIS, 1990, 41(6): 391-407. 

[33] Hofmann T. Probabilistic latent semantic indexing[C]// Proceedings of the 22nd 

annual international ACM SIGIR conference on Research and development in 

information retrieval. ACM: 50-57. 

[34] Blei D M, Ng A Y, Jordan M I. Latent dirichlet allocation[J]. the Journal of machine 

Learning research, 2003, 3: 993-1022. 

[35] Carbonell J, Goldstein J. The use of MMR, diversity-based reranking for reordering 

documents and producing summaries[C]// Proceedings of the 21st annual 

international ACM SIGIR conference on Research and development in information 

retrieval. ACM: 335-336. 

[36] Díaz A, Gervás P. User-model based personalized summarization[J]. Information 

Processing & Management, 2007, 43(6): 1715-1734. 

[37] Xu S, Jiang H, Lau F. User-oriented document summarization through vision-based 

eye-tracking[C]// Proceedings of the 14th international conference on Intelligent 

user interfaces. ACM: 7-16. 

[38] Yan R, Nie J-Y, Li X. Summarize what you are interested in: an optimization 

framework for interactive personalized summarization[C]// Proceedings of the 

Conference on Empirical Methods in Natural Language Processing. Association for 

Computational Linguistics: 1342-1351. 



基于词向量和主题模型的生物医学摘要技术 

- 36 - 

攻读硕士学位期间发表学术论文情况 

1. Learning to rank-based gene summary extraction. Yue Shang, Huihui Hao, Jiajin 

Wu, Hongfei Lin. 2013 IEEE International Conference on Bioinformatics and 

Biomedicine(BIBM)。2013 年，2013：618。主办单位：IEEE Computer Society。

EI 检索，本文 EI 检索号 NSPEC：14079651. 

2. Learning to rank-based gene summary extraction. Yue Shang, Huihui Hao, Jiajin 

Wu, Hongfei Lin. BMC bioinformatics。2014 年，2014：卷(15)，增(12):S10。主

办单位：BioMed Central Ltd。SCI 检索，本文 SCI 检索号：000345685000010。 

3. 一种基于词向量的文档摘要自动提取方法. 林鸿飞, 郝辉辉. 专利。专利号：

201510254719.2。（本硕士学位论文第三章） 

4. Automatic Generation of User-oriented Disease Summarization. 郝辉辉, 林鸿飞. 

（本硕士学位论文第四章）（在投） 



大连理工大学硕士学位论文 

- 37 - 

 

致    谢                                                                                                                             

三年时光说来不长，但也不短，就在指缝间匆匆流走。尽管这三年一直都在学校，

但是期间的经历也真的是丰富多彩，收获的也不仅仅是硕士学位，还包括自主学习能力，

工作能力的提高和心态上的转变。我想这也为我以后的工作奠定了良好的基础。而我也

会更怀念这珍贵的三年时光中的点点滴滴。自己能有这么大的进步，更要感恩有老师和

同学的鼓励和相互帮助。 

首先我要感谢我的导师林鸿飞老师。林老师不仅在学术上给予我关键性指导，更在

工作生活上给我更多帮助和鼓励。在外人看来，林老师是风趣的，幽默的，亲和的，而

作为他的学生，除此之外我感受更多的还有包容和真诚。因为年龄上和我的父亲相仿，

因此在和林老师的相处过程中，时刻都能感受到父亲的那种慈祥和关爱。同时林老师乐

观的生活态度也给我们做了一个非常好的榜样，例如合理分配工作时间，坚持热爱的运

动。 

感谢杨志豪老师，您的认真、严谨给我们做了表率，您对学生的负责、真诚让我觉

得能当您的学生会是多么的幸福。 

感谢王健老师，您对工作的严格要求以及对学术孜孜不倦的追求让我们敬佩，也为

我在以后的工作中树立了榜样。 

感谢实验室的师兄师姐和师弟师妹，正是大家的友爱互助才使得我们信息检索实验

室这个大家庭其乐融融。每天进入实验室，我的心情都是非常开心，轻松的。和谐的气

氛为我们静心搞学术提供了一个很好的条件。每年实验室的徒步走、元旦晚会和羽毛球

比赛也是给我带来了很多欢乐，和许多难忘的时光。 

最后感谢我的家人，在这三年来默默地为我付出，从不计较我的过失，以及对我无

条件的支持。感谢家人对我的信任，让我在这三年来没有负担地、专心地完成我的任务。 

 



大连理工大学硕士学位论文 

 

大连理工大学学位论文版权使用授权书 

本人完全了解学校有关学位论文知识产权的规定，在校攻读学位期间

论文工作的知识产权属于大连理工大学，允许论文被查阅和借阅。学校有

权保留论文并向国家有关部门或机构送交论文的复印件和电子版，可以将

本学位论文的全部或部分内容编入有关数据库进行检索，可以采用影印、

缩印、或扫描等复制手段保存和汇编本学位论文。 

 

学位论文题目：                                                   

作 者 签 名 ：                         日期：       年    月    日 

导 师 签 名 ：                         日期：       年    月    日 

 

 

 


