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摘    要   

疾病一直是威胁人类健康的一大因素。因此，如果人们能够对疾病具有更多的了解，

就能够提前做好预防措施。然而与疾病相关的文献呈指数增长，且新的疾病层出不穷，

想要手动获取感兴趣的疾病信息如大海捞针一样困难，因此自动疾病识别是该领域研究

者面临的挑战。一种疾病可能有不同的表示方式，一种表示方式也可能代表不同的疾病，

想要对一种疾病有更多的了解，便希望用该类疾病的一种描述方式就能查询出该类疾病

的所有描述方式对应的信息。因此疾病标准化的任务对于涉及到疾病的很多研究工作是

很重要的，包括病因（如基因-疾病关系）和临床方面（如诊断、预防和治疗）。 

目前，关于基因（蛋白质）实体识别的研究已经日趋成熟，但是疾病实体识别仍然

是一个较新的研究方向。针对疾病实体识别的任务，本文给出了一种 CRF 结合词典的

疾病命名实体识别方法。该方法首先使用 PharmGKB 的疾病资源构建疾病词典，然后使

用 CRF 与词典相结合的方法对疾病实体进行识别，接着使用全称-缩写词对的上下文线

索调整识别结果。该方法在 NCBI 测试集上得到了 83.82%的 F 值。最后，我们将疾病实

体识别的研究方法转化成疾病实体识别系统 DNER，该系统以可视化的形式对识别出来

的疾病实体进行高亮显示。 

在疾病实体识别的基础上，本文对疾病实体进行了标准化。本文给出一种基于语义

资源的疾病标准化方法。传统的疾病标准化方法由于数据库中疾病标识符的信息不够完

整，不能很好的确定疾病实体在当前上下文中的具体含义。本文利用 MEDIC 疾病词汇

表中疾病定义信息以及 MEDLINE 的摘要信息为数据库中的疾病标识符扩展了语义信

息，通过计算模糊疾病实体的上下文信息与候选实体描述信息的相似度，从而找到与该

歧义疾病实体相关的疾病标识。该方法在 NCBI 测试集上得到了 79.49%的宏平均结果和

79.70%的微平均结果。 

 

关键词：疾病实体识别；疾病标准化；精确匹配；模糊匹配；消歧
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Research on Disease Name Recognition and Disease Normalization in 

Biomedical Literature 

 

Abstract 

Disease has been a major factor in human health hazards. If disease can be known more 

about, it can be prevented in advance. However, it takes a lot of time for people to search 

interested disease in the large amount of biomedical literature. As a result, automatic 

identification of disease names remains a challenging task in biological named entity 

recognition (NER). Disease NER is the problem of finding references to disease entities 

(mentions) in natural language text and tagging them with the semantic type, “disease.” As is 

known to all, disease names naturally exhibit considerable variation (e.g. synonymous), which 

makes it difficult to retrieve the details of a particular disease. Disease name normalization 

therefore, is needed. The task of disease normalization consists of finding disease mentions 

and assigning a unique identifier to each. It is of significant importance in many lines of 

inquiry involving disease, including etiology (e.g. gene–disease relationships) and clinical 

aspects (e.g. diagnosis, prevention and treatment). 

Previous studies argue that a sufficient amount of research has already been conducted 

on biomedical NER, especially concerning gene/protein name recognition. However, disease 

named entity recognition has not received the same level of attention. This thesis presents an 

approach that combines the Conditional Random Field (CRF) model with a dictionary to 

recognize disease names within biomedical texts. A disease name dictionary is firstly 

constructed using an external biomedical resource, PharmGKB. This dictionary’s search 

result feature will then be introduced into a CRF model, which will be used to recognize the 

disease names in biomedical texts. Finally, contextual cues to pair various full disease names 

with their abbreviations are used to further improve the recognition performance. 

Experimental results show that our approach achieves an F-measure of 83.82% on the NCBI 

disease corpus. A disease named entity recognizer is constructed to facilitate text mining, 

which presents the recognized named entities in the form of visualization. 

This thesis also presents a disease normalization method based on semantic resource. 

There is a problem in traditional disease name normalization that the description of disease 

symbols in biomedical databases is not so complete that it is difficult to determine the specific 

meaning of the ambiguous disease name. Semantic information extracted for each disease 

symbol from MEDIC vocabulary and MEDLINE abstracts is used to calculate the similarity 



大连理工大学硕士学位论文 

 - III - 

with the context information of ambiguous disease name. As a result, the disease symbol with 

the highest score is the symbol of the ambiguous disease name. Our algorithm achieves 

0.7970 micro-averaged F-measure and 0.7949 macro-averaged F-measure. 

 

Key Words：Disease Mention Recognition; Disease Name Normalization; Exact 

Matching; Approximate Matching; Disambiguation 
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1  绪论 

1.1  研究背景 

随着科学技术的不断进步，关于生物医学的研究也不断深入，小到生物 DNA 分子

结构大到生物实体各种复杂关系的抽取，不同的研究成果层出不穷，使得相关的生物文

献数量呈现指数方式增长。据统计，MEDLINE 中的文献平均增长速度为 60 万/年。生

物医学文献与研究人员的比例严重失调，若要采用人工方式从海量的生物医学文本中挖

掘感兴趣的、有价值的信息，是不可能完成的事情。因此，该领域研究人员所要解决的

一大困难是如何在文本中自动提取有用信息。随着人们对自身健康越来越关心，与疾病

相关的医学文献数目也不断增长，如何从海量生物文献中自动识别疾病信息已经成为该

领域研究者们日益关注的话题。 

生物命名实体识别，即在生物医学文献中找到基因（蛋白质）、疾病、药物等特定

类型的名称[1]。目前，关于基因（蛋白质）实体识别的研究已经日趋成熟[2-6]，但是疾病

实体识别仍然是一个较新的研究方向，并未达到基因（蛋白质）识别的水平[7-9]。当疾

病实体被识别出来之后，我们发现同一个疾病名称往往含有较多的同义词，同时关于疾

病实体的生物文献中含有大量的缩写词，且同一个缩写词可能代表不同的疾病实体，这

就需要我们对识别出来的疾病实体进行标准化，也就是说给具有相同含义的疾病实体分

配一个疾病标识符，唯一标记该疾病实体。因此，识别出疾病实体之后，疾病标准化成

为该领域亟待解决的问题。 

不论疾病命名实体识别还是疾病标准化，都需要依赖于生物医学文献。但是，面对

海量且不断增长的生物医学文献，研究者们不可能人工完成信息抽取。因此自动疾病实

体识别和疾病标准化成为专家们探索的热门课题。 

1.2  研究现状 

1.2.1  疾病实体识别的研究现状 

最近几年，生物命名实体识别的研究已经迅速成为该领域不断探索的课题。相关研

究表明，关于生物命名实体识别任务，该领域的研究者们已经做了很多的研究，特别是

基因（蛋白质）识别。例如，基于机器学习的基因（蛋白质）的识别方法研究已经渐趋

成熟[2-6]。但是，由于疾病实体识别缺乏足够的语料，关于疾病实体识别方法的研究远

没有基因（蛋白质）识别方法成熟[7-9]。在生物医学搜索引擎中，关于疾病信息的检索

在所有非文献目录类型检索中是最高的[10, 11]。而且，疾病信息经常和化学药物或基因（蛋
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白质）信息一起被检索[12]。因此，自动疾病实体识别对于关系提取和信息检索是不能缺

少的。 

疾病命名实体识别就是在生物医学文献中把疾病名称标记上“disease”语义类型。

最近几年，几个已标注的疾病语料已经发布[8, 12-14]。2004 年，Rosario and Hearst
[13]发布

了语料 BioText，该语料抽取了 MEDLINE 文献标题和摘要中的 3655 个句子进行标注，

但是该语料的主要作用是抽取不同类型疾病和相关治疗方法的关系，因此它没有具体的

标注指南，同时包含一些不一致性；同年，Kulick
[14]

 等人发布了语料 PennBioIE，该语

料包含 2514篇 PubMed摘要，然而该语料只适用于疾病的某个子领域；2009年，Leaman
[8]

 

等人发布了 AZDC 疾病语料，该语料只对 PubMed 部分句子进行了疾病实体标注，而且

疾病实体的定义宽松、涵盖范围广泛，使得它不适合疾病实体识别的评估；2012 年，

Doğan
[12]

 等人发布了 NCBI 疾病语料，该语料有非常详细的标注指南，且对 PubMed 摘

要中的所有句子中的疾病都给出了标注，非常适合疾病命名实体识别的任务。 

由于疾病范围宽泛且变体较多，疾病命名实体识别一直是该领域的难题[15, 16]。作为

一个类别，“疾病”的定义非常宽松。维基百科（http://en.wikipedia.org/wiki/Disease）中

给出的定义是：“疾病”通常是指任何引起疼痛、功能障碍、痛苦、心理问题或死亡的情

况。因此，从分类系统的观点来看，关于一个实体到底是不是疾病实体不好分辨（如生

物实体“adenomatous polyposis coli”和“Friedrich ataxia”既可以是疾病实体，也可以是基因

（蛋白质）[15]）。由于疾病的范围较广，相关临床表现、诊断治疗记录等都可以归类为

疾病，这使得疾病实体有较多的变体，这些变体主要表现为一个疾病实体拥有较多的同

义词（如“lung cancer（肺癌）”也可以描述为“lung neoplasms”）；变体的另一个表现就

是缩写，同一种缩写形式在不同的生物文本中可能代表不同的疾病实体（如缩写形式

“HD”的全称可能是“Hansen’s disease”、“hip dysplasia”或“Hodgkin’s disease”等[15]）。此

外，允许医生和卫生工作者自由的使用描述性的表达式描述疾病，进一步增加了疾病实

体的变体形式。所以，自动疾病实体识别依然是一个极其困难的任务。  

目前，很多技术能用于命名实体识别任务，包括词典匹配[17]、基于规则的技术[18]

以及机器学习的方法[2, 19-21]。其中，基于机器学习的方法是最主流的，包括最大熵[19]、

条件随机域[20]、支持向量机[21]和半监督学习方法[2]等。在该任务中，这些方法都取得了

很好的实验结果，特别是基因（蛋白质）识别。然而，由于疾病定义较宽松且变体很多，

疾病实体识别依然是该领域待解决的难题。最近几年，一些科研学者已经在疾病命名实

体识别方面做出了不少贡献。2006 年，Chun
[22]等人使用基于词典匹配的方法从医学文

献中找出疾病-基因的关系；2008 年，Chowdhury and Lavelli
[9]等人使用基于 CRF 的方法

毕业论文-2013模板.doc
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对疾病命名实体进行识别，他们在 AZDC 语料[8]上对该方法进行了评估，得到了 0.8108

的 F 值；2009 年，Leaman and Gonzalez
[23]等人发布了 BANNER 系统，该系统基于 CRF

方法并用 Java 语言实现，主要用于对生物领域的实体进行识别；2012 年，Doğan
[12]使

用 BANNER 系统对 AZDC 语料和 NCBI
[12]语料进行疾病实体识别，并对两个语料的识

别结果进行比较，在 NCBI 测试集中得到了 0.818 的 F 值，是目前最好的疾病实体识别

结果。 

1.2.2  疾病标准化的研究现状 

疾病标准化就是对识别出来的疾病实体分配一个疾病标识符，该疾病标识符可以唯

一标识该类疾病实体[24]。疾病标准化的任务对于涉及到疾病的很多调查工作是很重要

的，包括病因（如基因-疾病关系）和临床方面（如诊断、预防和治疗）。 

最近几年，在生物命名实体识别方面做研究的人越来越多，主要归功于下面几个评

测任务： BioCreative
[25]和 BioNLP

[26]关于生物文本挖掘方面的国际评测任务（包括基因

（蛋白质）识别以及生物事件抽取）以及 TREC
[27]和 i2b2

[28]关于在患者电子病历中识别

药物、疾病以及医学测试的国际评测任务。 

关于概念标准化的问题，在基因（蛋白质）标准化方面已经做出了很多工作，这主

要归功于 BioCreative 关于基因（蛋白质）标准化的一系列评测任务[29-31]。参与这一系

列评测任务的研究者们给出了很多基因（蛋白质）标准化的方法，包括模式匹配、字典

查找、机器学习以及基于启发式规则的方法。这些研究者们在相关的文章中，还讨论了

缩写词及对应的全称扩展问题，利用基于规则的方法解决含有连词的基因名称问题，利

用词法规则解决基因名称变体问题，利用词典扩展、模糊字符串匹配和过滤的方法减少

错误的正例的问题。 

大部分概念标准化工作全部依赖或部分依赖词典查询技术和各种字符串匹配算法。

一些研究者们尝试使用机器学习的方法进行标准化工作，但是后期都需要使用不同程度

的过滤技术对候选项进行选择。例如，Buyko
[32]等人使用基于条件随机域的方法解决复

合基因实体的问题；Tsuruoka
[33]等人通过利用逻辑回归的方法计算基因（蛋白质）实体

与基因词典中词典项的相似度从而进行标准化；Wermter
[34]等人开发了一个包含语义评

分模块在内的基因标准化系统——GeNo；Huang
[35]等人使用文档排序技术用于基因标准

化，该项技术可以返回一系列的候选项而不是单一最好的候选项。最近，Lu
[16]等人成功

使用一种推理的方法解决疾病实体的标准化问题。 

相对于基因（蛋白质）实体识别和标准化问题，疾病实体识别和标准化问题并未受

到很多研究者的关注，可能是由于没有比较规范化的用于疾病实体识别和标准化的语料

可以用于评测。一些有关疾病方面的术语资源主要有医学主题词表（MeSH
[36]）、国家
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癌症研究所同义词典（SNOMED-CT
[37]）、一体化医学语言系统（UMLS

[38]）、疾病本

体库（Disease Ontology
[39]）和 MEDIC 疾病词汇表[40]。由于 UMLS 的主要目的就是对

医疗术语的全面覆盖，因此 UMLS 超级叙词表的覆盖范围比其他资源都广，2008 年，

UMLS 被多人用于在 Jimeno
[7]开发的语料上进行疾病标准化工作，这些标准化工作都以

句子为单位对多个标准化方法进行了评测，其中性能最好的一个方法是词典查询的方

法，其 F 值为 0.684。该语料在 2009 年被 Leaman
[8]等人进行了扩展（AZDC 语料），2012

年被 Kang
[41]等人用于疾病标准化工作，获得了 0.736 的 F 值。AZDC 语料在 2012 年被

Doğan
[15]

 等人进行了扩展（NCBI 语料）， 2013 年被 Leaman
[24]等人用于疾病标准化

工作，获得了 0.782 的微平均 F-measure 和 0.809 的宏平均 F-measure。 

最近，一个新的疾病词汇表——MEDIC
[40]由 CTD

[42]（Comparative Toxicology 

Database）开发出来，用于生物文献中疾病术语的索引。该疾病词汇表为了方便对疾病

术语的索引，将 OMIM
[43]数据库中的疾病术语合并到 MeSH

[36]的疾病子类中。该词汇表

在 2012 年作为词典用于 NCBI
[12]疾病语料的标注。该语料覆盖范围广，适用于解决疾病

实体识别和疾病标准化的问题。 

1.2.3  疾病实体识别和疾病标准化之间的关系 

要完成疾病标准化的任务，首先要将生物文献中的疾病实体识别出来。因此，疾病

命名实体识别是疾病标准化工作的基础步骤，只有先识别出文献中的疾病实体，才能为

疾病实体与标准数据库中的疾病标识符建立映射，而且疾病实体识别的优劣下一步会影

响疾病标准化的结果。本文将在下文对这 2 个方面给出具体的描述。 

1.3  本文工作及结构安排 

本文的研究包含两方面：基于条件随机域和词典相结合的疾病命名实体识别研究，

基于语义资源的疾病标准化方法研究。 

第一章 对生物领域中的疾病命名实体和疾病标准化的研究背景、研究现状以及疾

病实体识别和疾病标准化之间的关系进行介绍。 

第二章 对疾病实体识别和疾病标准化实验中用到的生物医学资源、工具和算法进

行了简单的介绍。 

第三章 介绍疾病实体识别方法，实验结果分析和错误分析。 

第四章 介绍疾病标准化方法，实验结果分析和错误分析。 
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2  相关资源、工具及算法 

2.1  生物医学文献及资源 

2.1.1  MEDLINE 

当前，文本挖掘所使用的医学文献主要来源于 MEDLINE
[44]。它是目前最具威望的

国际性综合生物医学数据库，由美国国立医学图书馆（The National Library of Medicine, 

NLM）负责收集并更新。该数据库包含基础医学、社会医学、微生物等学科，主要包含

美国医学索引（Index Medicus, IM）、牙科文献索引（Index to Dental Literature）、国际

护理索引（International Nursing Index）3 种重要索引，同时主要有 AND、OR 、NOT 、

WITH、NEAR 5 种检索方式。 

到目前为止，MEDLINE 数据库收录了超过 2160 万条记录，这些记录分别来自于

5639 种涵盖生物医学文献的出版物。20 世纪 80 年代，MEDLINE 出现光盘数据库。20

世纪 90 年代，MEDLINE 纳入许多基于因特网的信息检索中，如 PubMed、NLM Gateway、

OVID、Dialog、ISI Web of Knowledge EBSCO 等。目前使用最广泛的是 PubMed 检索，

可以通过生物文献的主题词、关键词、作者、ISSN、文献出处、出版年份等进行检索。

图 2.1 是文献编号为 23990406 在 MEDLINE 中的结构示意图。其中，PMID 即文献在

MEDLINE 数据库中的唯一文章编号，TI 代表文章标题，AB 代表文章摘要，MH 代表

医学主题词 MeSH。 

 

PMID- 23990406 

TI  - Primary ovarian trabecular carcinoid tumour: a case report with an 

      immunohistochemical study and a review of the literature. 

AB  - Primary ovarian carcinoid tumours are uncommon neoplasias. There 

      are distinct histological types with different behaviours: insular, trabecular, 

      mucinous and mixed... 

MH  - Carcinoid Tumor/*pathology/radiography/surgery 

MH  - Fallopian Tubes/surgery 

MH  - Immunohistochemistry 

MH  - Ovarian Neoplasms/*pathology/radiography/surgery 

MH  - Tomography, X-Ray Computed 

 

图 2.1  MEDLINE 结构示意图 

Fig. 2.1  A structure of MEDLINE article 
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2.1.2  MeSH 

MeSH
[36]（Medical Subject Headings（医学主题词表）），由 NLM 构建。MeSH 由

四部分组成：（1）主题词表；（2）副主题词表；（3）字顺表主题词；（4）树状结构

表。在主题词表中，标准术语被用来表示生物医学概念。MeSH 包含 20000 多个主题词。

主题词以树形结构表示，方便相关人员执行查询操作。MeSH 主题词表中包含各种同义

词、多义词和同形异义词，通过对其标准化使得同一个概念仅用一个词汇来表达。执行

查询操作时，若包含主题词的文献较多，可以通过副主题词将文献控制在一定数量内。 

范畴表(Categories and Subcategories)的引入使 MeSH 具有结构性，范畴表又称树形

结构(Tree Structure)。树形结构用来表达不同主题词概念之间的关系。该范畴表将 20000

多个主题词按照不同的性质分为 16 个类别，这 16 个类别又被细分为不同的二级类别、

三级类别等，最多可达九级类别。为了更有条理地表示主题词之间的关联，使用逐级缩

排的方式排列主题词。该树形结构允许用户根据需求选择主题词，满足族性检索的要求。

例如，MeSH 词“Nervous System Neoplasms（神经系统肿瘤）”在 MeSH 中的树状结构

见表 2.1。 

 

表 2.1  MeSH 词 Nervous System Diseases 的树形结构 

Tab. 2.1  An example of tree structure of MeSH 

MeSH 主题词 树形结构 

Nervous System Diseases（神经系统疾病） C10 

Nervous System Neoplasms（神经系统肿瘤） C10.551 

Central Nervous System Neoplasms（中枢神经系统肿瘤） C10.551.240 

Brain Neoplasms（脑肿瘤） C10.551.240.250 

Cerebral Ventricle Neoplasms（脑室肿瘤） C10.551.240.250.200 

Choroid Plexus Neoplasms（脉络丛肿瘤） C10.551.240.250.200.200 

Papilloma, horoid Plexus （乳头肿瘤，脉络丛） C10.551.240.250.200.200.500 

 

2.1.3  PharmGKB 

药理学知识库（Pharmacogenetics Knowledge Base，PharmGKB）于 2000 年 4 月由 

美国国立卫生研究院构建，旨在促进人们理解遗传变异对药物反应的变化。PharmGKB 

数据库包含药物通路、基因标注及基因、药物、疾病实体之间的关系等。该数据库包含

一些用于浏览、检索、下载、提交、编辑和处理信息的工具。 
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在疾病命名实体识别中，我们使用 PharmGKB 数据库中的一个关于疾病的文件

（http://www.pharmgkb.org/downloads.jsp）构建疾病词典。该疾病文件包含 3204 个疾病

实体，每个疾病实体都对应多个同义词。 

2.1.4  MEDIC 

MEDIC
[40]是一个疾病词汇表，是 OMIM

[43]数据库和 MeSH
[36]相结合的产物。OMIM

数据库主要涉及与人相关的基因和遗传病症。MeSH 是 UMLS
[38]的主题词表，该层次结

构包含 16 个子类，其中包含“疾病”子类。OMIM 数据库主要包含疾病及其和疾病相对

应的基因信息，然而不易查找；MeSH（“疾病”子类）使用 PubMed 查询，却未包含

与疾病相关的基因。为了检索方便，同时便于挖掘疾病和基因之间潜在的关系，将 OMIM

数据库和 MeSH（“疾病”子类）合并成一个疾病词汇表——MEDIC。该疾病词汇表的

组成见图 2.2。截至 2011 年 10 月，MEDIC 疾病词汇表总共含有 9706 个独特的疾病术

语以及 58074 个同义词，每一个疾病实体都含有一个生物医学数据库的疾病标识符。该

疾病词汇表包含 6197 个 MeSH 疾病术语，1845 个 OMIM 基本术语以及由 2593 个 OMIM

基本术语合成的 1664 个 MeSH 基本术语。同时，MEDIC 疾病词汇表涵盖了超过 28000

种关系（涉及到 2700 种化学物质，4600 种疾病和 5400 个基因）。 

 

 

图 2.2  MEDIC 组成示意图 

Fig. 2.2  Composition of MEDIC 

 

MeSH（“疾病”子类）是 MEDIC 的支柱。OMIM 数据库中的疾病根据不同的映

射规则与 MeSH（”疾病”子类）进行关联：若 MeSH（”疾病”子类）不包括与 OMIM 数

http://www.pharmgkb.org/downloads.jsp
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据库中的疾病相同含义的疾病，则 OMIM 中的疾病单独构成层次树中的子节点；若

MeSH（“疾病”子类）包含与 OMIM 数据库中的疾病相同含义的疾病，则 OMIM 数据

库中的疾病及其同义词作为 MeSH 中该疾病的叶子节点（即作为该疾病的同义词）。为

了区分某个疾病是来自于 OMIM 数据库还是 MeSH 词汇表，所有 OMIM 数据中的疾病

以及同义词都用大写字母表示。 

在疾病标准化工作中，我们使用 MEDIC 疾病词汇表中的疾病及其对应的同义词构

建了疾病词典，用于匹配测试集中的疾病，进而找到测试集中疾病所对应的疾病标识符。 

2.1.5  NCBI Disease Corpus 

NCBI Disease Corpus （NCBI）[12, 15]
 是一个关于疾病识别和标准化方面的语料。

该语料来源于从 793 篇 PubMed 摘要中抽取的 6651 个句子。其中，训练集中包括 593

篇摘要，测试集中包含 100 篇摘要，另外还有一个开发集，包含 100 篇摘要。该语料总

共包含 6892 个疾病实体以及 790 个独特的疾病概念。该语料由 14 个专家进行标注。相

对于其他用于疾病领域文本挖掘的语料，该语料提供了一个更大的、更广泛和更完整的

注释。 

NCBI 标注包含两个级别：实体和概念。2012 年，Doğan
[12]等人发布了该疾病在实

体级别上的语料，主要用于疾病实体识别。NCBI 的疾病实体有四种：Specific Disease （如

透明细胞肾细胞癌）、Disease Class （如囊性肾疾病）、Composite mentions （如摄护

腺、胰腺、皮肤和肺癌）和 Modifier (如遗传性乳腺癌)。2014 年，Doğan
[15]

 等人在该

语料实体识别的基础上，发布了概念级别上的语料，主要用于疾病标准化。在该语料中，

每个疾病实体分配一个唯一的疾病标识符，即将该语料中的所有疾病实体全部映射到一

个标准的数据库中（即 MEDIC 疾病词汇表）。经过统计，91%的疾病实体全部映射到

单一的疾病标识符上。其他的 9%或是组合实体，则不同实体的映射标识符以“|”进行

分隔（如组合实体“colorectal, endometrial,and ovarian cancers”对应的疾病标识为

“D010051|D016889|D015179”）；或者是一个实体，但需要多个疾病标识才能正确标

识该疾病，则多个映射用“+”进行分隔（如疾病“inherited neuromuscular disease”对

应的疾病标识为“D009468+ D030342”）。该疾病语料可在该网址

（http://www.ncbi.nlm.nih.gov/CBBresearch/Dogan/DISEASE/）进行下载，该语料的下载

格式有 XML、TXT 以及与 PubTator
[45]。 

毕业论文-2013模板.doc
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2.2  生物医学文献处理工具 

2.2.1  BANNER 

BANNER
[23]系统是亚利桑那州立大学（Arizona State University，ASU）开发的用于

生物领域命名实体识别的开放系统。该系统是使用 Java 语言基于 CRF 算法实现的机器

学习系统。针对不同生物领域的命名实体，该系统可以通过选取不同的特征构建机器学

习模型，然后利用该模型自动识别未标注语料中的实体，为其他的命名实体识别方法提

供了比较的基准。 

BANNER 系统对文本的处理分为 3 个阶段，即预处理、模型构建、实体标注，如

图 2.3 所示。 

 

 

图 2.3  BANNER 系统结构图 

Fig. 2.3  BANNER Architecture 

 

在预处理阶段，BANNER 系统首先将训练集中的文本分隔成一个一个的句子，然

后对每个句子进行分词。分词采用最简单的分词策略，即将句子分隔成连续的字符或数

字串或单独的标点符号。例如，字符串“Bub2p-dependent”经过分词后变成 3 部分：

“Bub2p”，“-”，“dependent”。这样简单的分词策略比其他复杂的分词策略会获得

更多的 Tokens，具有与原句高度一致的优点。 

在模型构建过程中，预处理过程中经过分词得到的 Tokens 会转化成相应的特征。

这些特征包含用于辨别与分类生物医学领域实体的一些相应的描述信息。CRF 算法通过

学习这些特征所需要的参数构建标注模型。该系统用到的主要特征有拼写特征、构词特

征以及浅语法特征，具体特征如表 2.2 所示。 

在实体识别过程中，利用构建好的模型对测试集中的疾病进行标注。标注过程使用

IOB 标记模式。实体“XXX”的第一个单词标记为“B”；标记“I”代表该单词是命名实体
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“XXX”除开头之外的单词；非命名实体的单词标记为“O” 。例如，疾病“T-cell 

prolymphocytic leukaemia”经过 BANNER 系统标注完后，其所对应的 IBO 模式为

“B-I-I-I”；非疾病“APC gene”对应的 IBO 模式为“O-O”。然后根据 IBO 标注模式为

“B-I…”或“B”进行还原，便得到最终的疾病实体。 

 

表 2.2  BANNER 系统中使用的机器学习特征 

Tab. 2.2  The machine learning features used in BANNER 

特征描述 备注 

词性特征 使用 Dragom Toolkit
[46]工具包中的 Hepple Tagger

[47]词性标

注器得到的特征 

正则特征 包括字符或字符/数字的变化，类似于文献[3, 48]
 

前、后缀特征 长度为 2~4 的前后缀特征 

多元语法特征 使用二元及三元文法特征 

标准拼写化特征 大写字母以“A”代替，小写字母以“a”代替，数字以“0”

代替，标点符号以“_”代替，其他字符以“x”代替 

词形特征 希腊字符、罗马数字特征 

 

为了增加对命名实体识别的灵活性，BANNER 系统在完成实体标注任务后，不使

用规则进行后处理，这样不仅简化了该系统的使用步骤，而且使用人员可以通过修改来

识别不同语料中的不同命名实体。实验证明，该系统比其他命名实体识别系统（如

ABNER
[49]）能够获得更高的准确率和召回率。在第三章实验中，我们主要使用 BANNER

系统识别疾病命名实体。 

2.2.2  MetaMap 

MetaMap
[50]是 NLM 的 Aronson 开发的文本处理工具。MetaMap 通过一定的算法将

生物医学文献中的文本映射到 UMLS 中 Metathesaurus 的概念中去。该算法通过不同参

数的设置调节 MetaMap 的执行方式和处理结果。MetaMap 的映射原理如下： 

（1） 切分 

解析待处理的文本，将每个句子分割为单个的名词块。 

（2） 产生变形体 

生成名词短语的变形体。这些变形体包括不同的名词块和对应的拼写变体、缩写形

式、首字母缩写形式、同义词、派生词与这些变体的组合形式。 

（3） 生成候选词 
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抽取专家词典（SPECIALIST Lexicon）中包含变形体的字符串作为候选实体。 

（4） 候选词的评价 

对于每个候选实体，使用评价函数，计算第一个阶段切分的名词短语与候选词的匹

配度，按照匹配度对候选词降序排序。 

（5） 建立映射 

将包含名词短语的不同部分连接组合便构成完整的映射。与候选映射的计算方式相

似，按照分值从高到低排序，排在最前面的映射是 MetaMap 对原始名词短语的最佳表

达。 

如图 2.4 所示，文本短语“breast cancer”被 MetaMap 处理后，会得到 13 个映射候选

词，MetaMap 会选择得分最高的“Breast Cancer”作为最终的映射结果。 

 

 

图 2.4  MetaMap 映射示意图 

Fig. 2.4  An example of MetaMap 

 

2.3  生物医学文献处理相关算法 

2.3.1  CRF 

CRF 
[51]是由 Laffetry 等人在最大熵（Maximum Entropy）和隐马尔可夫（Hidden 

Markov）两个模型的基础上发展出的一个判别式概率模型，对于有序数据的标注与切分

非常适用。CRF 一开始是为了对序列数据进行处理而提出的，目前在文本处理、生物信
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息学、机器视觉及网络智能等领域已经成功应用。基于 CRF 的工具包主要有 CRFs、

FlexCRF、CRF++。 

CRF 放松了 HMM 的条件独立性，而且在一定程度上克服了 MEMM 的偏置问题，

所以 CRF 更好地拟合了真实世界的数据，能够得到整体最优解。在第三章实验中，我

们使用基于 CRF 实现的 BANNER 系统识别疾病名称。 

2.3.2  VSM 

向量空间模型（Vector Space Model，VSM）是一种用于信息检索的代数模型。在

VSM 中，文档（Document）和查询（Query）转化为向量（Vector），这样两者的相似

度转化为两个 Vector 之间的相似度。 

在将文档或查询转化成向量的过程中，VSM 模型做了如下假设：  

（1） 独立性假设：每个单词彼此相互独立。 

（2） 无序假设：不考虑各个单词的出现顺序。 

在 VSM 模型中，特征词的权重采用 TF-IDF 公式计算如下： 

t

dtdt n

N
tfW log,, ³=                        (2.1) 

其中，各个符号的意义如下：  

（1） dttf , ：词条 t 在文档 d 中出现的频次。 

（2） tn ：词条 t 在多少个文档中出现。 

（3） N ：文档集中包含的文档个数。 

在完成转化后，计算 Query 与 Document 之间的相似度便转化为两个 Vector 的相

似度。很多方法可以用于计算向量的相似度，我们使用余弦值，其计算方法如式 2.2

所示。从几何角度来说，两个 Vector 的夹角与余弦值成反比，两者的夹角越小，说明

两者相似度越大；反之，则相似度越小。 

 

||||

.
),(cos

ji

ji
ji

dd

dd
ddine

³
=                   (2.2) 

在疾病标准化实验中，我们使用向量空间模型对测试集中的具有歧义的疾病实体进

行消歧。 
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2.4  本章小结 

本章我们主要介绍了实验中用到的一些生物医学文献及资源（包括 MEDLINE、

MeSH、PharmGKB、MEDIC 以及 NCBI Disease Corpus）、生物医学文献处理需要的工

具（包括 BANNER 和 MetaMap）以及相关的算法（CRF 和 VSM）。在疾病命名实体

识别实验中，我们主要使用了 MEDLINE 数据库、PharmGKB 知识库、NCBI 语料这些

生物医学文献和资源，BANNER 系统和 MetaMap 工具都使用到了，用到的算法是 CRF；

在疾病标准化实验中，我们主要使用到了 MEDIC 疾病词汇表以及 VSM 向量空间模型。

关于在实验中是如何使用这些文献、资源、工具及算法，我们会在接下来的章节给出详

细的介绍。 
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3  CRF 和词典相结合的疾病命名实体识别 

在本章中，我们所使用的方法包含 3 个处理步骤：（1）利用生物医学资源构建疾

病词典；（2）使用词典结合 CRF 的方法识别测试集中的疾病命名实体；（3）使用全

称-缩写词对的上下文线索对识别结果进行后处理。 

3.1  疾病词典构建 

构建词典是为了更加充分的使用现有的资源为疾病实体识别服务。由于目前已经存

在的疾病资源比较多且相对权威，我们可以直接使用现有的疾病资源。因此实验中使用

从 PharmGKB 官网上得到的疾病资源（http://www.pharmgkb.org/downloads）来构建疾病

词典。该疾病文件总共含有 3204 个疾病实体，其中每个疾病实体都与很多同义词相关

联。我们从文件中同时抽取疾病实体及其同义词构成疾病词典。最终疾病词典一共含有

28596 个疾病项。 

3.2  疾病实体识别 

本章主要介绍三种疾病实体识别方法，并使用前面生成的疾病词典对疾病命名实体

进行识别。一种方法是词典匹配；一种方法是 CRF；另外一种方法是词典结合 CRF。 

3.2.1  基于词典匹配的方法 

词典匹配的方法是实体识别中最简便实用的方法。我们利用之前构建的疾病词典，

使用前向最大长度匹配对测试集中的疾病实体进行识别。该方法主要作为对比实验。 

3.2.2  CRF 

本实验利用基于 CRF 实现的 BANNER 系统对疾病命名实体进行识别，用到的特征

主要包括下面几个： 

（1） 词性特征。如希腊字符、罗马数字特征、缩写词等。 

（2） 标准拼写化特征。大写字符以“A”代替，小写字符以“a”代替，数字以“0”

代替，标点符号以“_”代替，其他字符以“x”代替。 

（3） 前后缀特征。以疾病实体的前（后）2~4 个字母作为特征。 

（4） 多元文法特征。本实验主要使用二元与三元语法。 

（5） 以词典查找结果作为特征： 

① 词缀匹配特征。即把某个单词是否出现在词典中以及前缀的长度结合起来作为

特征。例如，疾病名“T-cell prolymphocytic leukaemia”的某个前缀是“T-cell 

http://www.pharmgkb.org/downloads
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prolymphocytic”，而该疾病名刚好在疾病词典中，那么该前缀所对应的词缀匹配特征为：

“PrefixDepth = 1”和“PrefixDepth = 2”。 

② 严格匹配特征。即将某个字符串是否出现在词典中和其长度结合起来当作特征。

例如，字符串“ovarian cancers”出现在疾病词典中，因此该字符串中的每个单词的特征为：

“IsInDic∧Len = 2”。 

3.2.3  词典与 CRF 相结合的方法 

基于词典的方法简单实用，但由于测试集中存在很多未登录词，所以该方法的召回

率较低，同时由于嵌套实体以及模糊实体的存在，该方法的准确率也会受到影响。CRF

相比于其他的统计学习模型的好处包括：放松了 HMM 需要遵循的条件独立性；解决了

MEMM 的偏置难题，能够得到整体最优解；CRF 作为一种统计学习模型，能够识别出

疾病词典中没出现的实体，同时能够依据上下文环境对确定的疾病实体做出更精准的分

类，比基于字典的方法更灵活。但 CRF 最大的一个缺陷在于，它局限于训练集的规模

与质量和特征的选择，分类效果仍有改进的空间。为了弥补词典匹配方法的不足，同时

充分利用 CRF 方法的优点，本章给出了一种词典结合 CRF 的疾病命名实体识别方法。 

3.2.4  全称-缩写词对后处理 

通过观察识别结果我们发现，在 NCBI 测试集中包含很多全称-缩写词对, 如 

“Ataxia-telangiectasia(A-T)”。据统计，我们在 NCBI 训练集中找到 396 个全称-缩写词对， 

267 个被分类为疾病，其所占比例为 67.42%。当疾病名实体第一次出现时一般使用疾病

名全称，以后会用其缩写词代替疾病名全称。如若只识别出疾病名全称而不对疾病名的

缩写词进行识别，识别召回率会降低。为了充分利用疾病名全称-缩写词对，我们使用

全称-缩写词对识别算法从测试集中提取与标注结果中的疾病名全称匹配的缩写词，然

后再次扫描测试集，把未识别出的缩写词识别出来。本实验采用与 Schwartz and Hearst
[52]

相似的全称-缩写词对发现算法识别全称-缩写词对。具体的实例如表 3.1 和表 3.2 所示。 

表 3.1 给出了使用全称-缩写词对对实体识别结果进行调整的例子。我们使用 IBO

的标记方式对疾病名实体进行分类。标记“B”代表命名实体“XXX”的最开头的单词；标

记“I”代表该单词是命名实体“XXX”除开头之外的词；标记“O”代表该单词是非命名实体

的词。从表 3.1 我们可以看出，在调整前“T-cell prolymphocytic leukaemia”被识别为一个

疾病名，而它的缩写形式未被识别出来。由于两者存在全称缩写的关系，因此我们判断

“T-PLL”也应该分类成一个疾病名。在表 3.2 中，缩写词形式“B-NHL”被算法分类为一

个疾病实体，而它的全称“B-cell non-Hodgkins lymphomas”未被识别出来，类似于前面的

例子，因此我们推断该全称“B-cell non-Hodgkins lymphomas”也应该识别为一个疾病名。 
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表 3.1  全称-缩写词对调整示例 1 

Tab. 3.1  An example of the adjusted recognition result using the contextual cue of the full 

name-abbreviation pairs 

调整前 调整后 

T-cell B T-cell B 

prolymphocytic I prolymphocytic I 

leukaemia I leukaemia I 

( O ( O 

T-PLL O T-PLL B 

) O ) O 

 

表 3.2  全称-缩写词对调整示例 2 

Tab. 3.2  Another example of the adjusted recognition result using the contextual cue of the full 

name-abbreviation pairs 

调整前 调整后 

B-cell O B-cell B 

non-Hodgkins O non-Hodgkins I 

lymphomas O lymphomas I 

( O ( O 

B-NHL B B-NHL B 

) O ) O 

 

3.3  实验设计与结果分析 

3.3.1  实验数据 

在疾病实体识别实验中，我们所使用的数据集是 NCBI Disease Corpus（NCBI）。

该语料是在 AZDC 语料的基础上，对来源于 PubMed 的 793 篇摘要中的 6651 个句子进

行标注。NCBI 的疾病实体有四种：Specific Disease、Disease Class、Composite mentions

和 Modifier。该语料随机分成训练集、开发集和测试集，每个数据集的具体情况如表

3.3 所示。 

在该实验中，我们评测了 MetaMap 对疾病实体识别的性能用作本实验的对比实验

之一。我们使用 2.2.2 节介绍的 MetaMap 对文本处理的原理，把 NCBI 疾病语料测试集

中的短语映射成 UMLS 中的概念标识符。UMLS 中涵盖“疾病”概念的语义类型有 12 种，
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如表 3.4 所示。MetaMap 识别的结果中，只要语义类型是这 12 种的一种，我们就认为

该字符串是疾病实体。 

 

表 3.3  NCBI 语料的训练集、开发集和测试集 

Tab. 3.3  NCBI training, development and test sets 

语料特征 训练集 开发集 测试集 

PubMed 文摘数目 593 100 100 

疾病实体个数 5148 791 961 

Specific Disease 2959 409 556 

Disease Class 781 127 121 

Modifier 1292 218 264 

Composite Mention 116 37 20 

 

表 3.4  UMLS 中涵盖“疾病”的语义类型及对应的缩写 

Tab. 3.4  The set of UMLS semantic types and their abbreviations that cover concepts of the 

“disease” category  

UMLS 语义类型 缩写 

Acquired Abnormality acab 

Anatomical Abnormality anab 

Congenital Abnormality cgab 

Cell or Molecular Dysfunction cmod 

Disease or Syndrome dsyn 

Experimental Model of Disease emod 

Injury or Poisoning inpo 

Mental or Behavioral Dysfunction mobd 

Neoplastic Process neop 

Pathologic Function patf 

Sign or Symptom sosy 

Finding fndg 

 

3.3.2  评价指标 

在疾病命名实体识别实验中，我们使用严格匹配标准，即识别出的疾病实体和正确

疾病实体必须出现在同一篇摘要的同一个句子的同一个位置。严格匹配标准可以对测试
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集进行一个保守的估计。本实验对算法性能进行评估的指标有三个，分别为准确率

（Precision）、召回率（Recall）和 F 值（F-measure）。 

（1） Precision 和 Recall 

命名实体识别本质是一个分类问题，即为实体找到正确的类别，一般属于二分类问

题。在分类问题中，我们常常将感兴趣的实体作为正类（Positive），其他的不感兴趣的

内容作为负类（Negative），例如在本实验中，“疾病”是我们感兴趣的实体，因此所有

的疾病实体的类别都是正类，其他的为负类。分类器对未标注语料分类时。一般会出现

以下 4 种情况，而这 4 种情况出现的总数常常记为： 

① TP（True Positive）  ——将正类分类为正类（正确分类）。 

② TN（True Negative） ——将正类分类为负类（错误分类）。 

③ FN（False Negative） ——将负类分类为负类（正确分类）。 

④ FP（False Positive）  ——将负类分类为正类（错误分类）。 

根据这 4 种情况，我们给出了 Precision 和 Recall 的计算公式如下所示： 

 
FPTP

TP
ecision

+
=Pr                    （3.1） 

FNTP

TP
call

+
=Re                      （3.2） 

Precision 与 Recall 都能用于衡量分类器性能的优劣，Precision 与 Recall 值越高，说

明其效果越好。但是通常情况下，我们是没办法利用这两个标准对两个分类器的性能进

行评价的，因为 Precision 和 Recall 并不是函数相关的。换句话说，对于同一个测试集数

据，Precision 可能很高但是 Recall 可能很低，或者相反。虽然 Precision 和 Recall 理论

上并不是函数相关的，但是在具体实验中，高的 Precision 通常是牺牲 Recall 得到的，同

样，高的 Recall 也是在牺牲 Precision 的情况下得到的。为了综合考虑一个分类器效果的

优劣，我们引入 F-measure。 

（2） F-measure 

如上所述，单独使用准确率和召回率这两个评价指标并不能对分类器做出一个全面

的评价。为了使得 Precision 和 Recall 值都高的情况下，分类器的效果才算好，引出了

F-measure 的评价指标。F-measure 的计算公式如公式 3.3 所示。该指标其实是 Precision

和 Recall 的乘积的 2 倍与 Precision 和 Recall 和的比值，即两者的调和平均值。从公式

中我们可以看出，F-measure 更接近 Precision 和 Recall 中比较小的一个。如果想取得高
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的 F-measure，那么 Precision 和 Recall 的值都必须提高。这样仅仅使用一个指标就能对

分类效果给出客观的评估。 

callecision

callecision
measureF

RePr

RePr2

+

³³
=-               （3.3） 

3.3.3  实验结果与分析 

在疾病实体识别实验中，利用 NCBI 语料，我们总共设计了 4 组实验，如下所示： 

（1） 利用 NCBI 疾病语料的训练集进行模型训练，利用 NCBI 语料的测试集进行

测试（实验 1）。 

（2） 利用 NCBI 疾病语料的训练集进行模型训练，利用 NCBI 语料的开发集进行

测试（实验 2）。 

（3） 在 NCBI 疾病语料的训练集上进行 10 倍交叉（实验 3）。 

（4） 在 NCBI 疾病语料的所有数据集上进行 10 倍交叉（实验 4）。 

表 3.5 给出了不同的方法在 NCBI 测试集上的实验结果。从表 3.5 中可以看出，词

典匹配的 F-measure 只有 45.6%。由于词典匹配的原理是简单的前向最大长度匹配，因

此分类出来的疾病实体大多都是疾病实体的一部分。由于我们对结果的评价标准是严格

匹配，这些部分实体就变成了 FP，这些 FP 降低了词典匹配的准确率。另外，受限于疾

病词典的规模，未登录词降低了词典匹配的召回率。 

 

表 3.5  实验 1 的结果 

Tab. 3.5  The results of Experiment 1 

方法 Precision Recall F-measure 

词典匹配 1 0.6499 0.3496 0.4546 

BANNER1 0.8324 0.8012 0.8165 

BANNER+词典匹配 1 0.8343 0.8283 0.8313 

BANNER+词典匹配+上下文线索 1 0.8462 0.8303 0.8382 

Doğan
[12]

 1 0.8380 0.8000 0.8180 

MetaMap 1 0.4943 0.3610 0.4173 

 

我们实验使用的 BANNER 系统与 Doğan
[12]使用的相同，我们重现了 Doğan 的实验，

两者 F 值相近（81.80% to 81.65%）。如 2.2.1 节介绍，BANNER 系统是基于 CRF 实现

的，CRF 训练的模型可以识别不在疾病词典中出现的潜在实体，因此 BANNER 系统在

Precision、Recall 以及 F-measure 上的结果都略高于词典匹配。当词典查询结果作为特征

加入到 CRF 中，疾病实体识别的 F 值从 81.65%提高到 83.13%，这充分说明词典在疾病
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名实体识别中起到一定程度的辅助效果，同时说明词典与 CRF 能够相互促进。在疾病

名实体识别所用的语料中含有很多全称-缩写词对。为了充分利用疾病名全称-缩写词对，

我们利用全称-缩写词对对最后的标注结果进行如 3.2.4 介绍的调整。从表 3.5 中我们可

以看出，加入了全称-缩写词对的上下文线索后，疾病实体识别的 F 值从 83.13%提高到

83.82%。最终我们实验所采取的方法的效果优于 Doğan 等的方法。 

MetaMap 的 F 值只有 41.73%。我们发现出现这样的结果有 3 个方面的原因：（1）

MetaMap 识别不了测试集中的缩写词。 例如，“A-T”是疾病名称“Ataxia-telangiectasia”

的缩写词，但是 MetaMap 只能识别出全称，不能识别出其对应的缩写词；（2）MetaMap

只能标记出疾病实体的一部分。例如，疾病实体“deficiency of the lysosomal enzyme 

aspartylglucosaminidase”是一个正确的疾病实体，但是 MetaMap 识别不出来；（3）

MetaMap 把所有单个的“disease”或“diseases”作为疾病实体，因为“disease”或“diseases”

属于“Disease or Syndrome”语义类型，但是在标准答案中并不是正确的疾病实体。 

在实验 2 中，我们使用 NCBI 的训练集学习模型的参数从而构建模型，然后在 NCBI

的开发集上进行测试。表 3.6 对比了实验 2 中不同方法的实验结果。 

类似实验 1，当词典查询的结果作为特征加入到 BANNER 系统以及全称-缩写词对

上下文线索对识别结果进行调整后，疾病实体识别的结果从 81.39%提高到 82.29%再到

83.34%。词典匹配和 MetaMap 的 F 值分别为 45.62%和 44.65%。 

 

表 3.6  实验 2 的结果 

Tab. 3.6  The results of Experiment 2 

方法 Precision Recall F-measure 

词典匹配 2 0.5812 0.3754 0.4562 

BANNER 2 0.8176 0.8103 0.8139 

BANNER+词典匹配 2 0.8337 0.8242 0.8289 

BANNER+词典匹配+上下文线索 2 0.8287 0.8337 0.8334 

Doğan
[12]

 2 0.8210 0.8180 0.8190 

MetaMap 2 0.4909 0.4096 0.4465 

 

在实验 3 和实验 4，使用 10 倍交叉进行识别。10 倍交叉的原理即把数据集中的摘

要随机分成 10 份，用其中的 9 份数据作为训练集进行模型构建，用其中 1 份数据作为

测试集对识别结果进行评测，总共进行 10 次，最后取 10 次结果的平均值作为最终的结

果。实验 3 和实验 4 的区别在于，前者是将 NCBI 的训练集进行 10 倍交叉，而后者是
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在 NCBI 的所有数据集进行 10 倍交叉。不同的方法在实验 3 和实验 4 中的结果如表 3.7

和表 3.8 所示。 

表 3.7  实验 3 的结果 

Tab. 3.7  The results of Experiment 3 

方法 Precision Recall F-measure 

词典匹配 3 0.6634 0.3614 0.4676 

BANNER 3 0.8513 0.8495 0.8504 

BANNER+词典匹配 3 0.8783 0.8450 0.8611 

BANNER+词典匹配+上下文线索 3 0.8767 0.8559 0.8661 

Doğan
[12]

 3 0.8670 0.8260 0.8450 

MetaMap 3 0.5240 0.3894 0.4462 

 

和实验 1 与实验 2 类似，我们的方法在实验 3 和实验 4 的性能都优于 Doğan 等人的

结果。 

 

表 3.8  实验 4 的结果 

Tab. 3.8   The results of Experiment 4 

方法 Precision Recall F-measure 

词典匹配 4 0.6519 0.4991 0.5587 

BANNER 4 0.8633 0.8366 0.8497 

BANNER+词典匹配 4 0.8718 0.8436 0.8574 

BANNER+词典匹配+上下文线索 4 0.8667 0.8548 0.8607 

Doğan
[12]

 4 0.8590 0.8240 0.8400 

MetaMap 4 0.5149 0.5336 0.5190 

 

为了进一步比较不同实验的不同方法的结果，我们将表 3.5~表 3.8 的结果做成柱状

图，如图 3.1 所示。该图比较直观形象的表示出了不同实验的不同方法的结果。从图 3.1

中我们发现，目前我们的方法在该数据集上取得的 F-measure 最高，从而也说明了我们

方法的有效性。 

3.4  错误分析 

通过分析 NCBI 测试集的实体标注结果，我们总结出了出现实体标注错误的原因。

在 NCBI 测试集的标准答案中，总共包括 961 个正确的疾病实体，其中 163 个疾病实体 

是标注错误的，具体错误分析如表 3.9 所示。 
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图 3.1  实验中不同方法的柱状图 

Fig. 3.1  F-measure of different approaches in four experiments 

 

在所有的实体识别错误中，未标注错误的百分比最高，为 40.5%。这类错误通常是

因为有些疾病实体字符串非常短，没有非常明显的特征被捕捉到，例如“diabetes”和

“adenoma”等疾病实体。 

 

表 3.9  标注错误分析 

Tab. 3.9  Annotation error analysis   

错误原因 错误数目 错误比例（%） 

未标注 66 40.5 

部分匹配标注 52 31.9 

其他错误标注 45 27.6 

总计 163 100.0 

 

部分匹配标注错误是另一个主要错误来源，其百分比为 31.9%。这类错误往往发生

在一些包含限定性副词的疾病实体中。例如，在句子“Only six other cases of paternal 

transmission of congenital DM have been reported recently…”中，标准答案中将“congenital 

DM”这个整体作为一个正确的疾病实体，但是我们的方法仅仅标注“DM”作为疾病实体

（其中，“congenital”就是一个限定性副词）。有些情况则刚好相反。例如，在句子

F 值 

方法 
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“RESULTS: In persons at average risk for colorectal cancer, I1307K was found in 5.0% of 

120 European and…”中，我们的方法把“colorectal cancer”标注为疾病实体，但是在标准

答案中只有“cancer”是正确的疾病实体。 

其他的错误标注主要发生在以下几种情况中： 

（1） 组合实体 

组合实体即一个疾病实体中含有两个及两个以上的疾病实体。对于组合实体的识

别，往往不知道是把它作为一个实体还是多个实体来对待，从而与标准答案不一致而发

生错误。例如，在标准答案中，字符串“iron overload and premature death”指代两个单独

的疾病实体“iron overload”和“premature death”，但是我们实验中是把该字符串作为一个

疾病实体来对待的。经过统计，NCBI 测试集中总共含有 20 个组合实体，其中 9 个在我

们实验中是错误标注的。 

（2） 缩写词 

缩写词的边界处理不当容易引起标注错误，主要有两种情况：一种情况是某个疾病

实体的缩写词并不是正确的疾病实体，但是在我们实验中被标注成疾病实体。例如，在

句子“The gene for spinal cerebellar ataxia 3 (SCA3) is located in a region of approximately 3 

cM on chromosome…”中，“spinal cerebellar ataxia”是一个正确的疾病实体，但是“spinal 

cerebellar ataxia 3”并不是。因为“SCA3”是“spinal cerebellar ataxia 3”的缩写词形式，在利

用全称-缩写词对对标注结果进行调整的时候，把“SCA3”标注成了疾病实体；另外一种

情况是，同一个缩写词形式可能代表不同的实体类型。例如，我们实验把“APC”标注成

疾病实体，“APC”是“adenomatous polyposis coli”的缩写形式，但是“adenomatous polyposis 

coli”既可以是疾病（结肠腺瘤性息肉病），也可是基因（结肠腺瘤性息肉病基因）。 

（3） 特定的介词短语结构 

一些疾病实体中包含介词短语，例如，在 NCBI 测试集中总共有 28 个含有介词“of”

的疾病实体（如“demyelination of the cerebral white matter”），其中在我们实验中只有 15

个是标注正确的。 

3.5  可视化 

本节主要是构造成一个疾病命名实体识别的系统 DNER（Disease Named Entity 

Recognizer）。该系统将前面疾病实体识别的研究方法转化成一个方便使用的工具。给

定一个待标注文本，该系统能自动识别出文本中的疾病实体，并通过可视化的方式将识

别出的疾病实体显示出来。 
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3.5.1  系统流程 

该系统的流程图如图 3.2 所示，其处理流程如下： 

 

输入：未标注文本

预处理：断句

Sent ence 1.
Sent ence 2.

. . .

实体识别：BENNER
The mut at i on causi ng myot oni c 

dyst r ophy ( DM)  has r ecent l y been 
i dent i f i ed as an unst abl e CTG . . .

The mut at i on causi ng myot oni c 
dyst r ophy ( DM)  has r ecent l y been 
i dent i f i ed as an unst abl e CTG . . .

后处理：缩写词识别

DM - > myot oni c dyst r ophy

文本

句子

疾病实体

可视化系统：DNER

 

图 3.2  DNER 处理流程 

Fig. 3.2  DNER pipeline 

 

（1） 断句。对待标注文本，利用 Java 自带的断句类（java.text.BreakIterator）进行

断句。 

（2） 疾病实体识别。利用 BANNER 系统已经训练好的标注模型识别待标注文本

中的疾病实体。 
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（3） 后处理。利用全称-缩写词对算法找出待标注文本中的缩写词，并利用这些

缩写词对标注结果进行调整。 

（4） 可视化。对所有识别出来的疾病实体，进行高亮显示。 

3.5.2  关键技术 

该系统在利用 CRF 对不同实体进行标注时，使用的是 mallet-2.0.7 工具包。该工具

包是 Andrew McCallum（CRF 创始人之一）开发的、专门服务于统计学习的软件包。利

用 mallet-2.0.7 工具包可以进行自然语言处理、主题建模、文本聚类等。 

在图形用户界面（Graphical User Interface，GUI）设计中，主要使用了 Java 自带的

swing 工具包，工具包中所有的包都以 swing 作为名称，如 javax.swing.JLabel。这个工

具包主要用于设计 GUI。程序员只需编写较少的代码即可使用 swing 工具包中多种模块

化组件（如标签、按钮、文本框等）来设计良好的用户界面。swing 的 GUI 降低了对平

台的依赖性，即该 GUI 与具体的操作平台的相关性较小；swing 的 GUI 的功能得到了增

强，允许用户定制指定操作平台风格的 GUI。 

3.5.3  系统运行环境 

该系统是基于 JDK1.7 编写，在 Eclipse3.2 下进行开发。在利用 CRF 对实体进行标

注时，使用到了 mallet-2.0.7 工具包；在 GUI 设计中，主要使用了 swing 工具包。该系

统是基于 Java 语言进行开发，由于 Java 虚拟机跨平台的特性，因此该系统不依赖于具

体的计算机操作系统，可以在不同的系统上运行，但要求运行环境需要 JRE1.7 以上的

版本。 

3.5.4  系统运行实例 

该系统的用户界面主要由工具栏、源文件面板、标注文件面板以及实体标注工具栏

组成，如图 3.3 所示。因为该系统的设计目的是识别文本的疾病实体，因此我们通过颜

色对实体进行区分（红色代表疾病，黑色是非疾病实体）。选择待标注的文本，该文本

接着会出现在“源文件”面板中；接着单击“标注”按钮，系统就会自动识别疾病实体，

识别结果会出现在“标注文件”面板中，同时用红色表示识别出来的疾病实体。如果我

们想要保存标注的结果，可以通过文件—>保存命令，将标注结果进行保存。 

3.6  本章小结 

本章主要给出了疾病实体识别任务所使用的方法、方法所取得的实验结果、对应的

错误分析以及疾病实体识别的可视化系统。我们使用词典匹配与 CRF 相结合的方法识

别疾病实体，并与不同的方法进行对比。我们利用从 PharmGKB 网站上下载的疾病词汇
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文件生成疾病词典。然后将该词典查询的结果作为特征加入到 CRF 的模型训练中去，

两者结合的方法的识别结果如前所述。接着采用全称-缩写词对的上下文线索对疾病实

体识别结果进行调整。最后，我们给出了详细的错误分析及疾病实体识别的可视化系统。 

 

 

图 3.3  DNER 系统界面 

Fig. 3.3  DNER Interface 
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4  基于语义资源的疾病标准化 

4.1  疾病标准化 

疾病标准化就是为文本中的疾病实体分配一个疾病标识符，进而将该疾病实体映射

到相应的生物医学数据库中[24]。较之疾病命名实体识别，疾病标准化必须处理语义方面

的问题，因为它需要确定某个疾病实体代表的具体含义，还需要映射到标准的数据库中。

因此，识别出疾病实体之后，疾病标准化成为该领域亟待解决的问题。 

4.2  方法 

基于语义资源的疾病标准化方法有 3 个处理步骤：（1）疾病实体识别；（2）映射

关系建立；（3）基于扩展语义相似度消歧。疾病实体识别主要是利用词典结合 CRF 的

方法从 NCBI 测试集中识别疾病实体；在建立映射关系的时候，我们采用了字符串精确

匹配和模糊匹配相结合的方法；对于某个疾病实体与生物医学数据库中有多个疾病标识

符相对应的情况，我们利用从 MEDIC 疾病词汇表、MEDLINE 资源中获取的扩展语义

信息进行消歧。该方法的处理过程见图 4.1。 

4.2.1  疾病实体识别 

研究表明，疾病实体识别在生物医学领域具有以下特点[12, 15, 16, 24]： 

（1） “疾病”定义模糊 

维基百科（http://en.wikipedia.org/wiki/Disease）中是这样定义疾病的：“疾病”通

常是指任何引起疼痛、功能障碍、痛苦、心理问题或死亡的情况。换句话说，任何损害

正常生命活动的异常都可以认为是疾病。疾病概念范围如此广泛，以至于关于疾病的病

理学、临床表现以及诊断和治疗的记录都可以归类为疾病。 

（2） 描述性的命名习惯 

许多医生在写病人的病历的时候，通常使用描述性的短语来说明病人的病情，如

“very-long-chain acyl-coenzyme A dehydrogenase deficiency”。这种描述性的短语一般较

长，有的前面还带有修饰词，这样的描述性的命名方式很难确定疾病实体的边界。 

（3） 构词灵活 

疾病实体的创建通常是同时具有希腊字母和拉丁语的词根和词缀（如

“hemochromatosis（血色沉着病）”）。一种非常灵活的创建疾病实体的方式是将疾病

的类别与一个简短的描述性修饰语组合在一块。这种创建疾病实体的方式有多种形式，

包括解剖位置（如“breast cancer”）、症状（如“cat-eye syndrome”）、治疗方式（如

毕业论文-杨娅.docx
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“Dopa-responsive dystonia”）、病原体（如“staph infection”）、生物分子病因（如

“G6PD deficiency”）、遗传性（如“X-linked agammaglobulinemia”）或者人名（如

“Schwartz-Jampel syndrome”）。修饰词也经常用于描述疾病实体（如“severe malaria”）。 

 

测试集

精确匹配MEDIC

MEDIC

语义消岐
语义扩展

信息

模糊匹配

疾病实体识别

最终结果

MEDLINE
映射关系对

YES

NO

疾病实体
列表

候选实体对

 

图 4.1  疾病标准化流程图 

Fig. 4.1  The architecture of disease normalization 

 

（4） 缩写 

在与疾病相关的 MEDLINE 文献摘要中，缩写现象经常出现。据统计，我们在 NCBI

训练集中找到 396 个全称-缩写词对，267 个被分类为疾病，其所占比例为 67.42%。很

多疾病实体的缩写没有规律可言，如“congenital chloride diarrhea”的缩写形式可以是

“CCD”，也可以是“CLD”；同一个缩写词可能代表不同的疾病实体，如“AS”的全称可以

是“Angelman syndrome”、“ankylosing spondylitis”、“aortic stenosis”、“Asperger syndrome”、
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“autism spectrum”等。一般情况下，缩写词对应的全称比较容易识别，而缩写词相对于

全称更难被分类。 

（5） 嵌套 

在与疾病相关的生物医学文献中，往往会出现实体嵌套的情况，即某个疾病实体可

能是其他实体的一部分，如“<Gene><Disease>APC</Disease> gene</Gene>”，疾病嵌套

在基因中。 

（6） 组合实体 

组合实体是指一个实体中包含两个或两个以上的实体，通常用“and”、“or”或“and/or”

进行连接，它们共享一个中心名词（如“colorectal, endometrial,and ovarian cancers”共享

中心名词“cancers”）或者仅仅是实体的并列（如“iron overload and premature death”）。 

（7） 同物异名或异物同名 

同一个字符串可以代表不同的生物实体，如“adenomatous polyposis coli”和“Friedrich 

ataxia”既可以代表基因又可以指代疾病；同一个疾病实体也可以用不同的字符串进行描

述，如肺癌可以用“lung cancer”表示，也可以用“lung neoplasms”表示。这类疾病实体必

须通过相应的上下文信息才能确定其具体含义。 

（8） 未知的疾病实体不断出现，现在尚未找到一个全面的词典，可以涵盖所有的

疾病名称，仅仅依靠单纯的字符串匹配很难找到所有的疾病实体。 

以上这些特点，不仅增加了疾病实体识别的难度，另一方面也给疾病标准化带来了

困难。疾病实体识别即在生物文本中找出疾病名称。疾病实体识别是生物医学领域文本

挖掘系统中的关键一步，其效果优劣是疾病标准化和其他文本挖掘技术的先决条件。如

前所述，在实体识别步骤，我们使用词典匹配结合 CRF 的方法。该方法在 NCBI 测试集

上达到了 83.82%的 F 值。疾病标准化的任务就是在疾病实体识别的基础上，将识别出

来的每一个疾病都映射到标准的生物医学数据库。 

4.2.2  映射关系建立 

在疾病标准化任务中，我们要给识别出来的每一个疾病实体分配一个唯一的疾病标

识符，也就是说我们要把每个疾病实体与数据库中对应疾病标识符联系起来。建立映射

的关键在于计算当前测试集中的疾病实体与标准数据库（MEDIC 疾病词汇表）中疾病

实体的相似度。在这项任务中，为了充分使用词典资源，字符串精确匹配以及模糊匹配

都被用到，争取得到比较高的 Recall。 

（1） 词典构建 

词典资源的完整性在疾病标准化任务中起着举足轻重的作用。但是，想要构建一个

能够覆盖测试集中所有疾病实体的词典是非常困难的。即使从最权威的数据库下载的疾
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病文件也不可能包含所有的疾病实体及其对应的同义词，因此我们只能尽可能的构建一

个相对完整的疾病词典。在疾病标准化任务中，我们使用的疾病词典来源于 MEDIC 疾

病词汇表，如 2.1.4 节所述，该疾病词汇表总共含有 9706 个独特的疾病实体，每一个疾

病实体都对应一系列的同义词以及一个生物医学数据库的疾病标识符。我们从文件中同

时抽取疾病实体及其对应的同义词以及每个疾病实体所对应的疾病标识符构成疾病词

典。同时，NCBI 语料训练集和开发集中包含很多已经标注出来的疾病实体及其疾病标

识符，为了充分利用这些资源，我们将这些疾病实体-标识符对抽取出来，加入到疾病

词典中。最终该词典总共包含 76042 个疾病实体-疾病标识符对。 

（2） 字符串精确匹配 

因为不同的生物医学专家对相同的疾病实体可能有不同的书写方式，为了提高疾病

词典的覆盖率，同时增加字符串精确匹配的准确度，在这一过程中，我们利用一些规则

对疾病词典做了一些处理。 

① 如果疾病词典中含有空格和连字符的疾病实体，考虑分别去掉空格符和连字符

前后两种情况。例如，对于候选疾病实体“SCA-1”，把“SCA-1”、“SCA1”和“SCA 1”三种

情况的匹配结果都考虑在内； 

② 如果疾病词典中含有“/”的疾病项，把“/”前后的字符串当作 2 个疾病实体进行下

一步的映射； 

③ 将疾病词典中的全部疾病项都替换为小写形式。 

（3） 字符串模糊匹配 

对于测试集中识别出来的疾病实体，字符串精确匹配只能找到部分实体的映射，由

于词序不同、停用词的存在等原因，其他大部分的疾病实体依然与疾病词典中的全部疾

病实体匹配不上。比如“congenital absence of the iris”去掉停用词之后，跟“iris absence”

代表的是同一个疾病实体。 

对于这个问题，我们采用了一种基于信息检索的模糊匹配的方法，即把需要进行标

准化的疾病实体当作一个查询，把疾病词典中的疾病项作为文档，然后利用该查询去检

索疾病词典，同时计算该疾病实体与疾病词典中的疾病项的相似度，然后选取分值>0.6

的疾病项作为该疾病实体的候选匹配项，然后用于下一步进行语义消歧。在检索过程中，

我们使用 BM25
[53]检索算法，详细的处理过程如下： 

①  分词。把疾病词典中的每个疾病项当作待查询的文档，对每个疾病项分词，即

从空格、标点符号、字母连接数字、数字连接字母处分开，形成一系列的 Tokens。 



大连理工大学硕士学位论文 

 - 31 - 

② 生成倒排索引。在去掉停用词后构建倒排索引。停用词即一些经常出现、不含

一些实际含义的词语。去掉疾病词典中所有疾病项中含有的停用词，建立倒排索引。在

该实验中，用到的英语停用词列表来源于“RAINBOW”工具包

（http://www.cs.cmu.edu/~mccallum/bow/），大约包含 500 多个英文单词。 

③ 检索。对于 NCBI 测试集中识别出来的疾病实体，去建立好的索引中检索，并

利用 BM25 算法对候选疾病名称进行排序。 

在我们的方法中，我们把疾病词典中的每一个疾病名称看作是文档 D，测试集中出

现的每个疾病实体看作是包含关键字 q1…qn 的查询 Q，文档 D 和查询 Q 按照 BM25 计

算分值的公式如下所示： 

ä
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在这个公式中， ),( Dqf i 代表 iq 在 D 中的词频， || D 代表 D 的长度，即 D 中单词

的数量，avgdl代表 D 的平均单词长度。k 和 b 是自由参数，一般情况下，k=2.0，b=0.75。

)( iqidf 是 iq 的倒排文档权重，按照下列公式计算： 
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qidf               （4.2） 

在这个公式中， )( iqn 代表含有 iq 的文档数量，N 代表文档总数量。 

我们根据公式 4.1 对得分进行降序排序，并把得分超过一定阈值的实体作为匹配结

果。我们在检索的时候使用的是布尔查询，因此查询结果不依赖于疾病实体中单词的顺

序，比如疾病实体“congenital absence of the iris”，在去除“the”、“of”停用词之后，可以

使用关键词“congenital”、“absence”和“iris”到疾病词典中检索。 

4.2.3  基于扩展语义相似度消歧 

在我们疾病标准化的实验中，有以下两种情况需要消歧： 

（1） 字符串精确匹配阶段，测试集中的疾病实体与疾病词典中的多个疾病标识符

相匹配。因为一个疾病实体可能和疾病词典中的多个疾病标识符匹配，为了确定该疾病

实体在当前上下文中的具体含义，我们需要对该疾病实体消除歧义。在建立映射关系即

精确匹配的过程中，如果一个疾病实体和多个疾病标识符有映射关系，那么就出现了我

们说的歧义现象，因此需要为这样的疾病实体确定一个符合目前语境的具体含义。 

（2） 字符串模糊匹配阶段，根据 BM25 算法降序排序，对于某一个疾病，疾病词

典中超过一定阈值的疾病实体有很多，这些疾病都有可能和测试集中的疾病实体正确匹
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配。因此我们需要进一步确定到底是疾病词典中的哪个疾病与该疾病实体正确匹配，才

能将该疾病项对应的疾病标识符作为该疾病实体的疾病标识符。 

疾病的数据库中都含有关于该疾病的一些属性信息，因此就有一些专门用来描述该

疾病的词语。这些不同的词语从各个方面对疾病进行了说明：它的病原体是什么、传播

源是什么、它的种类、它所属于的疾病家族、它由哪些基因引起的、它用哪些药物可以

治疗等。如果一个疾病实体在一个句子中出现，那么这个句子中的信息就可以辅助我们

来确定该疾病实体到底是哪一种疾病。类似的，如果当前的句子中提到了某个疾病实体，

那么就有可能同时会出现关于该疾病实体的其他相关信息。所以我们试着利用该疾病实

体所出现的句子中所含有的一些专业词语来确定该疾病的具体含义。 

如图 4.2 所示，第一段文本是 NCBI 测试集中“breast and ovarian cancer”疾病实体的

上下文信息。在字符串精确匹配阶段，该疾病实体可以与疾病词典中的多个不同的疾病

标识符建立映射关系。图 4.2 中下面两段文本是与“breast and ovarian cancer”疾病实 

体包含匹配关系的疾病标识符和对应的上下文。从图 4.2 中 3 个片段的对比我们可 

以发现，3 段文本中都出现了关键词“BRCA1”和“mutations”。但是，片段 1 的文本片段

只是说到了“breast and ovarian cancer”疾病是由 BRCA1 基因突变引起的，片段 2 的文本

片段却将基因突变精确到了 BRCA1 基因生殖细胞突变，待消歧片段中也提到了 BRCA1

基因生殖细胞突变，因此片段 2 的文本片段的疾病标识符的信息与该疾病所在 NCBI 测

试集中的上下文信息更为相关，因此我们判断“D061325”为“breast and ovarian cancer”在

目前语境中疾病实体最正确的表达。 

在模糊匹配中，只要 BM25 分值大于一定阈值都可以作为待消歧疾病实体的候选实

体，这些候选实体所对应的疾病标识符都有可能是该疾病实体正确的疾病标识符。为了

进一步确定该疾病实体的具体含义，我们还是抽取该疾病实体的上下文信息，以及与该

疾病实体相匹配的疾病项的语义信息，根据两者的上下文信息的相似度来确定该疾病实

体的具体含义。如图 4.3 所示，疾病实体“thyroid tumours”在模糊匹配阶段与 3 个疾病项

的 BM25 分值超过一定阈值，这 3 个疾病项分别是“thyroid agenesis”、“thyroid nodules” 

和“thyroid carcinoma”。从图 4.3 中 4 个片段的对比我们能够发现，片段 3 中的单词 

“Tumors”和“cancer”和测试集中的片段中的关键字“tumors”相同，且疾病实体“thyroid 

tumours”就是作为“tumors”的例子给出的，所以片段 3 的疾病标识符与当前疾病实体更

为相关，因此我们确定“D013964”为疾病实体“thyroid tumours”在当前上下文中的疾病标

识符。 
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图 4.2  NCBI 测试集中“breast and ovarian cancer”的上下文信息以及疾病词典中与该疾病具有映射关

系的疾病标识符及其相关信息 

Fig. 4.2  The context of “breast and ovarian cancer” in NCBI test sets and relevant information with 

“breast and ovarian cancer” in disease dictionary 

 

MEDIC 疾病词汇表中，对于每一个疾病几乎都有相应的描述信息，这些信息可以

成为这个疾病的指示器；同时，NCBI 语料的训练集和开发集中已经标注出疾病及其对

应的疾病标识符，为了充分利用这些资源，我们抽取出该疾病在每篇 PubMed 摘要出现

的句子，这些句子中包含一些与该疾病相关的信息，这些信息也可以作为该疾病实体的

指示器。通过考虑测试集中疾病实体的上下文和疾病标识符的扩展语义信息来推断当前

上下文中该疾病实体的具体含义。也就是说，我们通过计算当前上下文和描述信息的相

似度来衡量疾病实体与疾病标识符之间的匹配度，我们认为，相似度最大的疾病标识符

是最接近当前上下文的疾病实体的真实含义。 

我们使用基于向量空间模型（VSM）的小型检索系统来实现上述相似度的计算。在

这个算法中，我们使用词袋（bag-of-words）作为特征，使用词频-逆文档频率（TF-IDF）

进行特征权重的计算。我们把测试集中待消歧的疾病实体所出现的句子作为查询构建成

一个向量，利用疾病的扩展语义信息构建成另一个向量。该扩展语义信息主要来源于两

部分：一部分来源于 MEDIC 疾病词汇表中每个疾病的定义信息；另一部分来源于 NCBI
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训练集和开发集中已经标注的疾病及其疾病标识符，将与每个疾病标识符相关的所有句

子合并在一起生成的描述信息。 

 

 

图 4.3  NCBI 测试集中“thyroid tumours”的上下文信息以及疾病词典中与该疾病具有映射关系的疾

病标识符及其相关信息 

Fig. 4.3  The context of “thyroid tumours” in NCBI test sets and relevant information with “breast and 

ovarian cancer” in disease dictionary 

 

把疾病实体的上下文向量表示成Q，候选疾病标识符相关的扩展语义向量表示成D，

比较这两个向量的相似度，分值最大的疾病标识符作为最终结果。我们使用 cosine 的大

小来衡量相似度。权重的计算使用 TF-IDF，计算公式如下： 
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其中，各个符号的意义如下：  

（1） dttf , ：词条 t 在文档 d 中出现的频次。 

（2） tn ：词条 t 在多少个文档中出现。 

（3） N ：文档集中包含的文档个数。 

余弦相似度的计算公式如下： 
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其中， kW1 和 kW 2 代表向量 Q 与 D 中第 k项元素的权重（TF-IDF）。N 代表向量空

间向量的长度，即单词的总数目。 

4.3  实验设计与结果分析 

4.3.1  实验数据 

在疾病标准化实验中，我们所使用的数据集是 NCBI Disease Corpus
[15]（NCBI）。

该语料是在 AZDC 语料的基础上，对来源于 PubMed 的 793 篇摘要中的 6651 个句子进

行标注，然后对标注的每个疾病实体都映射到 MEDIC 疾病词汇表中，即为测试集的各

个疾病实体找到一个疾病标识符与其匹配。最后该语料总共包含 6892 个疾病实体以及

790 个独特的疾病概念。关于该语料的情况在 2.1.5 节已给出了具体说明。 

4.3.2  评价指标 

在疾病标准化实验中，我们只关注测试集的每个正确的疾病实体的疾病标识符是否

和标注答案一样，因此我们忽略测试集中疾病出现的位置，只要在测试集中该疾病实体

正确且对应的疾病标识符正确，我们就认为这是一个正确的结果。该实验评估算法的性

能的指标有 3 种，分别为准确率、召回率与 F 值，具体说明见 3.3.2 节。 

在该实验中，我们使用两种方式的 Precision、Recall 和 F-measure 进行评价。一种

称为宏平均（Macro Averaged），另一种称为微平均（Micro Averaged）。两者的不同

在于如何计算 TP、FP、FN。微平均是以整个测试集为单位，统计整个测试集中的 TP、
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FP 和 FN，利用 3.3.2 节的公式计算 Precision、Recall 和 F-measure 的值；而宏平均是以

每篇摘要为单位，统计每篇摘要的 TP、FP 和 FN，然后分别计算每篇摘要的 Precision、

Recall 和 F-measure 的值，最后对所有的摘要求 Precision、Recall 和 F-measure 的平均值

作为最后的结果。 

4.3.3  实验结果与分析 

为了从不同的层面评估我们系统的性能，我们对每一个阶段都给出了 Precision、

Recall 和 F-measure，总共分为以下几个阶段： 

（1） 精确匹配。将识别出的疾病实体直接到疾病词典中进行检索，如果匹配则将

匹配项的疾病标识符分配给该疾病实体；否则该疾病实体的疾病标识符为空。 

（2） 精确匹配+模糊匹配。对精确匹配阶段没有找到疾病标识符的疾病实体，利

用 BM25 算法计算该疾病实体和疾病词典中疾病项的分值，并取分值最高的疾病项的疾

病标识符。 

（3） 精确匹配+模糊匹配+消歧。模糊匹配阶段得到的结果按照降序排序，取超过

一定阈值的疾病项，然后利用基于向量空间模型的检索方法对这些疾病项进行消歧，最

后取分值最高的疾病项对应的疾病标识符。 

表 4.1 给出了不同方法建立映射的宏平均结果。从表 4.1 中能够发现，精确匹配得

到了 68.43%的 F 值。在字符串精确匹配的基础上，再利用基于检索的模糊匹配的方法，

准确率（+6%）和召回率（+6.6%）都得到了提高，从而使得 F 值也得到了提高（+6.2%）。

模糊匹配虽然提高了 F 值，但是也引入了一部分噪音。通过使用扩展的外部资源（MEDIC

词汇表和 MEDLINE 文献）进行消歧，我们的准确率（+5.6%）和召回率（+4.2%）都

得到了提高，总体性能也得到了提高（+4.8%），这说明使用扩展的语义资源进行消歧

对结果是有帮助的。与 DNorm 疾病标准化的结果比较，我们疾病标准化的方法在 F 值

上还稍微有点差距，但是 DNorm 疾病标准化方法是一种监督学习方法，而我们的方法

属于无监督学习，不依赖语料集进行模型训练。相对于 DNorm 方法，我们的方法简单，

对于大规模语料也很容易泛化，同时该方法很容易移植到标准化工作的其他领域。 

表 4.2 给出了不同方法建立映射的微平均结果。从表 4.2 中可以看出，基于字符串

的精确匹配方法得到了 70.60%的 F 值。同样，在精确匹配的基础上，模糊匹配方法的

准确率（+5%）和召回率（+6%）都得到了提高，相应的 F 值也得到了提高（+5.5%）。

在使用基于扩展语义的外部资源进行消歧后，总体性能得到了相应的提高（76.11%到

79.70%）。与 DNorm 疾病标准化的方法相比，在准确率上稍微有点差距（-0.7%），但
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是我们的召回率比 DNorm 方法高出 3.5 个百分点，最后使得我们的 F 值得到了提高

（+1.5%）。 

 

表 4.1  不同方法的宏平均结果 

Tab. 4.1  Macro-averaged performance of different methods 

方法 Precision Recall F-measure 

精确匹配 0.6805 0.6944 0.6843 

精确匹配+模糊匹配 0.7399 0.7609 0.7465 

精确匹配+模糊匹配+消歧 0.7959 0.8031 0.7949 

DNorm
[24]

 0.8280 0.8190 0.8090 

 

表 4.2  不同方法的微平均结果 

Tab. 4.2  Micro-averaged performance of different methods 

方法 Precision Recall F-measure 

精确匹配 0.7052 0.7069 0.7060 

精确匹配+模糊匹配 0.7556 0.7666 0.7611 

精确匹配+模糊匹配+消歧 0.7962 0.7979 0.7970 

DNorm
[24]

 0.8030 0.7630 0.7820 

 

在模糊匹配过程中，我们选取分值>0.6 的匹配项作为某个疾病的候选疾病实体。阈

值的选取可以影响 Precision 和 Recall 的值。图 4.4 给出了不同阈值对 Precision、Recall

和 F 值的影响（以微平均结果为例）。从图中我们可以看出。在阈值增大的过程中，

Precision、Recall 和 F 值缓慢的增大，当阈值为 0.6 时，我们方法得到了最高的 F 值

（79.70%），此时准确率和召回率分别为 79.62%和 79.79%，随后 Precision、Recall 和 F

值开始下降。 

另外，为了进一步证明我们疾病标准化方法的健壮性，我们把 NCBI 测试集标准答

案中的疾病实体作为测试数据，在该测试数据上运行我们的疾病标准化方法。在该数据

集上我们的宏平均结果的 P=0.8129，R=0.8125，F=0.8127，微平均结果的 P、R 和 F 值

均为 0.8140。从该结果可以看出，我们疾病标准化的方法不依赖于命名实体方法，也就

是说该疾病标准化方法的总体性能是稳定的，不受预处理步骤的影响。 

4.4  错误分析 

通过分析 NCBI 测试集的实验结果，我们总结出了出现实体标准化错误的原因。在

NCBI 测试集的标准答案中，总共包括 962 个正确答案，其中 196 个疾病实体标准化结 
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果是错误的，具体错误分析如表 4.3 所示。 

 

 

图 4.4  模糊匹配中性能和阈值选择的关系 

Fig. 4.4  Relation of the performance and threshold selection in fuzzy matching 

 

表 4.3  标准化错误分析 

Tab. 4.3  Normalization error analysis   

错误原因 错误数目 错误比例（%） 

错误实体识别 123 62.7 

错误映射 65 33.2 

其他错误 8 4.1 

总计 196 100.0 

 

在全部错误中，实体识别错误占的百分比最高（62.7%）。关于疾病实体识别的错

误分析在第 3.4 节已经给出，在此就不再赘述。 

另一个比较大的错误是映射错误，占所有错误的比例为 33.2%。这类错误主要发生

在模糊匹配阶段和利用扩展语义消歧阶段。在模糊匹配阶段，如果我们最后选取的候选

实体不正确，会导致疾病标准化错误；即使模糊匹配阶段包含正确的匹配项，在利用扩

展语义进行消歧的阶段，也可能出现错误。此类错误容易出现在下列一些情形中： 

（1） 含限定词的疾病实体。例如，限定词“cardiac”与“heart”意思相同，“colorectal”

同时有“colon”和“rectum”的意思。但是我们选用的模糊匹配只能根据具体的单词本 

 

阈值 

性能 

阈值 
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身进行查询，不能根据单词的具体意思进行查询，容易发生映射错误。 

（2） 拼写方式不同或词干化标准不同。例如，疾病实体“tumour”有时也拼写成

“tumor”，但是疾病词典中对于该疾病实体只有“tumour”这种形式，对于“tumor”

映射错误；“adrenocorticotropic”词干化后为“adrenocorticotrop”，而“adrenocorticotrophin”

词干化后为“adrenocorticotrophin”。这 2 个单词代表的同一个含义，在映射的时候却

当作不同的词语。 

（3） 复合实体。复合实体，一般只能找到一个正确的映射，另一个映射错误，如

疾病复合实体“pineal and retinal tumours”。 

（4） 标注规则。在 NCBI 测试集的标准答案中，对于一些疾病实体的疾病标识符

标注是错误的。例如疾病实体“disorder of glycoprotein metabolism”是“糖蛋白代谢障

碍”，但是标准答案把其标注为“Metabolism, Inborn Errors（代谢障碍）”的疾病标识

符；疾病实体“gastrulation defect”只是简单标注为“disease”的疾病标识符;一些疾病，

如“growth retardation”，训练集和测试集映射结果不同，以至于我们使用训练集中已

标注的疾病实体进行精确匹配后，映射是错误的。 

（5） 利用扩展语义进行消歧时，因为不同单词权重的不同导致映射错误。如正确

识别的实体“ptosis”指的是眼睑下垂，但是计算相似度后排序时把“X-linked ptosis

（OMIM:300245）”排在了“eyelid ptosis（MESH:D001763）”的前面，因为单词“X-linked”

比单词“eyelid”在疾病词典中出现的次数多，相应的单词“X-linked”的 TF-IDF 比单

词“eyelid”的 TF-IDF 小，因而“X-linked ptosis”中的“ptosis”的 TF-IDF 大于“eyelid 

ptosis” 的“ptosis”的 TF-IDF，出现映射错误。 

其他错误的出现主要是由于有些疾病实体没有找到相应的疾病标识符。PubMed 摘

要 9463309 中的疾病实体“anhaptoglobinemia”和“hypohaptoglobinemia”都是正确的疾病

实体，但是因为这些疾病都不常见，在词典中没有出现过，所以找不到相应的疾病标识

符，所以该篇摘要的 P、R、F 值都是 0。 

4.5  本章小结 

本章给出了疾病标准化所使用的方法、方法所取得的实验结果及对应的错误分析。

在该实验中，我们使用字符串精确匹配和模糊匹配相结合的方法为疾病实体建立相应的

映射关系，同时利用外部资源的扩展语义信息对一个疾病实体对应的不同候选实体进行

消歧，最后取相似度分值最高的候选实体对应的疾病标识符作为最后结果。我们对实验

结果的评价采用宏平均与微平均 2 种标准。对于标准化结果，我们给出了详细的错误分

析。
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结    论 

疾病一直是威胁人类健康的一大因素。随着大家对健康问题的普遍关注，如何预防

疾病、如何治疗疾病也成为人们不断热议的话题。然而，同一个疾病可能用不同的方式

表达，一种描述方式也可能代表不同的疾病，我们想要了解一种疾病，希望用该类疾病

的一种描述方式就能查询出该类疾病的所有描述方式对应的信息。所以在本篇的第四章

中，我们主要解决疾病标准化的问题。但是在解决疾病的标准化问题之前，我们首先要

把疾病实体从生物文本中识别出来，这就是第三章我们疾病实体识别的任务，疾病实体

识别的性能将直接影响疾病标准化的性能。 

本文的工作总共有 2 个部分：一是疾病实体识别，二是疾病标准化。 

在第一章中主要介绍了疾病实体识别及疾病标准化的研究背景、研究现状和疾病实

体识别和疾病标准化之间的关系。 

第二章主要介绍了生物医学文献、资源，以及处理工具及其算法。其中，着重介绍

了生物医学文献资源，包括 MEDLINE 文献、MeSH 医学主题词表，PharmGKB 药理学

知识库，MEDIC 疾病词汇表以及 NCBI 疾病语料。 

在第三章中，主要给出了疾病实体识别的方法、实验结果以及错误分析。本实验中

主要使用 CRF 与词典匹配相结合的方法对疾病实体进行识别。我们利用 PharmGKB 的

疾病资源构建了疾病词典，然后把词典查询的结果作为特征加入到 CRF 中用于模型训

练，接着用训练好的模型对 NCBI 的测试集进行命名实体识别，最后用全称-缩写词对上

下文信息调整识别结果。本章对实验中的错误给出了具体的分析。最后，我们构造出一

个疾病实体识别系统 DNER，该系统对标注出的疾病实体进行高亮显示。 

第四章主要是在第三章实验的基础上，对识别出来的疾病进行标准化。在本实验中，

首先利用 MEDIC 疾病词汇表构建疾病-映射对的疾病词典，然后采用词典匹配的方法寻

找 NCBI 测试集中的疾病实体对应的候选实体，最后利用外部资源（MEDIC 词汇表和

MEDLINE 文献）的扩展语义信息对候选匹配项进行消歧，选取相似度最大的匹配项对

应的疾病标识符作为疾病标准化的结果。在本实验中，我们对疾病实体标准化的错误给

出了详细的分析。 

下一步工作中，我们打算首先提高疾病实体识别和标准化的性能，然后利用疾病标

准化的结果，结合实验室基因（蛋白质）和药名实体标准化的工作，在生物文献中抽取

基因（蛋白质）- 疾病以及药物 - 疾病的关系，构造生物领域完整的生物实体关系抽取

系统。
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