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摘    要 

随着互联网多媒体的快速发展，网络媒体资源越来越丰富，人们从过去的买唱片、

碟片听歌、看电影方式逐渐过渡为直接从网上搜索资源。但是，这些媒体资源在给人们

带来方便的同时，也增加了人们的选择需求。在无目标的前提下，面对网络中庞大的媒

体库，用户往往不知道该如何选择符合自己兴趣的媒体资源。于是，如何为用户推荐符

合用户需求的媒体资源成为了很多学者、网站及其他相关媒介关心的问题。 

针对媒体资源，目前推荐方法主要包括 TopN 列表推荐和评分预测两种形式。TopN

列表推荐需要对用户进行偏好分析，从而推荐与用户偏好最相近的前 N 个项目；评分预

测需要对用户-项目的关系进行定量分析，对其评分进行准确预测从而对用户推荐评分

高的项目；这两种推荐方法都需要对已有用户、项目信息进行潜在信息挖掘从而达到准

确的推荐。为了验证融合信息对多种媒体的两种推荐均有重要作用，本文选取电影和音

乐作为待推荐的媒体，分别在两种算法中融合不同空间信息，提出了两个基于融合信息

的推荐算法。不同空间信息从不同侧面反映了用户的习惯及偏好，对推荐算法有良好的

改进效果。两种推荐算法描述如下： 

针对 TopN 列表推荐，本文选取音乐为推荐目标，以社会化标签作为推荐主要数据

源，深入挖掘其文本语义信息，采用基于内容的方法，融合标签三个不同方面的语义空

间信息对用户进行歌曲推荐，详细的分析了用户标签对音乐推荐的重要作用，并验证了

融合信息推荐方法能够有效地提高 TopN 媒体列表推荐准确率。 

针对评分预测，本文选取电影为预测目标，在目前流行的基于偏置矩阵分解算法基

础上，建立了分别融入社交网络、电影标签和用户观看电影历史等相关信息的用户-电

影评分预测模型，最后，融合所有语义空间信息对用户-项目的评分进行预测，并和近

几年比较流行的推荐算法进行了综合实验对比，预测准确性有较大提高，验证了融合信

息对媒体评分预测的有效作用。 

 

关键词：推荐；融合信息；语义空间；矩阵分解；评分预测 
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Recommendation Algorithm Research Based on Information Fusion 

 

Abstract 

With the rapid development of Internet, multimedia resources in network increase quickly, 

and the ways by what people listen a song or see a movie are gradually changing to direct search 

on the Internet. However, the difficulty of making choices also increases. Facing the huge 

network library, users often don't know how to choose resources conform to their interests. So, 

how to recommend media resources for users according to their requirements becomes the 

problem which a lot of scholars, websites and other related medias concern. 

Recommending methods mainly include two forms: TopN list recommending and score 

prediction. TopN list method needs to analyse the user preferences to recommend the top n 

items which is similar to the target user preferences; Score prediction needs to have a 

quantitative analysis on the user-item scores, to accurately predict the score to recommend 

items which have high grade; Both recommending methods need to mine the potential 

information of existing users and items in order to achieve accurate recommendation results. In 

view of the two methods of recommendation, we fuse the information of different spaces, and 

respectively propose two recommendation algorithms based on information fusion. Different 

spatial information reflects the user's habits and preferences from different sides and can 

effectively improve the result of recommendation. More specific description is as follows: 

To the TopN list recommendation, we selects music to be recommended and social tags as 

the main data mining source. It understands tags' semantic information and simultaneously 

maps them into three aspects of semantic spaces. In the method, it is analyzed in detail that tags 

are important to music recommendation. It is verified that the fusion of multi-information in 

recommendation method can effectively improves music recommendation accuracy. 

To the score prediction, we choose movies as the target items, and establishes three 

user-item score prediction model based on the bias matrix factorization algorithm with different 

information fusion, and then merge all the semantic spaces into the last model. Finally, we 

compare the prediction accuracy between the proposed model and other popular methods. 

Experiments show that information fusion can effectively improve the movie recommendation 

result. 

 

Key Words：Recommend; Information fusion; Semantic space; Matrix factorization; 

Score prediction 
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1  绪论 

1.1  研究背景 

随着物质生活条件的提高，人们越来越注重精神上的享受，闲暇时，音乐、电影等

多媒体成为人们主要的娱乐方式。娱乐之余，人们不仅可以从中得到放松，有时还能得

到激励、增强信心。 

音乐和电影作为多媒体的重要组成部分，受到很多人的追捧。音乐，通常以现实生

活为标本，以娱乐为目的，最后以白话的形式对情感进行通俗表达。好的音乐，可以抚

慰失恋的伤痛，可以治疗精神的创伤，可以激发奋斗的志向，可以宣泄内心的激愤。随

着音乐事业的不断发展，人们也越来越离不开音乐的陪伴，音乐充斥人们生活的方方面

面，包括跑步、锻炼、看书、胎教、心理治疗等。电影是一种集表演艺术、听觉艺术与

视觉艺术为一体的综合艺术，以教育、娱乐、宣传等为目的，并以夸张、讽刺等手法反

映现实生活。可以容纳摄影、绘画、音乐、舞蹈、文字等多种艺术形式的特点，使电影

具有很强的表现力并已然充满了人们的日常生活，成为人们不可或缺的一部分。 

互联网在日常生活中的普及，使人们听歌、看电影变得更加方便。但是依赖其发展

的电子数据资源也呈爆炸式增长，带来“大数据”困扰。面对互联网这个庞大的数据库，

同时在没有明确目标的情况下，人们往往不知道如何选择，于是对音乐、电影等多媒体

资源的选择需求开始增长。 

针对用户需求增长的情况，推荐系统开始在互联网多媒体网站中扮演非常重要的角

色，其中国际上知名的音乐推荐系统包括 Pandora、Last.fm、Google 音乐等，电影推荐

系统包括 Netflix 网站、YouTube 网站中的推荐等；国内个性化音乐推荐网络电台包括

豆瓣音乐电台、虾米音乐电台、微博音乐电台、百度随心听等，电影网站包括豆瓣电影、

优酷等也加入了推荐系统版块。图 1.1 为百度推出的随心听电台界面。界面内包括歌词、

频道、用户个人听歌信息及分享链接等，同时加入了传统电台没有的前一首歌的链接，

方便用户返回重播。 

针对多媒体的推荐技术，主要分为两种：基于物理因素（例如音频、旋律、画面等）

的推荐和基于描述性文本的推荐，而基于文本的推荐方法是目前的主要研究方向。

Web2.0 出现之前，基于文本的多媒体推荐技术由于可利用资源的限制主要基于用户的

收听、观看历史等文本内容进行探索研究。Web2.0 的出现和发展，不仅使用户可以自

由行为，对相关资源进行评论、打分，同时使社交网络得到了快速发展。Facebook、人

人网、微博等社交网络越来越受到人们的青睐，交流和维护朋友间的关系是人们使用此
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类社交网络的主要原因[1]。有研究表明，在 Facebook 中，用户分享的内容很大一部分是

关于他们自己日常生活的[2]。在社交网络中，人们不仅可以互相关注，还可以通过网络

这一载体进行信息分享、交流和互动，对用户的社交、偏好信息进行了有效扩充。 

 

 

图 1.1  百度随心听界面 

Fig.1.1  The UI of Fm.baidu  

 

社交网络的出现和用户的自由行为增加了推荐系统可利用的资源，这些资源可以从

不同侧面反映用户的偏好信息。现实生活中，朋友对音乐和电影的推荐往往具有很大的

借鉴作用，会对人们的选择起到重要的作用，而社交网络由于对这种“朋友”关系进行

了有效地建模受到推荐技术研究学者的重视。作为用户自由行为的主要结果，现在基于

文本的推荐技术中多媒体相关文本信息可以扩充到更多种类，例如音乐文本信息包括元

数据、歌词、标签或从博客中挖掘出的综述文字等[3]。其中，标签由于涵盖了包括流派、

风格、情感、用户想法或者乐器等多层面的信息[4]，也成为了推荐领域学者研究的主要

对象。于是，如何利用多信息有效地对多媒体推荐技术进行改进，是本文的主要研究方

向。 

针对不同领域不同对象，推荐算法需要考虑的因素不尽相同。实时性对于新闻的推

荐很重要，对商品的推荐则需要考虑消费者的购买能力等现实因素，而对于音乐和电影，

由于两者影响因素比较纯粹且具有相似的特性，所以两者的推荐算法互相之间有很大的
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借鉴性，而目前的主流算法基本上都可以用于这两个领域的推荐。同时，随着人们生活

水平的日益提高和网络迅速发展带来的信息过载问题，人们对音乐和电影的选择需求增

强，给各网站带来了很大的商机，所以研究对两者的推荐算法具有很强的现实意义。 

1.2  国内外研究现状 

推荐系统由于其巨大的商业价值受到越来越多学者的重视，不仅被实际应用于很多

网站，同时还有各大网站机构专门举行相关推荐算法大赛来发掘算法新思想，其中针对

电影和音乐的推荐应用更是层出不穷。越来越多的事实表明，一个好的推荐系统会给网

站带来很好的商业利益和用户流量。 

推荐算法，作为推荐系统的一个重要核心，在最近十几年里得到了快速发展。推荐

算法根据技术的不同可以分为多个种类，其中基于内容的推荐、协同过滤（Collaborative 

Filtering）是最通用、普遍的算法，很多新算法也是基于这两种算法的基本思想进行改

进。基于内容的推荐算法思想是推荐与用户过去喜欢物品相似的物品[5]。协同过滤算法

在推荐系统中的原始实现[6]主要思想是推荐和用户打分品味相似用户喜欢的物品。很多

文献中将协同过滤算法归为两类[7-10]：基于邻域的协同过滤和基于模型的协同过滤，其

中基于邻域的协同过滤算法又分为基于用户的和基于项目的协同过滤。 

近几年，标签、社交网络等多种信息由于加入了用户互动性特点，被学者们纷纷用

来对推荐算法进行改进，使推荐性能得到了有效提高。 

对于标签在音乐推荐算法中的融合，学者们进行了多方面尝试。通常同时考虑两个

空间的二维数据项（用户-标签、用户-音乐或标签-音乐）经常被作为推荐的主要方法基

础，但是 HOSVD（Higher Order Singular Value Decomposition）方法同时考虑了用户、

标签和歌曲三个空间关系，基于用户-歌曲-标签三维关系数据对音乐推荐算法进行改进
[11]，改进算法通过对三维空间进行分解降维从而对用户进行推荐。在 HOSVD 方法基础

上，Nanopoulos 等人在推荐算法中加入了音频信息从而对推荐效果进行改进[4]。作为对

比，Liang 等人提出了一种融入了标签信息的协同过滤方法，该方法利用用户标签、音

乐以及标签-音乐关系形成社区网络，除了用户相似度，歌曲相似度的计算同时融入了

公共标签、公共用户以及公共标签-歌曲关系的影响[12]。此外，Shepitsen 等人在融合标

签信息对音乐进行推荐时，首先对标签进行聚类，这种方法在一定程度上提高了音乐推

荐的效果[13]。在音乐文本信息中，音乐流派可以帮助用户选择喜欢的歌曲[14]，鉴于此，

Cai 等人提出了一种基于标签音乐流派和用户社区相似度的混合推荐方法[15]，该方法显

式地将标签映射到流派空间，同时加入社区网络用户相似度从而为用户进行歌曲推荐，

取得了比 LSA 方法更好的效果。上述方法均以标签为主要音乐推荐算法依据，可见标
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签作为一种文本信息，其潜在语义空间对歌曲推荐起着关键作用，对于和音乐有相似特

点的电影，标签对其推荐算法也同样具有很大价值。 

社交网络信息在推荐算法中的应用，随着近几年社交网络的流行，也受到了各方学

者的重视。基于社交网络的推荐算法和基于用户的协同过滤算法思想类似，都是通过分

析目标用户的“邻居”对物品的喜好从而进行推荐，但是基于用户的协同过滤算法中用

户的“邻居”关系是通过历史信息进行计算从而得到的，而社交网络中的用户的“邻居”

关系直接可以从社交网络中获得。TidalTrust
[16]就是一种加入了社交网络信任度的推荐

方法，该方法通过对宽度优先搜索方法进行修改从而计算用户之间的信任度，同时在社

交网络中只考虑离目标用户最短距离的直接邻居对目标物品的评分。MoleTrust 方法和

TidalTrust 的思想类似，但是 MoleTrust 考虑的是最大深度 d 之内的所有对目标物品评过

分的用户[17]。TidalTrust 和 MoleTrust 方法均是基于信任的推荐算法[18]。但是在社交网

络中两个用户的信任关系会随着距离的增加而可靠性变弱，甚至很可能变成噪音，从而

对推荐结果造成不好的影响。TrustWalker
[19]方法基于信任和项目协同关系，同时对网络

距离增加带来的噪音和协同过滤算法的冷启动缺点进行综合考虑，使用一种基于随机游

走的模型对推荐算法进行了改进，基本思想是与其找到给目标物品评过分的很远的邻居

不如从较近邻居中找到评过类似物品的用户，它从目标用户出发对网络进行随机游走，

每走一步返回一个评分（可能是目标物品的评分也可能是和目标物品相似的物品得分）

或者选择继续往下走。每走一步计算一个概率以确定是否往下走，最终预测的评分需要

结合所有返回的评分。图 1.2 为 TrustWalker 的算法示意图。 

 

 
图 1.2  TrustWalker算法示意图 

Fig.1.2  The schematic of TrustWalker algorithm 
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标签、社交等信息在推荐算法中的有效融合需要借鉴一个可靠的推荐基础算法。基

于内容的推荐算法能够有效地挖掘文本潜在语义，而对于多种信息的融合，隐语义模型

作为一种基于模型的协同过滤算法，在准确性方面表现出了比基于内容的、基于邻域的

协同过滤算法更好的性能，目前很多国际上的前沿推荐算法都是基于隐语义模型进行改

进。矩阵分解方法是隐语义模型的原始模型。2000 年，Badrul 等人首次提出将数学中著

名的矩阵分解方法 SVD（Singular Value Decomposition）应用于推荐系统中[20]。随后几

年，很多推荐算法基于 SVD 进行了一定改进[21]。推荐系统中，往往会存在数据稀疏性

问题，在面对该问题时，原始的 SVD 方法相较于基于邻域的协同过滤算法并没有更好

的性能。2006 年，Simon 在他的博客上公布了一个对 SVD 算法的改进，有效提高了矩

阵分解方法在推荐系统的性能，有人将其称为 LFM（Latent Factor Model），即隐语义

模型。至此，隐语义模型在推荐算法中得到了广泛的发展，学者们纷纷在 LFM 方法基

础上进行改进。Paterek 在 LFM 的基础上加入了偏置信息[22]，随后 Koren 在加入了偏置

信息的 LFM 方法基础上又加入了邻域信息对其进行改进[23]，并在 2009 年发表了一篇矩

阵分解推荐方法的技术报告[24]。2010 年，Karatzoglou 等人将原始评分矩阵和一个 n 维

上下文空间矩阵进行融合从而对推荐进行改进[25]。2011 年，OrdRec
[26]方法将用户-项目

得分预测结果变成一个概率分布，同时加入阈值信息提高算法的精度，Ma 等人在原始

LFM 基础上加入了社交信息从而对预测结果进行改进[27]。2013 年，Ahmed 等人在矩阵

分解方法中融入了用贝叶斯方法得到的用户偏好信息，有效地提高了推荐模型的推荐效

果[28]。近几年，很多学者基于 LtR（Learning to Rank）方法对推荐算法进行了有效改进，

而其中很多基于 LtR（Learning to Rank）的推荐方法都是把矩阵分解结果作为基础来构

造损失函数从而对推荐进行改进[29-32]。由上述分析可见隐语义模型对推荐算法的改进之

显著、范围之广。 

1.3  推荐算法相关活动及组织 

随着推荐系统的流行，国内国际上出现很多比赛、会议和期刊针对推荐算法进行专

门研究。这些比赛、会议及期刊里面会从众多的推荐算法中挖掘出对已有推荐算法的有

效改进，这些改进方向包括算法效率、准确性、多样性等多种评价标准，本节将对影响

力较大的关于推荐的比赛、会议及期刊进行简单介绍。 

（1）Netflix Prize 推荐系统大赛。Netflix 是国际上一家著名的在线影片网站，影片

信息包括电影、电视节目等，该网站可以让用户快速方便的挑选自己喜欢的影片进行观

看。Netflix 第一个百万大奖赛在 2006 年 10 月份开始，比赛公开了从网站中整理出的大

概 1 亿个 1-5 的影片评分数据集，数据集中没有任何相关文本评价信息，仅包括影片名，
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评价星级和评价日期。比赛目的是为有 50 个以上评价星级的观众准确的预测他们喜欢

的影片，旨在把预测效率提高 10%以上；第二个大奖赛在第一个大奖赛颁奖后随之发布，

和第一次大奖赛不同的是，这次比赛旨在为评级稀疏或者没做过评级的顾客推荐影片。

这个大赛范围非常广泛，吸引了全世界各地权威专家的参与，大家纷纷对各类推荐算法

进行改进融合，取得了显著成果，其中获得第一次 Netflix 大奖的是一个由工程师、统

计学家、研究专家组成的团队，该团队成功的将 Netflix 推荐引擎的推荐效率提高了 10%。 

（2）RecSys（ACM Recommender Systems Conference），是 ACM 推荐系统会议的

简称，会议于 2007 年成立，现在已是关于推荐技术研究和应用的最权威会议。会议每

年举行一次，期间会将来自学术界和工业界的研究人员和从业人员汇集到一起对推荐技

术进行讨论分析，分享最新的研究成果，同时也会在一系列创新应用中识别发展新趋势

及挑战。RecSys 汇集的专家不仅包括来自专门对推荐系统进行研究的国际研究小组的学

者，还包括许多来自世界领先电子商务公司的工作者。在过去的数年，它已成为最重要

的关于推荐系统的研究的演讲和讨论年度会议。 

（3）近几年，很多学术期刊都专门针对推荐技术的研究发展发行了特别期卷，其

中包括杂志 AI Communications 、 IEEE Intelligent Systems 、 International Journal of 

Electronic Commerce、International Journal of Computer Science and Applications、ACM 

Transactions on Computer-Human Interaction 以及 ACM Transactions on Information 

Systems
[33]。 

Netflix 推荐大赛并不是唯一关于推荐的比赛，近几年，国内也陆续有机构组织类似

比赛，百度的电影推荐算法创新大赛、阿里巴巴大数据竞赛（也叫天猫推荐算法挑战赛）

等都是专门针对推荐的相关比赛，目的分别是针对电影评分进行预测以及根据之前消费

者的点击、收藏、加购物车和购买数据对未来的购买行为进行预测。同样，除了 RecSys

会议专门针对推荐技术，很多关于数据库、信息检索以及自适应系统的 SIGIR（ACM 

Special Interest Group on Information Retrieval）、UMAP（User Modeling，Adaptation and 

Personalization）以及 SIGMOD（ACM’s Special Interest Group on Management Of Data）

等传统会议都针对推荐系统开设了专门的研讨会部分。 

1.4  本文工作 

针对音乐和电影的推荐已有很多学者进行了多种算法尝试，但是针对多信息在推荐

算法中的融合研究仍然比较缺乏。本文针对推荐算法中的 TopN 列表推荐和评分预测两

个方面，分别就音乐标签内容上的多语义信息和百度网站中电影的标签、用户社交信息、

历史观看信息等多外部信息进行融合推荐探索。在对音乐列表推荐进行多信息融合时，
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基于内容的推荐算法，将音乐相关标签的流派、情感、上下文等信息进行深入挖掘，最

后将这些潜在语义空间信息和原始用户收听历史进行结合，对用户进行音乐列表推荐。

针对多信息融合的电影评分预测，在基于模型的协同过滤算法—隐语义空间模型基础

上，首先对标签信息进行扩展，然后将标签信息、用户社交信息及用户收听历史和用户

-电影评分矩阵进行有效融合，从而对用户-电影评分进行预测。这两种方法分别在列表

推荐和评分预测两种推荐算法中验证了多信息融合对推荐算法准确率的有效作用，本文

的主要贡献如下： 

（1）对标签潜在语义信息进行了深入挖掘，将标签映射到流派、情感、上下文三

个空间，对基于内容的推荐算法进行改进，提出了一种基于标签混合语义空间的音乐推

荐方法，有效提高了音乐推荐的准确率。 

（2）为了将标签、用户社交信息、用户观看历史信息有效地融入评分预测模型，

分别就三种信息对偏置矩阵分解方法的损失函数进行改进，实现了三种融合单信息的电

影评分预测模型，并最终使用线性融合方法将三种模型进行融合，有效提高了评分预测

准确性。 

（3）在对电影评分进行预测时，对于标签和历史信息在原始模型损失函数的融合

方法，分别针对邻居的选取方法和相似度的计算方法进行了三种组合尝试，最终选取最

好融合方式对模型进行改进。 

（4）对于本文提出的对于音乐和电影的两种推荐方法，针对数据稀疏性，分别使

用 WordNet 对上下文空间进行内容上相关词扩展和使用基于邻域的推荐方法对标签信

息进行扩展，一定程度上缓解了数据稀疏性对模型的影响。 

1.5  本文结构 

本文共分为四章，详细阐述了基于多信息融合的多媒体推荐算法、实验设计、评价

标准、实验结果及参数分析，并对标签、社交网络等信息在推荐算法中的融合方法进行

了多方面尝试。具体章节安排如下： 

第一章是绪论，综合叙述了针对音乐、电影等多媒体的推荐算法的研究背景及研究

现状，同时介绍了关于推荐算法的比赛、会议及期刊情况，最后说明了本文的主要研究

工作及论文的结构安排。 

第二章是推荐系统相关技术，主要介绍了推荐相关概念、传统推荐算法、相关评价

标准以及推荐发展新方向。 

第三章，针对音乐的推荐，详细介绍了基于融合标签混合语义空间的音乐推荐方法，

以及具体实验细节和结果分析。 
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第四章，针对电影的推荐，详细介绍了基于融合多信息的电影评分预测方法，在推

荐算法中融合标签、社交信息，对用户-电影评分进行预测。 

最后是本文总结，主要介绍本文的主要研究成果，并对下一步研究方向进行分析展

望。 
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2  推荐系统相关技术 

2.1  基本概念 

推荐系统源自于一个简单的观察：个人在做决策或者决定时往往依赖于其他人的推

荐[34,35]，例如一个人不知道读什么书的时候，往往会向同伴征询意见。推荐系统的定义

有很多种，其中被普遍接受的一种解释为：推荐系统是专门为用户提供关于项目有用信

息建议的软件工具及技术 
[35-37]，这种建议涉及各种决策过程，包括买什么商品、听什

么歌、看什么电影、读什么样的新闻等。 

在推荐系统概念中，项目是一个广义概念，用来特指那些系统推荐给用户的东西。

一个推荐系统往往是针对特定领域项目（例如音乐、电影、新闻等）进行的，根据系统

本身的设计、与用户的交互及主要的推荐技术对用户提供有用的、有效的关于该领域项

目的建议。 

推荐系统是一个泛化概念，简单的推荐系统可以根据项目的流行度进行推荐，但是

由于用户或者用户群个性、爱好、所处环境等特点的不同，对项目的偏好也呈现出不同

的需求，于是利用用户（群）兴趣特点、历史行为等信息的个性化推荐概念被提出。个

性化推荐最简单的形式就是为用户提供一个项目排序列表，排序越靠前说明项目越符合

用户的品味。为了对这些项目进行排序，个性化推荐算法会利用所有用户历史行为（例

如打分、点击等）信息预测用户对项目喜欢的可能性。 

推荐系统由来已久，于 20 世纪 90 年代中期成为一个独立的研究领域[34,35,38,39]。随

着网络的快速发展和信息的爆炸式增长，信息过载问题严重。近几年，作为对信息过载

问题的有效解决方法，推荐系统不仅在各大国际国内知名网站扮演重要角色、在各大学

术会议中占有重要位置，同时还成为世界范围内很多高等教育机构计算机科学等专业的

重点研究课题[40]。个性化推荐是推荐系统的主要研究方向，目前在音乐电台、社区网站、

电子商务等领域表现出了很大的活力，而关于推荐算法的研究也大都是针对个性化推荐

进行改进的。 

2.2  推荐算法分类及相关技术 

推荐算法按照技术上的不同主要分为六类，分别为：基于内容的推荐、协同过滤、

基于人口统计信息的推荐、基于知识的推荐、基于社区的推荐以及混合推荐[37]。在六类

算法中，基于人口统计信息的推荐主要基于用户的年龄、语言、国家、民族等人口统计

信息进行算法生成；“基于知识的推荐”概念中的知识主要包括数据库知识发现(KDD，

Knowledge Discovery in Database)、案例推理(CBR，Case Based Reasoning)和知识推理三
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类，是一种基于推理的推荐算法；基于社区的推荐主要依靠朋友关系进行推荐算法生成。

在现实应用中，由于不同的推荐算法具有不同的特点，为了使用户有更好的体验，会将

不同的推荐模型进行有效融合对推荐效果进行改进，混合推荐则是基于该思想的推荐算

法。 

本文第三章、第四章所提出模型分别是在基于内容的推荐算法和协同过滤算法基础

上进行改进的，所以本节将对这两类推荐算法的相关技术进行重点介绍。 

2.2.1  基于内容的推荐 

在推荐系统刚开始流行的时候，基于内容的推荐是主要的推荐方法之一。基于内容

的推荐算法主要技术路线是首先对项目和用户分别进行属性抽取并进行结构化表示，然

后使用一定方法比较项目和用户品味之间的相似性，最后根据相似性大小对用户进行项

目推荐。 

基于内容的推荐算法必须解决的两个技术难点为：项目和用户的结构化表示以及如

何评价项目和用户品味之间的相似性。对于评分等信息，用户、项目信息是结构化的，

但是对于评论等文本信息，由于其非结构化特点，需要首先将其转化为结构化数据，主

要技术可以从信息检索领域进行方法借鉴[41,42]。针对项目的结构化表示，基于关键字的

向量空间模型[43]和基于本体库的语义分析都可以实现；针对用户的结构化表示，可以基

于历史信息使用朴素贝叶斯类概率方法[44]或者相关反馈类方法[5,45-47]等生成。其中，相

似性的评价方法依赖于项目和用户的结构化表示方法。  

目前项目和用户的结构化表示仍是以向量空间模型为主。在该模型中，单个项目和

用户分别表示成为基于项目和用户属性空间下的特征向量，根据这些特征向量度量项目

和用户之间的相似度。对于文本数据，假设共有 n 个属性空间（属性空间可以为出现在

数据集中的所有词项），将项目 j 的特征向量表示为 >,......,=< 21 nj ɤɤɤq ， kɤ表示项目

i 第 k维属性权重， kɤ可以由计算公式（2.1）得到： 

 

k

ik

k qf

tf
ɤ =                            （2.1） 

            

其中， iktf 是属性 k在项目 i 文本文件中出现的频率， kqf 是属性 k出现的文档频率。 

用户品味的向量表示和项目类似，可以通过对其有过行为（行为可以包括打分、收

听、评论等）的项目集分析进行生成。这样，我们同时得到了项目和用户的向量表示，

为了度量两者之间的相似度大小，Cosine 值作为向量相似度的有效度量方法经常被用来



大连理工大学硕士学位论文 

- 11 - 

衡量项目和用户品味之间的相似度，于是用户 u 和项目 i 之间的相似度可以由公式（2.2）

计算所得： 
 

iu

iu

•

•
=),( iuCosSim                        （2.2） 

 

其中，u表示用户品味向量， i 表示项目向量。 

基于内容的推荐算法易解释、用户之间相互独立且针对新项目不会产生冷启动问

题；但是由于其内容分析有限，容易造成对内容的过拟合，对用户潜在兴趣不能进行有

效挖掘，而且不能应对新用户的推荐问题。 

2.2.2  协同过滤 

协同过滤算法由于易实现、效率高、对个人兴趣能够进行准确挖掘而受到学术界及

工业界的普遍认可。广义上的协同过滤分为两类：基于邻域的协同过滤以及基于模型的

协同过滤算法，其中基于邻域的协同过滤又分为基于用户的协同过滤（user-based）和基

于项目（item-based）的协同过滤。 

假设有一个用户数为 m、项目数为 n的评分矩阵 nm×
R ，如公式（2.3）所示。矩阵

中每个项值可以是用户对项目的真实评分；也可以是根据历史行为生成的布尔矩阵，即

用户对项目有过行为的话就是 1，否则 0；或者是根据历史行为次数等通过归一化等方

法生成的一系列值。公式（2.3）中， iur , 表示矩阵中用户 u对项目 i 的评分，如果没有

过行为，则把该项值设为 0。本节将基于用户-项目评分矩阵 nm×
R 进行三种协同过滤算

法详细介绍。 
 

nmmm

nuuu

n

n

rrr

rrr

rrr

rrr

R

,2,1,

,2,1,

,22,21,2

,12,11,1

=

3

3333

3

3333

3

3

                    （2.3） 

 

（1）基于用户的协同过滤 

    算法主要基于用户品味的相似性特点，首先选取和目标用户品味相似的其他用户，

然后把其他用户喜欢但是目标用户没有看过的项目推荐给目标用户。在评分矩阵的基础

上，在选取和目标用户品味相似的其他用户时，通常有三种相似度度量方法，分别为余



基于信息融合的推荐算法研究 

- 12 - 

弦相似度 Cosine、Jaccard 相似性系数及 Pearson 相关系数，如果 uaɤ, 表示用户 a、u之间

的相似性，那么三种相似度衡量方法具体如下： 

○1  在矩阵中，每个用户都可以使用对应向量进行表示，于是可以使用向量之间的

余弦值进行用户之间的相似度计算。假设用户 u和用户 a分别对应的向量为 u 和 a，则

用户间的余弦相似度计算方法如公式（2.4）所示： 
 

ua

ua

•

•
=),(=, uaosSimCɤ ua                 （2.4） 

 

○2  Jaccard 系数是一个概率值，用来衡量样本集中样本之间的相似性，为了使用它

作为用户之间的相似性，需要以集合思想对用户进行建模。令 aItems 、 uItems 分别表示

用户 a、用户 u有过行为的项目集合，于是用户间的 Jaccard 相似性可以由公式（2.5）

计算得到。 
 

ua

ua

ua
ItemsItems

ItemsItems
ua,acSimJɤ

8

1
=)(=,             （2.5） 

 

○3  Pearson 相关系数结合了 Cosine 相似度和 Jaccard 相似性系数的特点，同时加入

了对用户打分偏置信息的考虑，是目前协同过滤最常使用的计算用户间相似度的方法。

令 uaau temsItemsItemsI 1= ，则其计算公式如（2.6）所示： 

∑∑

∑

∈∈

∈

auau
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uiuaia
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r-rr-r

uaimSearPɤ
2

,

2

,

,,

,
)()(
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=),(=   （2.6） 

其中 ,iar 同公式（2.3），而 ar 、 ur 分表代表用户 a和用户 u的评分均值。 

在得到用户间的相似性之后，基于用户的协同过滤方法会根据和目标用户品味最相

似的邻居用户对项目的综合评分从而计算其对每个项目喜欢的可能性，即定量计算用户

对项目的感兴趣程度，最后选取和目标用户兴趣最相近的前 N 个项目进行推荐。用户 u

对项目 i 的预测评分如公式（2.7）所示： 
 

∑
∑

m

a ua

K

a uaaia

uiu
ɤ

ɤr-r
rr

1= ,

1= ,,

,

)(
+=ˆ                  （2.7） 

 



大连理工大学硕士学位论文 

- 13 - 

其中，m表示用户总数，原始的协同过滤算法中 K 值为 m，随着算法的改进，基于

用户的协同过滤算法会选取与目标用户品味最相似的前 K（<m）个用户对公式进行修正。

至此，针对目标用户，根据公式（2.7）计算出其对每个项目喜欢的可能性，从而选取可

能性最大的前 N 个项目进行推荐。 

（2）基于项目的协同过滤 

算法主要基于项目之间的相似性特点，首先选取和用户喜欢过的历史项目相似的、

且用户没有过历史行为的其他项目，然后根据用户的历史行为计算用户对这些项目的喜

欢概率，最后进行排序推荐。针对项目之间的相似性度量，和基于内容的推荐算法中项

目相似度的计算方法不同，其方法主要基于用户行为历史的协同性，喜欢项目 i 和项目

j 的用户群的交互性（交集）越大，那么就认为项目之间有相似性越大；其具体计算公

式和基于用户的协同过滤算法中用户之间的相似度计算类似，这里不再赘述。令 jiɤ, 表

示项目 i 和项目 j 的相似性，则基于项目的协同过滤算法通过公式（2.8）计算用户 u对

项目 i 的预测评分 iur ,
ˆ ： 

 

∑

∑

∈

∈

u

u

temsIj
ji

temsIj
jijju

iiu ɤ

ɤr-r

rr
,

,,

,
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+=ˆ                 （2.8） 

 

其中 ir 指所有用户对项目 i 的平均打分， uItems 代表用户 u打过分的项目集合。 

（3）基于模型的协同过滤 

不同于基于邻域的协同过滤算法通过已有评分直接进行预测，基于模型的协同过滤

首先根据评分矩阵训练预测模型，然后根据训练出来的模型对评分进行预测。其主要思

想就是在已有的评分和用户、项目之间的潜在特性（例如用户偏好空间、项目分类等）

之间建立联系。 

目前，基于隐语义模型的协同过滤算法得到了很多学者的推崇。隐语义模型同时考

虑用户和项目之间的联系，通过一定算法发掘用户和项目的潜在属性，使这些潜在属性

能够有效地对已存在的评分矩阵 nm×
R 进行解释。矩阵分解算法（Matrix Factorization）

作为隐语义模型中的一种典型代表，在推荐系统算法研究中得到了有效扩展。矩阵分解

算法主要思想是将用户-项目评分矩阵 nm×
R 分解成为两个维度相同的用户和项目隐语义

低维矩阵 Dm×
U 和 Dn×

V ，如图 2.1 所示，矩阵中的所有数据均由已有数据进行训练得到，

然后通过公式（2.9）计算得到任意用户 u对项目 i 的评分预测 iur ,
ˆ ： 
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ki

D

k
kui

T

uiur ,
1=

,, ==ˆ VUVU ∑                   （2.9） 

 

其中， uU 和 iV 分别代表隐语义矩阵 Dm×
U 和 Dn×

V 中对应的用户 u、项目 i 的隐语义

低维空间向量，公式结果为两者内积。目前有很多矩阵分解方法的改进模型。 

 

 

图 2.1 矩阵分解算法示意图 

Fig.2.1  The schematic of matrix factorization algorithm 

 

基于用户的推荐算法和基于项目的推荐算法相似性高，针对这两者的选取，可以通

过对准确性、效率、稳定性、可解释性、发现新项目的能力等因素进行考虑。总之，基

于邻域的协同过滤算法由于其可解释性、可扩展性、线上稳定性等特点使其在项目推荐

中仍然得到很广泛的认可。但是，基于邻域的协同过滤并不能有效解决数据稀疏性等问

题，而基于模型的协同过滤算法通过将用户、项目属性进行有效压缩，选取用户、项目

潜在最重要的特征集对其进行表示，从而对评分进行预测。结果表明，在对用户进行项

目评分预测时，基于模型的协同过滤算法在预测准确性上表现出了比基于邻域的协同过

滤更好的效果[23,48]。 

2.3  推荐算法评价标准 

推荐算法现在已经被用于很多商业应用中，如何选择对应用有利的推荐算法取决于

应用的主要功能。准确率并不是推荐算法的唯一评价标准，复杂度以及对长尾项目的挖

掘能力等都可以作为对其评价的标准，本节将对推荐算法的几个通用评价标准做介绍。 

2.3.1  覆盖率 

覆盖率指算法推荐的项目占所有项目的比例[49]，主要衡量推荐算法对长尾项目的挖

掘能力，覆盖率和推荐算法为每个用户推荐的项目数相关，计算公式如（2.10）所示： 
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N

LN
LovC

R )(
=                       （2.10） 

 

其中，L 为推荐系统为每个用户推荐的项目列表长度，N 表示项目总数， RN 表示推

荐系统推荐的不同项目总数。 

2.3.2  准确率 

推荐系统的准确率度量方法针对任务不同主要分为两种，一种是针对 TopN 推荐列

表的准确率，另外一种是针对评分预测的准确率。 

针对推荐列表的准确率通常使用信息检索方向的针对推荐 TopN 项目的准确率

P@N、召回率及 F 值等进行度量，其中 P@N 准确率表示对用户推荐的 N 个项目喜欢的

比例，在推荐系统的评价算法中应用最广泛，其计算公式如（2.11）所示： 
 

 
N

temsI
NP

Nrel@

=@                       （2.11） 

 

其中 NreltemI @ 是指给用户推荐的前 N 个项目中用户喜欢的项目集合。 

针对评分预测的准确率，平均绝对误差 MAE（Mean Absolute Error）、均方根误差

误差 RMSE（Root Mean Square Error）是经常被使用的评价标准，二者意义相似，均为

衡量模型对用户-项目的预测评分与实际评分之间的相似程度，具体计算方法如公式

（2.12）、（2.13）所示： 
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公式（2.12）、（2.13）中，Test是评分测试集合， iur , 为用户 u对项目 i 的真实评

分， iur ,ѵ为预测评分。 

2.3.3  多样性 

多样性和相似性具有相反的意义，有时候对所有用户推荐相似的项目会使用户产生

审美疲劳，需要进行“冒险”针对用户特点推荐具有多样性的项目。多样性通过度量给
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用户推荐的项目相似性的程度来定义，给用户推荐的项目越相似，多样性越低。公式

（2.14）是周涛等人提出的一种度量多样性的方法[50]： 
 

L

Q
-H

au

au 1=                       （2.14） 

 

其中，L 为推荐列表的长度， auQ 为系统推荐给用户 a和 u的两个推荐列表中相同

产品的个数。 

2.3.4  新颖性 

新颖性主要衡量推荐系统对热门度、流行度低的项目推荐能力。其中，自信息[51]

就可以应用于新颖性的衡量，具体公式如（2.15）所示： 
 

i

i K

N
U 2log=                       （2.15） 

 

iU 表示项目 i 的自信息，N 表示项目的总数， iK 表示项目 i 被用户有过行为的总数。

整体算法的新颖性通过计算所有项目的自信息均值来进行度量。 

评价一个推荐算法的好坏，需要考虑很多方面因素，除了上面的评价标准，冷启动

问题、置信度、算法稳定性、时间空间复杂度等都应该进纳入考虑范围。目前，很多学

术研究的改进重点主要基于上述某一标准或者某几个标准同时进行，而本文重点针对推

荐算法的准确性进行研究。 

2.4  推荐算法新方向 

随着推荐算法的进一步发展，对于传统的推荐算法改进进入了一个瓶颈期，为了更

好地适应用户的个性化需求，目前关于推荐算法的几个新方向得到了广泛关注。  

随着社交网络近几年的快速发展，基于社会网络的推荐吸引了各界学者的注意。社

会网络中有许多不同的方法用来描述用户与用户之间的信任关系，因此基于社会网络的

推荐可以很好地结合社会网络信任关系和传统的方法来做出更加合理、个性化的推荐。

基于社会网络的推荐可以充分利用社会网络中的社会影响、相关影响、传递性、同质性

等特点，有效地应对冷启动问题。目前基于社会网络的推荐需要应对的挑战主要有几点：

短距离网络中评分数据稀疏，远距离结点数据噪音大，社会网络中边的可靠性和强度变

化大。基于社会网络的推荐还应用于社交网络中朋友的推荐，并得到了一定成效。 

基于偏好的推荐主要是将包括决策理论、效用理论、偏好表示、偏好学习、偏好推

理等相关偏好处理模型的框架，应用于推荐技术，和传统推荐算法有所不同，它不需要
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为系统提供很多关于用户的信息。偏好提取首先需要收集各种偏好数据，利用这种偏好

数据协助用户一步一步找到符合自己品味的项目。在偏好提取过程中，有一些偏好问题

可能是相互冲突的，基于偏好的推荐需要为这些冲突找到合理的解决办法，顺利找到用

户隐藏的偏好，从而对用户进行项目推荐。偏好并不总是一成不变的，用户偏好可能随

着时间的推移或者和系统的交互过程发生改变。 

LtR 是指利用机器学习理论来解决排序的问题，目前被广泛运用于多个领域，其中

典型的应用包括数据挖掘、信息检索等。基于排序学习 LtR（Learning to Rank）的推荐，

是将 LtR 方法应用于推荐系统中的算法研究，主要思想是基于索引-文件搜索和用户-项

目推荐之间的相似性。LtR 方法在推荐算法中的应用分为两步，第一步是使用机器学习

得到用户和项目的相关度函数，第二步利用函数得分对项目进行排序训练，主要有三种

基本技术，分别是 pointwise、pairwise 和 listwise，三种方法的区别主要体现在损失函数

（Loss Function）上。近几年基于 LtR 三种技术的推荐方法层出不穷，其中基于 pointwise

的推荐方法等价于机器学习方法，主要用于用户对项目的评分预测，基于 pairwise 和

listwise 的推荐方法将排序思想加入了学习函数，在使用基本功能函数计算得到用户-项

目相关度之后，加入项目对或项目列表之间的排序关系，使学习函数成为一个凸函数之

后，训练最终模型，主要用于预测用户喜欢的前 N 个项目。 

上述三个方向成为了近几年推荐算法的主要改进方向，本文第四章方法也借鉴了部

分基于社会网络及 LtR 的方法对推荐算法进行改进。 
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3  基于混合语义融合的音乐推荐算法 

本章针对社会化标签在音乐推荐算法中的应用，在基于内容的推荐算法基础上，首

先对社会化标签进行预处理，深入挖掘了其潜在语义空间，并将其作为音乐推荐的主要

依据，从而形成了基于融合标签语义空间属性的音乐推荐模型。本章首先将使用基于本

体库的方法将标签映射到流派、情感空间，使用 TF-IDF 方法对用户和音乐分别进行流

派空间、情感空间向量表示，然后对上下文信息使用 WordNet 进行扩展，并使用词袋对

用户和音乐上下文空间进行表示，然后在三个空间分别计算用户和歌曲的相似度，最后

将三个空间的相似度按照不同方式融合，从而形成推荐模型。实验结果表明，融合不同

空间相似度的推荐方法得到了很好的效果。 

3.1  语义空间定义 

音乐流派空间、情感空间以及上下文空间是本章中所提及的三个语义空间，用户对

项目的标签信息往往包含这三类信息。其中，音乐流派以及情感空间分别用两个本体库

进行定义，现在对三个空间的定义进行具体阐述。 

3.1.1  音乐流派空间 

本章使用的音乐流派引用自外部音乐流派本体库资源[15]，该本体库包括 22 个流派，

分别为：acoustic, ambient, blues, classical, country, electronic, emo, folk, hardcore, hip-hop, 

indie, jazz, Latin, metal, pop, pop-punk, punk, reggae, r&b, rock, soul, world。 

该本体库中音乐流派主要取自 Last.fm 上的流派分类，通过在 Wikipedia 上对这些流

派进行搜索相关信息从而建立这些流派的本体库(词组信息)。其中，Last.fm 是全球最大

的社会音乐平台，拥有着全球数以千万计的活跃听众；而 Wikipedia，被称作“人民的

百科全书”，它的建立汇集了全球各地人的参与。因此，该本体库覆盖面还是比较全面

的。 

音乐流派词汇本体可用一个二元组进行表示： 

GenreItem = (B, G)； 

其中 B 代表词或词组；G 则代表流派，范围即是上述 22 个流派。 

3.1.2  音乐情感空间 

本章使用的情感本体库引自外部资源[52]，该本体库将情感词分为了六类情感，分别

是：anger, disgust, fear, joy, sadness, surprise，这六类情感分别包含很多表达同一情感的

词集。情感本体的相关词集示例如表 3.1 所示。 
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表 3.1  情感词示例 

Tab.3.1  Examples of emotion words 

情感类别 情感词示例 

anger wrathful，wroth，wrothful，discouraged，frustrated 

disgust repugnance，repulsion，revulsion，horror，disgust 

fear fear，fearfulness，fright，cruelty，mercilessness 

joy satisfaction，preference，penchant，predilection，taste 

sadness misery，melancholy，joylessness，helplessness 

surprise fantastic，howling，marvelous，rattling，terrific 

 

该情感词汇本体也可用一个二元组进行表示： 

EmotionItem = (W, E)； 

其中 W 代表一个词；而 E 代表情感类别。 

3.1.3  音乐上下文信息空间 

本章中标签不仅含有相关流派、情感信息，还可以从某些潜在意义上反应人们对音

乐的感受。通过对这些标签进行分析，发现这些标签的范围极其广泛，包括地理、国家、

生理、环境等多方面。由于这些方面的标签数据稀疏，本章将这些标签集合起来，形成

了本章的第三个空间-上下文信息空间。 

3.2  融合方法理论基础 

本章分别从三个语义空间计算用户和歌曲的标签相似度，但是如何将这三个相似度

进行融合以达到最好的推荐效果仍然存在着很多困惑。针对这个问题，本章尝试了多种

融合方法，而这些融合方法主要分为两种：线性融合和逻辑回归。本小节中，将重点介

绍本章中用到的两种逻辑回归模型理论。 

3.2.1  支持向量机 

支持向量机 SVM（Support Vector Machine），是机器学习中的一种全监督方法，

目前主要被应用在分类和回归任务中。 

当被应用在分类任务中时，支持向量机的主要目标是找到一个超平面，使实例正确

分布在其两侧，并且使超平面到它两侧最近实例的距离最远，这个超平面被称作最大间

隔超平面。为了能在数据所在空间里找到最大间隔超平面，需要在分类平面的两边建立

两个互相平行的超平面，两个平面间的距离或差距越大，分类器的总误差就越小[53]。 

1995 年, Corinna Cortes 与 Vapnik 对 SVM 方法进行了改进，提出一种可以处理错误

样本的最大间隔区方法，主要用于回归分析任务[54]。文中提出如果不能够找到完全区分
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实例类别的平面，那么就找到一个“软边界”。这个边界被优化直到使分类平面与被明

确分类的样本距离最大化。本章中用此方法的回归分析模型对相似度进行了融合。 

3.2.2  逻辑斯蒂判别式  

逻辑斯蒂判别式主要用于分类，本章中重点运用了该方法的二值分类回归模型[53]。

在该模型中，有如下假设： 
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log T

xɤ
x

x
                      （3.1） 

 

其中 x 为实例向量， iC 为类别， ( | )ip Cx 表示类条件密度。在公式（3.1）中，假设

类条件密度的对数似然比是线性的，经过推导和整理，可以得到实例属于某一类的概率

估计如公式（3.2）所示： 
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于是通过梯度下降等学习方法学习得到参数w和 0w ，从而就可以根据概率估计公

式（3.2）预测给定实例的分类信息了。 

3.3  基于标签混合语义空间的音乐推荐 

算法主要流程如图 3.1 所示，这一部分详细介绍音乐流派、情感、上下文信息三个

空间中用户与歌曲的相似度计算方法，并将融合方法进行详尽的介绍。 

3.3.1  音乐项目和用户文件表示 

（1）歌曲文件表示 

本章中，音乐项目 i 用一个文件 track 进行表示，track 中包含歌曲 i 中含有的所有

标签以及其在 i 中相对于最常用标签的整数型比例 per（从 0 到 100），为了不丢弃 0 数

值的影响，本章将 per 加 1 进行平滑。 

（2）用户文件表示 

本章中，用户文件 user 的表示方法类似于歌词文件，它所含有的标签及比例用其听

过的歌含有的标签集合来表示。 

3.3.2  流派相似度计算 

流派相似度计算包括两个步骤：首先将标签映射到流派空间，然后将用户和音乐用

流派空间向量表示从而进行相似度计算。 
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标签

流派空间 情感空间
上下文信

息空间

流派相似

度计算

情感相似

度计算

上下文信
息相似度

计算

相似度融

合

音乐推荐

 

图 3.1  基于标签多语义空间的算法示意图 

Fig.3.1  The schematic of tag multi-space-based algorithm 

 

    （1）标签的流派映射 

如 3.1.1 节所述，本章依赖于音乐流派本体库将标签映射到流派上。映射方法引用

自外部资源[15]提出的方法，具体如下： 

○1 首先将流派本体库中的词组信息分成单个英文单词进行词干化，然后将词干化后

的词用%进行连接，如表 3.2 所示。 

 

表 3.2  词组信息词干化示例 

Tab.3.2  Examples of phrases stemming 

词干化前的词组 词干化后的词组 

electric blues %electr%blu% 

aboriginal rock %aborigin%rock% 

 

○2 将词干化的词组作为查询关键字在数据库中查询含有该词组的标签内容，从而将

标签映射到具体流派中，如表 3.3 所示。 
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表 3.3  标签-流派示例 

Tab.3.3  Examples of labels to genres 

标签 本体库中词组词干化后结果 本体库中流派 

electro blues %electr%blu% blues 

new age metal %new%age% classical 

hamps boogie woogie %boogi%woogi folk 

 

○3 由上述过程可得到标签到流派的映射关系，在本节中，定义公式（3.3）表示标签

到流派的映射关系： 

 

                 
í
ì
ë
=

否则

可以映射到流派如果标签

     0
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yx
x,yisGenre         （3.3） 

 

    （2）流派空间向量表示方法及相似度计算 

由 3.3.1 节中可知，歌曲和用户均用文件形式进行了表示，而本部分将采用一定方

法将这些文件映射到 22 维流派空间中。 

首先，以歌曲为例介绍歌曲的流派空间向量表示方法，具体方法如下： 

○1 歌曲的流派向量出现频率计算如公式（3.4）所示： 
 

∑
kt

t
g,i )t,g(isGenreitperN

=
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×),(=              （3.4） 

 

其中， giN , 表示在流派 g在歌曲 i 中出现频率，k表示歌曲 i 文件中的标签个数，

),( itper 表示标签 t 在歌曲 i 中出现的比率。 

○2 歌曲的流派向量权重计算： 

为了消除文件长度对结果的影响，本章对流派在文件中出现的频率进行了归一化，

同时加入了流派的反文档频率 IDF 来优化流派在文件中的权重，最后，采用 TF*IDF 方

法来计算歌曲文件在流派各个维度上的权重，具体公式如下： 
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g,i

g,i

Items

Items

genreN

N
w log×

)(
=                （3.5） 

 

公式（3.5）中， giw , 表示歌曲项目 i 在流派 g 维上的权重， g,iN 表示流派 g在歌曲

i 中出现的频率， )(genreNi 表示歌曲 i 中所有流派频率出现的总和， temsI 表示歌曲的

总数目， gtemsI 表示出现过流派 g的歌曲总数目。 
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然后，本章用类似的方法对用户流派向量权重进行计算。以用户文件为基础，同样

使用 TF*IDF 方法计算用户流派向量，TF 单独针对用户文件计算，而 IDF 使用上述歌

曲流派的 IDF 值。 

经过上述描述，用户和歌曲都可以表示成 22 维的流派向量。计算向量之间的相似

度有很多方法，为了和对比实验[15]方法进行同等比较，本章中同样使用 cosine 方法计算

用户 u和歌曲 i 间的流派相似度，如公式（3.6）所示： 
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∑
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=
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i,uGenreSim              （3.6） 

 

其中， g,uw 和 gi,w 分别代表用户 u和歌曲 i 流派向量的各维权重。 

3.3.3  情感相似度计算 

情感相似度计算同样包括两个步骤：首先将标签映射到情感空间，然后将用户和音

乐用情感空间向量表示从而进行相似度计算。 

（1）标签的情感映射 

本章依赖于 3.1.2 节中提到的情感本体库进行音乐情感映射。映射方法如下： 

将情感本体库中的单词作为查询关键字在数据库中查询含有该单词的标签内容，从

而将标签映射到该词汇对应的情感中。 

定义公式（3.7）对标签到情感空间的映射关系： 
 

í
ì
ë
=

否则

可以映射到情感标签

    0

    1
)(

yx
x,yisEmotion              （3.7） 

 

（2）情感空间向量表示方法及相似度计算 

类似于 3.3.2 节中流派向量的表示方法，情感空间的向量计算可由公式（3.8）（3.9）

获得。 
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其中， eiN , 表示在情感 e在歌曲 i 中出现的频率。 
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其中， eiw , 表示歌曲文件 i 在情感 e 维上的权重， )(emotionNi 表示歌曲 i 中所有情

感出现频率的总和， e,iN 表示情感 e在歌曲 i 中出现的频率， eItems 表示出现过情感 e

的歌曲总数目。 

最后，同样利用 cosine 方法进行用户 u和歌曲 i 的情感相似度计算，如公式（3.10）

所示： 
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其中， e,uw 和 ei,w 分别代表用户 u和歌曲 i 情感向量的各维权重。 

3.3.4  上下文信息相似度计算 

用户和歌曲文件均由标签及其比例集合构成。之前的叙述中，详细介绍了各标签到

流派和情感空间的映射。本章将用户或歌曲文件中映射到流派或情感空间的标签之外的

标签称为上下文信息空间。本节介绍主要包括两部分：用户和歌曲的上下文信息空间表

示及其相似度计算。 

    （1）用户和歌曲的上下文信息空间表示 

不同于流派和情感空间向量的表示方法，本章采用“词袋”对用户和歌曲的上下文

信息空间进行表示，即每个用户和歌曲都用一个词的集合文件进行表示，此处的“词袋”

表示的是单词集合文件。以歌曲为例，上下文信息空间表示具体步骤如下： 

○1 对每一首歌曲建立一个词袋文件。 

○2 对于 3.1.3 节中所形成的歌曲文件进行上下文信息提取：对于歌曲文件 track 中的

第 k个标签，如果被映射到了流派或者情感空间，则丢弃；否则，将该标签写入该歌曲

对应的词袋文件中。 

○3 由于上下文标签的稀疏性，本章采用 WordNet 对词袋文件内容进行了同义词扩

展，形成了更加丰富的词袋文件。 

至此，歌曲文件的上下文信息空间表示完成，而用户则参照歌曲文件的表示方法。 

（2）用户和歌曲上下文信息空间相似度计算 

本章中，上下文信息空间用集合进行表示，本章采用 Jaccard 相关性系数计算用户 u

和歌曲 i 的上下文信息相似度。计算公式如（3.11）所示： 
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其中， uWords和 iWords分别表示用户和歌曲的上下文信息空间词袋文件中词集合。 

本章中，由于上下文信息空间的数据稀疏性，计算出来的相似度值也非常小，最大

值为 0.27，为了和其他两个空间的相似度具有可比性，本章使用公式（3.12）所示方法

对其相似度进行归一化： 
 

})(min{})(max{

})(min{)(
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u,iContSim-u,iContSim

u,iContSim-u,iContSim
i)u,(ContSim         （3.12） 

 

其中， })(min{ u,iContSim 表示上下文空间相似度的最小值， })(max{ u,iContSim 表示

其最大值。 

3.3.5  相似度融合 

    本章中主要包括两种融合方法：线性融合以及逻辑回归融合。 

    （1）线性融合 

首先介绍本章中主要采用的一种简单融合方法，即线性融合方法。方法公式如下： 
 

)(×+)(×+)(×=)( u,iSimontCɚu,iEmoSimɚu,iGenreSimɚu,iSim 321  （3.13） 

 

其中， )(u,iSim 表示用户 u与歌曲 i 的总相似度， 1l、 2l、 3l分别代表流派、情感、

上下文空间相似度的相关性系数，且 1321 =++ lll 。 

    （2）逻辑回归融合 

本章除了线性融合，还使用支持向量机和逻辑斯蒂判别式逻辑回归方法进行了融

合。首先将用户-歌曲对的三个空间相似度表示成三维向量 SIMVEC(GenreSim, EmoSim, 

ContSim)，然后把该三维向量作为输入属性、1（用户听过歌曲）和 0（否则）作为回归

结果对逻辑回归模型进行训练，最后使用该模型对测试集中的实例进行概率值预测，概

率值越接近 1，说明用户-歌曲对所对应三种相似度下用户喜欢歌曲的可能性越大。 

3.4  实验结果与分析 

3.4.1  语料来源 

本章的语料引用自外部资源[15]，该语料主要来源于 last.fm 网站，具体的语料信息

如表 3.4 所示。 
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表 3.4  数据集详情 

Tab.3.4  Detailes of the dataset 

内容 数量 

用户 69 

歌曲 13312 

标签 169174 

每个用户的歌曲（平均） 527 

每首歌曲的标签（平均） 45 

 

在这个语料中，每首歌曲的标签信息不仅包含标签内容，还包括标签在歌曲中相对

于最常用标签的整数比例（1 到 101），而在实验过程中本章也用到了该数据信息。 

为了和对比方法[15]进行比较，本章同样采用了四倍交叉验证方法来进行实验。本章

将 75%的歌曲信息作为训练集，另外 25%的歌曲信息作为测试集。用户文件使用训练集

的数据进行文件表示，实验目标是正确地为用户推荐测试集中的歌曲。 

3.4.2  评价标准 

本章中采用第二章中提到的排序准确率 P@N 方法来评价 TopN 列表推荐的准确率

性，在本章该评价具体意义为前 N 个推荐结果中相关歌曲所占的比例。 

3.4.3  实验结果及分析 

本章首先在流派、情感和上下文信息三个空间分别进行相似度计算从而为用户进行

歌曲推荐，和文献[15]中的方法进行对比试验，得到的结果如表 3.5 所示。由表 3.5 结果

可看出，本章中单独使用流派空间和上下文信息空间的推荐效果已经好于对比实验的最

好结果，其中上下文信息空间推荐效果最好，而情感空间的推荐效果最差。这说明，在

用户对歌曲标注的标签中，除流派和情感信息以外，潜在的影响因素仍然具有相当大的

作用，而由于歌曲的情感相对单一，用户对音乐的情感要求比较丰富，所以推荐效果较

差。在单独空间实验基础上，本章针对其中一个测试集进行了不同的相关融合方法测试，

融合方法实验结果如表 3.6 所示。由表 3.6 实验结果可看出，线性融合的方法远远高于

两种逻辑回归方法。经过分析，主要的原因在于训练集信息不平衡。使用逻辑回归方法

进行训练时，训练集中仅提供 1（用户听过歌曲）和 0（用户未听过歌曲）两种输出，

而由于用户听过的歌曲数量有限，输出为 1 的样本很少；同时，在输出为 0 的实例中，

我们并不能确认用户不喜欢该歌曲。逻辑回归方法是一种相对复杂的机器学习方法，本

章将用户-歌曲对的三个相似度分数作为输入向量、1 和 0 作为输出进行实例训练，提供

的信息不够全面，所以逻辑回归的效果并不如简单的线性融合方法好。 
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表 3.5  单独空间推荐实验结果 

Tab.3.5  Result of single space recommendation 

推荐方法 P@5 P@10 P@20 

参考文中方法
[15]

 0.195 0.184 0.169 

流派空间方法 0.239 0.231 0.213 

情感空间方法 0.101 0.105 0.101 

上下文信息空间方法 0.359 0.276 0.260 

 

表 3.6  融合推荐实验结果 

Tab.3.6  Result of muti-space recommendation 

融合方法 P@5 P@10 P@20 

支持向量机 0.035 0.026 0.030 

逻辑斯蒂判别式 0.197 0.206 0.196 

线性融合

（0.2,0.0,0.8） 
0.484 0.380 0.316 

 

由上述实验结果可以看出，线性融合的方法最好。于是，本章在所有实验数据上进

行线性融合方法，统计出了三个空间两两融合以及三个一起融合最佳结果的系数（公式

（3.13）所示），交叉验证结果如表 3.7 所示。 

 

表 3.7  线性融合四倍交叉验证结果 

Tab.3.7  Result of merging three spaces evaluated by 4-fold-cross validation 

1l 2l 3l P@5 P@10 P@20 

0 0.1 0.9 0.367 0.292 0.253 

0.2 0 0.8 0.396 0.346 0.303 

0.9 0.1 0 0.243 0.229 0.216 

0.2 0.1 0.7 0.401 0.348 0.301 

 

由表 3.7 的结果可以看出，融合三个空间的相似度具有最好的结果，而且最佳结果

都好于单独使用一个空间（见表 3.6）。通过分析结果，本章得出结论，在本章的三个

语义空间中，决定用户是否喜欢一首歌的最重要因素来自于上下文信息空间，其次是流

派，最后是情感。这个现象说明，人们喜欢音乐的因素有很多，并不能简单的使用某种

单一的语义空间来对用户的兴趣进行推测，融合多种语义空间由于考虑多方面特点能够

有效提高对用户推荐歌曲的准确率。 
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3.5  本章小结 

音乐在人们生活中的地位越来越高，给人们推荐用户需要的音乐受到越来越多人的

重视。在音乐资源（歌词，乐谱等）中，标签作为人们和歌曲的互动信息，有效的反映

了用户对音乐的个性化认知。本章使用基于内容的推荐算法作为基础，将社会化标签作

为主要音乐推荐依据，重点分析社会化标签的多语义内容空间，创新性地将标签使用本

体库和词袋方式分别映射到了流派、情感和上下文信息三个空间中，深入挖掘了这三个

空间对用户的音乐推荐影响力，同时，在映射过程中，针对稀疏性问题，使用 WordNet

对标签进行了一定扩展。实验首先在三个空间中分别进行推荐模型建立，最后分别通过

逻辑回归和线性回归方法对三个空间进行有效融合，选取简单却有效的线性回归方法作

为本章的最终融合模型。结果表明，融合标签的内容多语义空间能够有效地提高标签在

音乐推荐中的利用率。 

尽管本章提出的基于标签多语义空间的推荐算法表现出了一定优越性，但是所提出

的语义挖掘方法仍然比较简单，尤其对上下文空间信息的挖掘不够深入，同时融合多空

间时，由于属性的稀疏使逻辑回归方法效果不好，针对这两个问题，后续工作会围绕上

下文空间的进一步语义挖掘增加属性空间以及逻辑回归方法的改进进行。 
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4  多信息融合的电影评分预测算法 

随着网络信息数据的急剧增长以及 web2.0的快速发展，人们的自由行为使网络资

源增加了很多标签、社交等交互信息，对于电影的推荐，这些交互信息具有很大的借鉴

价值，如果能将这些信息有效融入对用户的电影推荐模型，将会对很多应用产生重要影

响。本章基于偏置矩阵分解方法，在目标损失函数基础上创新性的融入社交网络、电影

标签或用户观看电影历史等语义空间信息，分别形成三个融合单信息的矩阵模型，最后

对三组结果进行融合从而生成对电影的评分预测最终模型。实验时，本章选取基于邻居

的协同过滤算法、LFM方法
[24]
、基于偏置的 LFM方法

[24]
以及融入社交信息的 SR2方法

[17]

作为对比实验。 

4.1  语料预处理及基础模型介绍 

4.1.1  标签推荐 

本章使用语料中的标签信息稀疏，很多电影没有相关标签信息，为了增加标签信息

的密度，本章选取了与项目最相关的前 20 个标签对标签信息进行扩充。扩充的范围主

要是数据集中已有的标签，为了避免冷启动问题，本章基于标签和电影的相关性进行扩

展。在计算标签和电影之间的相关性时，首先选取含有该标签的其他电影作为候选集，

然后根据观看候选集电影的用户和观看目标电影用户之间的协同性从而间接计算标签

和目标电影之间的相关性，最后选取与目标电影最相关的前 20 个标签进行扩展。推荐

过程如图 4.1 所示。用户观看电影的协同性可以使用 Jaccard 系数或者 Pearson 系数进行

度量，通过实验发现二者对标签的推荐效果相似，本章选取简单的 Jaccard 系数作为度

量方法，于是电影和标签之间的相关性计算如公式（4.1）所示： 
 

∑
∈ ∪

∩

tItemsj ji

ji

UsersUsers

UsersUsers
tiimS =),(                 （4.1） 

 

其中，i、j 代表电影，t 代表标签， ttemsI 表示含有标签 t 的电影集合， iUsers代表

观看过电影 i 的用户集合。 

4.1.2  隐语义模型 

    本章主要基于隐语义模型中的矩阵分解方法，其主要思想是构建新的用户和项目低

维矩阵，使该两个矩阵可以生成和原始评分矩阵相似的矩阵。本章使用 LFM 方法以及
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基于偏置的 LFM（以下称 BiasLFM）[14]方法作为对比实验，下面主要介绍两种方法的

具体算法流程。 

 

电影i

标签t

电影-标

签数据集

含有标签t的电

影候选集N(t)

电影i和候选集电影

间相似度计算

用户-电影评

分数据集

电影i和标签t

的相似度
 

图 4.1  标签扩展算法示意图 

Fig.4.1  The schematic of tag extension 

 

    （1）LFM 

假设原来有用户对项目的评分矩阵 nm×
R ，我们将用户和项目分别映射为两个f维的

隐语义空间矩阵U和V，这样我们就可以将用矩阵乘积得到用户-项目的评分，如公式

（4.2）所示。 
 

VUR
T≈                            （4.2） 

 

其中 mf ×
RU∈ 和 nf ×

RV∈ 是用户和项目降维后对应的隐语义矩阵。如此，我们便可

以通过降维后的矩阵得到用户u对项目i的评分的预测值 i

T

u VU 。我们通过最小化损失函

数，如公式（4.3）所示，来对U和V进行不断优化。 
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∑
∈Trainiu

2

F

2

Fi

T

uiu

ɚ
-rossL

),(

2

, )+(
2

+)(
2

1
= VUVU             （4.3） 

 

其中Train表示训练集合，即原始评分矩阵中用户对项目的评分集，为了防止过拟合，

损失函数加入了正规化项
2

F

2

F VU + ，
2

F• 代表Frobenius范数，‗为正则化参数。将上面

损失函数进行求导并利用梯度下降算法进行算法迭代，从而得到最后的降维矩阵U和V，

最后对用户-项目评分进行预测。 

    （2）BiasLFM 

BiasLFM方法在原始的LFM方法基础上加入了偏置信息，其中偏置信息包括全局偏

置‘、用户偏置向量BU以及项目偏置向量BI，用户u对项目i的预测评分 iur ,
ˆ 由公式（4.4）

得到。 
 

i

T

uiuiu ɛr VUBIBU +++=ˆ
,                       （4.4） 

                      

其中‘是全局平均数，用户偏置向量BU和项目偏置向量BI需要训练得到，损失函数

如公式（4.5）所示。 
 

∑
∈ rainTiu

2

F

2

F

2

F

2

Fiuiu

ɚ
r-rossLbias

),(

2

,, )+++(
2

+)ˆ(
2

1
= BIBUVU       （4.5） 

 

    公式（4.4）、（4.5）中各项符号定义同公式（4.3）。 

4.1.3  评分相似度 

本章使用的对比实验包括传统的基于用户和基于项目的协同过滤算法，算法中涉及

到用户与用户之间或者项目与项目之间的相似度，本章使用Pearson相似度来定义用户之

间和项目之间的评分相似度，用户的评分相似度定义如公式（4.6）所示，项目评分相似

度如公式（4.7）所示。 
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∑
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其中，a、u代表用户，i、j代表项目，本章中项目即电影， ur 和 ir 代表用户u和项目

i的评分均值，Itemsu和Usersi分别表示被用户u评过分的项目集合和为项目i评过分的用户

集合。 

4.2  融合单信息的隐语义模型 

隐语义模型的主要思想在于尽量使隐语义模型得到的评分矩阵与原始评分矩阵相

近，但是由于数据稀疏性与单调性，即使加入了正规化项，过拟合问题仍然存在。本章

中三种信息的融合方法均是在原始损失函数基础上加入其它信息对其进行改进。 

4.2.1  融合社交信息的隐语义模型 

随着社交网络的流行，朋友之间的关注信息成为一种有效的资源，本章将关注信息

融入到隐语义模型中，从而对其进行改进。 

如果一个用户关注另外一个用户，那么说明很大可能该用户对其关注用户的品味表

示认同，于是我们通过最小化用户与其关注用户的兴趣相似度来对原始BiasLFM模型进

行改进，改进模型损失函数如公式（4.8）所示。 
 

∑ ∑
∈

m

u Friendsa
Faus

u

-auuRatSim
ɓ

biasLossL
1=

21
),(

2
+= UU         （4.8） 

 

其中， 1ɓ是社交信息融合参数，Friendsu表示用户u关注的用户集， uU 和 aU 表示矩

阵分解后用户隐语义矩阵U中用户u和用户a的隐语义向量。 

4.2.2  融合用户历史的隐语义模型 

用户对项目的行为不止包括对其进行的评分，用户的观看历史、点击信息等都可以

作为用户的历史信息对隐语义模型进行改进。 

本章使用的用户历史信息为用户的观看历史，主要改进思想为最小化用户隐语义矩

阵中的观看历史相似度，改进方法通过对损失函数作如公式（4.9）的修正： 
 

∑ ∑
∈

m

u eighbUNa
Fauh

u

-auimilarityuS
ɓ

biasLossL
1=

22
),(

2
+= UU        （4.9） 

 

其中， 2ɓ是用户历史信息融合参数， uUNeighb 表示和用户u兴趣最相近的N个用户，

即用户u的邻居，uSimilarity(u,a)为用户u和其邻居a的相似度。 uU 和 aU 表示矩阵分解后

用户隐语义矩阵U中用户u和用户a的隐语义向量。 
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在选取用户邻居时候的兴趣度量方法上，本章采用两种方法，一种是如公式（4.6）

所示的用户u、a之间的评分相似度，一种是使用如公式（4.10）所示的用户历史浏览信

息相似度。用户和其邻居相似度，本章同样采用和兴趣评价方法一样的度量方法。 
 

au

au

ItemsItems

ItemsItems
auuHisSim

∪

∩
=),(                   （4.10） 

 

综上所述，为了将历史信息融入到公式（4.9）中，本章设计了三种组合方法，分别

称为HisLFM1，HisLFM2和HisLFM3，三种组合的定义如表4.1所示。 

 

表4.1  历史信息融合方法组合 

Tab.4.1  Combinations of historical information fusion methods 

 用户邻居选取标准 融合相似度 

HisLFM1 uRatSim uHisSim 

HisLFM2 uHisSim uRatSim 

HisLFM3 uHisSim uHisSim 

 

4.2.3  融合电影标签的隐语义模型 

用户在观看或者浏览某些项目时，会对这些项目添上自己的一些标签，这些标签在

一定程度上表明了用户对项目的看法，如果能将这些标签信息融入到推荐模型中，将能

够有效的提高推荐的准确度。 

本章中使用的语料含有项目所包含的标签信息，但是由于标签信息的稀疏性，我们

使用4.1.1节中描述的方法对标签信息进行扩展。如果项目包含的标签不足20个的话，我

们将对该项目推荐20个标签，本章以推荐后得到的项目-标签信息作为融合资源。标签

融合方法和用户历史信息融合方法类似，假设目标项目与其最相似的前N个项目邻居标

签相似度最小，以此融入BiasLFM方法的损失函数，如公式（4.11）所示。 
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i FINeighbj
jit
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3

),(
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其中， 3ɓ是标签信息融合参数， )(iINeighb 表示和项目i最相近的N个项目，即项目i

的邻居，iSimilarity(i,j)为项目i和其邻居j的相似度， iV 和 jV 表示矩阵分解后项目隐语义

矩阵V中项目i和项目j的隐语义向量。 

和用户历史信息融合类似，我们同样设计了三个组合对项目标签信息进行融合，其

中，引入项目 i、j 标签相似度定义，如公式（4.12）所示。 



基于信息融合的推荐算法研究 

- 34 - 

ji

ji

agsTagsT

agsTagsT
jiimSagTi

∪

∩
=),(                    （4.12） 

其中 iagsT 、 jagsT 分别表示项目 i 和项目 j 包含的标签集合。对标签信息进行融合

时，标签邻居选取相似度算法和融合相似度算法组合具体如表 4.2 所示。 

 

表 4.2  标签信息融合方法组合 

Tab.4.2  Combinations of tag information fusion methods 

 项目邻居选取标准 融合相似度 

TagLFM1 iRatSim iTagSim 

TagLFM2 iTagSim iRatSim 

TagLFM3 iTagSim iTagSim 

 

4.2.4  参数训练 

上面三种融合方法可以被看成是三种不同的隐语义模型，不同的是其损失函数不

同，在这三种方法中，需要训练的参数均为用户隐语义矩阵U、项目隐语义矩阵V以及

用户和项目的偏置向量BU和BI，本章使用梯度下降方法对参数进行训练。其中，损失

函数（4.8）（4.9）（4.11）对用户偏置 uBU 和项目偏置 iBI 的偏导是相同的，如（4.13）

所示，而对于用户隐语义向量 uU 和项目隐语义向量 iV 的偏导则不同，具体如公式族

（4.14）所示。 
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4.3  融合多信息的隐语义模型 

4.2节分别介绍了三种融合单信息模型的具体方法流程，本节介绍三种模型的融合方

法。 

上述三种模型分别会训练得到三组矩阵，通过矩阵的运算分别会得到使用三个模型

得到的用户u对项目i的预测分socialpre、hispre以及tagpre，其计算公式如公式（4.4）所

示。本章使用线性融合方法对三组分数进行融合，最终预测分数如公式（4.15）所示。 
 

),(+),(+),(=),( 321 iutagpreŬiuhispreŬiusocialpreŬiufinalpre       （4.15） 

 

其中， 1Ŭ、 2Ŭ、 3Ŭ分别为三种模型线性融合参数，且 1=++ 321 ŬŬŬ ， ),( iusocialpre 、

),( iuhispre 、 ),( iutagpre 分别是融入社交信息、历史信息和标签信息的单信息模型得到

的用户-项目预测评分。 

综上所述，本章提出的融合多信息的隐语义模型主要流程如图 4.2 所示。 

4.4  实验结果与分析 

4.4.1  语料来源 

本章使用的语料是来自百度网站之前进行电影推荐系统算法创新大赛中公开的语

料，语料总容量是199MB，包含五个txt文件，文件名分别是:training_set、predict、

user_social、user_history、movie_tag，其中training_set是本次大赛的训练集，predict文

件中是要预测评分的用户-项目集，而user_social、user_history、movie_tag分别代表数

据集中用户的社交信息、历史观看信息以及电影的标签信息，是本章中三种信息融合

的主要数据来源。由于大赛未公布predict文件中用户项目的最终真实得分，所以本章使

用大赛原始的训练集作为本章实验的训练集和测试集总和，通过对该原始训练集进行整

理、随机拆分来得到本章实验所使用的训练集和测试集。 
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用户-项目评
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标签信息
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展

融合多信息的

隐语义模型
 

图 4.2  融合多信息模型流程图 

Fig.4.2  The schematic of MMF model 

 

为了减少数据稀疏性对本章推荐算法带来的影响，本章实验选取评分项目不少于20

的用户的评分项目集作为整体数据集，过滤之后，最终得到5877个用户对7889个电影的

评分及相应的社交信息、用户历史信息以及电影标签信息。最后随机提取评分集中1/5

作为实验的测试集，剩下的4/5评分集作为训练集。经过整理过滤，本章使用的整体数据

集具体统计信息如表4.3所示。如4.1.1节中所述，本章在进行融合实验之前对项目标签信

息进行了一定扩展，扩展信息如表4.3中项目标签信息一行所示，其中括号里的为原始标

签数据，括号外的为进行扩展之后的数据。 
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表4.3  数据集统计信息 

Tab.4.3  Statistics information of the dataset 

原始评分

信息 

用户个数 电影个数 评分个数总数 用户最多评分个数 

5877 7889 1225631 3166 

社交信息 
用户个数 关注总数 最大关注数 

5158 49155 145 

用户历史

信息 

用户数 观看总数 最大观看数 

5877 1551735 4589 

项目标签

信息 

项目数 标签总数 最大标签数 

7889（5542） 103578（79034） 52（52） 

 

4.4.2  评价标准 

本章使用分数预测值基本评价标准RMSE（Root Mean Square Error）对实验效果进

行评价，评价标准如公式（4.16）所示。 

Test

rr

RMSE
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iuiu∑
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-
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2

,, )ˆ(

=                 （4.16） 

其中 Test是测试集中的评分个数， iur , 为原始评分， iup , 为本章提出的预测模型得到

的用户u对项目i的预测评分。 

4.4.3  实验结果及分析 

本章采用五种方法作为对比实验，分别为基于用户的协同过滤算法（UserCF）[33]、

基于项目的协同过滤算法（ItemCF）[33]、基本LFM方法（LFM）[24]、加入偏置的LFM

方法（BiasLFM）[24]以及融合社交信息的矩阵分解算法（SR2）[27]，其中SR2方法是本

章的主要对比方法，该方法于2011年提出，通过在LFM方法基础上加入社交信息对评分

预测模型进行改进。同时，将本章改进方法命名为MMF（Multi-information Matrix 

Factorization），其中单独融入社交信息的方法为MMFsoc，单独融入历史信息的方法为

MMFhis，单独融入标签信息的为MMFtag，融合三种信息为MMFsum。 

在单信息融合时，矩阵分解降维随着维度的不同结果不同，本章验证了降维维度从

1 到 20 时各方法的评分准确率效果，如图 4.3 所示，具体数据如表 4.4 所示。从图 4.3

和表 4.4 可以看出，在基本维度达到 7 时各方法的效果基本稳定，同时，在维度 5 到 15

内本章提到的三种单信息融合方法均比其他方法要好，其中包括在 LFM 方法基础上融

入社交信息的 SR2 方法，这说明在基于偏置的矩阵分解模型中融合其他非评分信息的改

进是有效的，从一定程度上缓解了矩阵分解模型对原始评分矩阵的过拟合问题。 
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图4.3  方法对比 

Fig.4.3  Comparisons of all the methods 

 

表4.4  不同维度下各方法RMSE值比较 

Tab.4.4  Comparisons of RMSE values of the eight methods with different dimensions 

维度 UserCF ItemCF LFM BiasLFM SR2 MMFsoc MMFhis MMFtag 

1 0.653206 0.651551 0.655436 0.641032 0.655343 0.640813 0.640651 0.644247 

2 0.653206 0.651551 0.641676 0.636129 0.641561 0.635811 0.63554 0.637263 

3 0.653206 0.651551 0.638838 0.634070 0.638432 0.635087 0.633756 0.634949 

4 0.653206 0.651551 0.635289 0.634730 0.637575 0.633076 0.634141 0.633885 

5 0.653206 0.651551 0.635247 0.633790 0.634301 0.632599 0.632533 0.632574 

6 0.653206 0.651551 0.635297 0.633252 0.633492 0.632727 0.632218 0.631934 

7 0.653206 0.651551 0.634501 0.632862 0.633261 0.632895 0.631497 0.631598 

8 0.653206 0.651551 0.633772 0.633093 0.633858 0.632549 0.631776 0.631598 

9 0.653206 0.651551 0.634231 0.633200 0.633011 0.632336 0.631033 0.630334 

10 0.653206 0.651551 0.634603 0.633814 0.633300 0.633197 0.631748 0.630544 

11 0.653206 0.651551 0.634265 0.633597 0.632943 0.632549 0.631411 0.630580 

12 0.653206 0.651551 0.633763 0.633349 0.633253 0.632423 0.630844 0.631056 

13 0.653206 0.651551 0.634027 0.633602 0.633110 0.632649 0.630418 0.631731 

14 0.653206 0.651551 0.634119 0.632908 0.632657 0.632054 0.630951 0.631919 

15 0.653206 0.651551 0.633988 0.633456 0.632656 0.632538 0.630523 0.632755 

16 0.653206 0.651551 0.633761 0.634132 0.632918 0.63195 0.630593 0.633347 

17 0.653206 0.651551 0.633669 0.633689 0.632562 0.632412 0.630693 0.634226 

18 0.653206 0.651551 0.634426 0.633012 0.633240 0.632412 0.630601 0.634957 

19 0.653206 0.651551 0.633805 0.633847 0.632963 0.632400 0.630671 0.635862 

20 0.653206 0.651551 0.633911 0.633450 0.632491 0.632739 0.630905 0.636995 
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    表4.5比较了本次实验中各方法最佳情况下实验结果的具体评价数据，同时加入了

融合三种信息的最终结果。从表4.5可以看到，融合其他信息可以有效提高预测的准确

率，而且三种模型线性融合后表现更加明显，这说明融合不同方面的资源有利于提高预

测的准确率。 

 

表4.5  方法比较 

Tab.4.5  Comparisons of all the methods 

方法 UserCF ItemCF LFM BiasLFM SR2 MMFsoc MMFhis MMFtag MMFsum 

RMSE 0.6532 0.6516 0.6338 0.6329 0.6325 0.6321 0.6304 0.6303 0.6269 

提高 4.02% 3.79% 1.08% 1.58% 0.89% 0.82% 0.56% 0.54%  

维度 原始 原始 8 15 20 14 13 9  

 

4.4.4  模型参数分析 

如公式族（4.14）所示，除了矩阵中具体元素参数使用随机梯度下降方法进行训练，

其他的还包括本章中提到的融合单信息方法涉及到的四个参数‗、 1ɓ、 2ɓ、 3ɓ，以及线

性融合三个空间的方法涉及到的三个参数 1Ŭ、 2Ŭ、 3Ŭ。其中，对于线性参数 1Ŭ、 2Ŭ、 3Ŭ，

本章分别取其值为0到1范围内、步长为0.1的参数组合，最后选取表现最好的0.3、0.4、

0.3为本章中的 1Ŭ、 2Ŭ、 3Ŭ值。为了得到融合单信息方法中四个参数比较合适的取值，

本章进行了一系列的实验。 

 

    
            (a)  参数‗基准选择                          （b） 参数‗值选择 

 

图4.4  ‗取值对BiasLFM结果的影响 

Fig.4.4  Effects of ‗ȭs values on the results of BiasLFM 
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由于本章所有模型均是基于BiasLFM方法进行改进，所以本章首先进行参数‗的确

定，在确定参数‗的基础上，训练其他参数以测试各参数对模型的影响。参数‗控制正规

化项在损失函数中比例，从而控制过拟合程度，过大过小都会对实验产生较大影响，如

果选择过大，会增强正规化项对最终模型的影响，从而对原始评分矩阵的拟合度不高，

造成精确性不大；如果选择过小，则可能会造成最终模型和原始评分矩阵的过拟合，从

而造成最终模型的泛化能力弱，对新的用户-项目项的评分预测不准确，所以不可忽略。

不同的数据集参数‗选择不同，本章首先对‗取10
-1到10

-5（除数步长为10），然后选取以

效果最好的10
-2为基准、以0.01为步长的10个‗参数值，来验证‗值对BiasLFM方法的影响，

实验结果分别如图4.4（a）、（b）所示，因此本章选取表现最好的0.05作为本数据集中

参数‗的取值。 

 

    
（a）历史信息融合结果比较           （b）标签信息融合结果比较 

 

 
（c）三种模型结果比较 

 

图4.5  取值对结果的影响 

Fig.4.5  Effects of ’s values 
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在确定‗的取值后，本章分别比较了 1ɓ、 2ɓ、 3ɓ对三种模型的影响。如4.2.2、4.2.3

节中所述，本章分别选择了三种组合方法来融合历史和标签信息，结果如图4.5（a）（b）

所示，通过结果观察，本章分别选择HisLFM1、TagLFM1方法作为本章的历史和标签融

合模型MMFhis、MMFtag。参数ɓ反映了融合单信息的强度，图4.5（c）展示了参数ɓ分

别对本章中三种融合单信息模型的影响，可以看到，社交信息和历史信息在模型中的融

合强度低于标签信息，标签信息表现出了更好的融合性。本章最后选取0.01、0.1、0.01

为 1ɓ、 2ɓ、 3ɓ的取值。 

4.5  本章小结 

本章针对融合多信息对电影推荐的影响问题，分别提出了三个融合单信息的模型，

并在最后对三个模型进行线性融合从而提高用户-电影评分的预测准确性。实验表明，

和部分传统协同过滤方法以及融入社交信息的矩阵分解模型SR2相比较，本章提出的三

个融合单信息矩阵分解模型对评分预测准确率已有提高，融合三个模型的最终模型由于

考虑了不同空间信息影响对准确率有更大提高。 

尽管本章所提方法有效的融合了多语义信息，对评分的预测准确率有较大提升，但

是本章所提模型需要对参数进行不断的训练，计算量较大，同时，由于语料稀疏等问题，

虽然对标签信息进行了扩展，标签融合模型表现并不稳定，所以该方法还有很多改进的

方面，下一步工作将从语料的扩展以及三种模型的融合方法等进行推荐算法改进。 
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结    论 

随着小型计算机在家庭中的普及，互联网迅速发展，已经取代了很多媒体载体（例

如 CD、影碟等）在人们日常生活中的地位，使人们对其的依赖性越来越强。人们通过

网络听歌、看电影变得更加普遍，网盘及电影分享网站的出现增加了电影在互联网的传

播度，部分网站对热播剧集进行版权购买来吸引客户群，百度甚至将所有音乐的版权购

买下来，使人们可以自行进行下载。互联网速度快、资源多，是人们选择它的主要原因。

但是，多媒体电子数据资源的爆炸式增长，同样给人们带来了选择困扰。在没有具体的

观看和收听目标情况下，面对互联网庞大的媒体数据库，人们需要一种系统帮助其做选

择，推荐系统应运而生。 

推荐系统的出现一定程度上缓解了用户对资源的选择需求，得到了很多用户的青

睐。这种流行不仅吸引了很多国内国际商业网站的目光，包括国际上知名的音乐推荐系

统 Pandora、Last.fm、Google 音乐以及电影推荐系统 Netflix 网站、YouTube 网站等，同

样得到了国内很多网站的重视，包括国内个性化音乐推荐网络电台豆瓣音乐电台、虾米

音乐电台、微博音乐电台、百度随心听等以及电影网站豆瓣电影、优酷等，于是很多高

校研究机构中学者们的研究热点转向了推荐系统中的推荐算法研究。目前针对推荐的算

法层出不穷。从最开始的基于内容的推荐、协同过滤在推荐系统中的应用，到引申出的

基于人口统计信息、基于图的、基于机器学习的推荐算法等，均是对推荐算法的改进研

究。推荐算法的研究需要借助很多已有信息，否则会引起冷启动问题。信息种类虽然增

加，推荐算法的大部分改进研究却只针对多类信息中一种的利用，如何对多种信息进行

有效融合从而提高推荐准确率是目前研究中比较缺乏的方向。 

本文以音乐和电影为研究载体，针对信息融合在列表推荐和评分预测两种推荐算法

中应用的有效性进行了研究探索。主要工作包括如下几个方面： 

（1）对音乐标签内容信息进行语义拆分，根据音乐属性及用户对音乐的评论倾向

性，分别将音乐包含的标签信息映射到流派、情感语义维度空间，然后对混合语义空间

进行扩展，并进行建模。 

（2）在对音乐标签三个空间进行建模之后，空间内分别计算用户和项目的内容相

似性，然后对三个空间对推荐的作用进行分析比较，最后将三个空间的推荐效果进行线

性和逻辑回归融合探索。 

（3）在验证了标签信息多空间融合对音乐推荐的有效作用后，本文提出一种融合

外部信息的推荐模型。该模型由于多信息需要选取百度电影推荐语料作为资源，外部信

息包括社交信息、观看历史及标签信息。模型主要基于隐语义空间模型进行信息融合改
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进，将标签、用户社交信息、用户观看历史信息有效地融入偏置矩阵分解方法的损失函

数，实现了三种融合单信息的电影评分预测模型，并最终线性融合三种模型，有效提高

了评分预测准确性。 

（4）为了减少数据稀疏性对实验效果的影响，在融合外部信息时，本文首先对标

签信息进行了一定扩展。同时，本文针对标签和历史信息在基础模型的融合方法，分别

进行了三种尝试，选取实验效果最好的融合方法进行模型改进。 

本文对多信息在推荐算法的融合研究仍然存在一些弱点，下一步主要针对这些弱点

进行改进： 

（1）针对标签多语义空间的挖掘，本文第三章所提出的方法有效地提高了推荐准

确性，但是该方法对语义空间的挖掘仍然比较稀疏，尤其对上下文空间信息的挖掘不够

具体深入，还需要对上下文空间进一步进行具体语义挖掘以增加属性空间。 

（2）在标签多语义空间信息在音乐推荐中进行融合时，由于属性的稀疏使逻辑回

归方法效果不好，针对这个问题，融合方法仍然需要进一步尝试，例如多重决策树以及

增加属性空间后的逻辑回归方法等。 

（3）本文第四章所提方法针对社交、历史及标签等多空间信息对推荐算法的有效

融合进行了探索，并对评分的预测准确率实现了效果提升，但是参数对模型影响较大，

需要不断迭代训练，计算量较大，下一步工作需要在精度损失较小的情况下对模型进行

效率改进。 

（4）在电影评分预测模型融合标签信息时，由于语料稀疏等问题，虽然对标签信

息进行了扩展，标签融合模型表现并不稳定。同时，最后对三种信息进行融合时，仅使

用单模型结果的线性融合，对三种信息的融合仍然不够紧密，下一步工作将从语料的扩

展方法以及多信息的融合方法等进行推荐算法改进，例如直接在矩阵分解模型中融合多

信息或者对多类型推荐算法进行融合等。 

推荐算法已然成为现在的热门话题，融合多信息对推荐算法进行有效改进是目前比

较新的研究方向，而多媒体的推荐由于其巨大的商业价值也受到越来越多商业应用的重

视，对其进行研究具有很大的现实意义。 
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攻读硕士学位期间发表学术论文情况 

1 基于标签混合语义空间的音乐推荐方法研究.闫俊，刘文飞，林鸿飞. 中文信息

学报（录用）. 主办单位：中国中文信息学会、中国科学院软件研究所。中文核心期刊。

（本硕士学位论文第一、二、三章） 

2 融合多信息的电影评分预测方法研究.闫俊，林鸿飞. 计算机科学（录用）. 主办

单位：国家科技部主管、国家科技部西南信息中心。中文核心期刊。（本硕士学位论文

第一、二、四章） 

3 基于音乐基因组的个性化移动音乐推荐系统.李瑞敏，闫俊，林鸿飞. 计算机应

用与软件，2012 年，29（9）：27-30. 主办单位：上海市计算技术研究所、上海计算机

软件技术开发中心。中文核心期刊。（本硕士学位论文第一、二章） 

4 基于用户-标签-项目中潜在语义挖掘的个性化音乐推荐.李瑞敏，林鸿飞，闫俊. 

计算机研究与发展（录用）. 主办单位：中国科学院计算技术研究所、中国计算机学会

361 期刊网。EI 检索。（本硕士学位论文第一、二章） 

5 基于 TLDA 和 SVSM 的音乐信息检索模型.周利娟，林鸿飞，闫俊. 计算机科学，

2014 年，41（2）：174-178. 主办单位：国家科技部主管、国家科技部西南信息中心。

中文核心期刊。（本硕士学位论文第一章） 

 

备注：国家自然科学基金资助项目( 60973068 )、高等学校博士学科点专项科研基金资

助项目 ( 20090041110002)、辽宁省自然科学基金 ( 201202031 ) 
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致    谢                                                                                                                                                                                                                                                       

毕业论文马上要完成了，自己即将再一次毕业，不过这次毕业后，学生生涯就真的

要结束了。回首自己在大工度过的七年时间，我不禁感慨万千。身边的人走走停停，总

有些人激励自己成长，同时也给自己留下很多感悟。随着时间的流逝，我也从别人眼中

咋咋呼呼的小女孩变成了现在稍显稳重的大姑娘，这些蜕变都应该感谢出现在我生命中
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保研，四处打听导师情况，刘文飞是我本科时候结识的一位很厉害的师兄，当时他给我

推荐林鸿飞老师，那是我第一次听到林老师的名字。在后来的接触中，林老师给我的教

诲是一生的。林老师总会对我们说一句话：“我没希望你们以后会成为多大的名人，我

只希望你们快乐的成长”。他玩微博、微信，组织文学讲座、体育比赛和文艺汇演等，

时尚新潮，和学生交流广泛；他见识广、知识渊博，时刻关注业界最新进展，并及时进

行传达，总会在大方向给我以科研启发；他健康、快乐、平易近人，在我的印象中，从

不会大声训斥学生，以德育人，并教会我做人的道理。硕士的三年时间内，林老师对实

验室的管理方式及对待学生的态度将会对我的一生产生重要影响。  

其次，实验室的杨志豪、王健、张绍武、许侃、林原、刘文飞老师们给我的帮助也

是无限的，他们严谨、可亲、洒脱，在不同阶段给了我不同的帮助和激励，在这里要再
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大、帅气，学识渊博，亲和力强；师姐们洒脱、高雅，也是我生活中的好老师。 

另外，要感谢的还包括实验室以及陪伴我的小伙伴们。文本组中已毕业的师兄师姐

们、在读的师弟师妹们在我研究生期间的支持和帮助使我更加自信温暖，IR2011 群里面

的同届小伙伴们给我带来了无尽的欢笑，小分队的你们让我畅所欲言、给我安慰，“饭

桶”们不时的请客使我们快乐的维持“吃货”本质，527 经常吐血似的吐槽经常让我开

怀大笑。这些都将会是我永远的回忆。 

最后，衷心感谢我的爸爸妈妈还有弟弟。每当我难过失意时，我知道你们永远在身

后支持我，你们每一句“我们相信你”都给我无穷的力量。我的弟弟，虽然你每次都很

唠叨，但是你要知道我是爱你的，我希望你快乐的成长；还有爸爸妈妈，你们一定要健

康，等着我报答你们，谢谢你们愿意今生让我成为你们的女儿。 

感谢所有我爱的人和爱我的人，希望你们安康幸福；感谢爱自己的我，你要继续快

乐的成长，和家人一直相伴到老。
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